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thèse de doctorat.
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4.3.2 Données réelles: données de ”pommes de terre” . . 70

4.4 Discussion et conclusion . . . . . . . . . . . . . . . . . . . 73

Annexe du Chapitre 4 . . . . . . . . . . . . . . . . . . . . . . . . . 76

5. Développements autour de la méthode ComDim . . . . . . . . . 81

5.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . 81
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5.6 Données d’assurance de véhicules: description des 10 vari-

ables et leurs modalités. . . . . . . . . . . . . . . . . . . . 108

5.7 Pourcentages d’inerties restituées par les cinq premières di-
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1

Résumé en Anglais

1.1 Context

With the advent of technology, data from different sources are often col-

lected in several domains of application, with the aim of acquiring a better

and more accurate knowledge on some phenomena of interest. For ex-

ample, in sensometrics, for the characterization and optimization of food

products, sensory and physico-chemical measurements can be made and

related to consumer preferences. Or, we may postulate more complex re-

lationships between these measurements. For instance, physico-chemical

data may be assumed to have an influence on the sensory and preference

data. Moreover, we may assume the sensory data to have an influence

on the preference data. In health science, clinical, metabolomic and tran-

scriptomic measurements can be made and related to variables reflecting

a disease. In ecology, the environmental and spatial situation of different

sites can be used to explain the abundance of some species in those sites.

These data are often structured into meaningful blocks of variables, called

”multiblock data”. We assume that all the blocks of variables are mea-
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sured on the same individuals, but the variables within these blocks can

be different. Since the collection of multiblock data has increased these

last decades, the number of statistical methods devoted to these data has

also increased. These methods can be divided into two families: ”unsuper-

vised” and ”supervised” methods. The former methods aim at exploring

the structure of different blocks of variables and investigating the relation-

ships between them. Examples of such methods are MB-PCA, H-PCA,

ComDim, GCCA, etc. As regards the supervised methods, they aim at

predicting a block of variables from other blocks of variables (e.g., MB-

PLS, H-PLS, P-ComDim, etc.) or more generally, analyzing several blocks

of variables taking account of a network of relationships that exist among

them (e.g., PLS-PM, Path-ComDim, RGCCA, etc.).

1.2 Problems and objectives

With these families of methods, practitioners may be confused in choos-

ing the suitable family of methods, namely, unsupervised or supervised.

Moreover, with this plethora of methods within each family, they may be

misled in choosing the suitable method to analyze their data. Therefore,

one of the objectives of this thesis, is to set up a unified approach for some

methods of both unsupervised and supervised families. The purpose of

such unification is to better compare the methods of analysis by clearly

pinpointing the similarities and differences between them.

Furthermore, it is noticed that some existing methods are too restric-

tive. For example, all the blocks of variables can be constrained to have the
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same importance in the analysis. In order to alleviate these restrictions,

we propose to relax them by proposing new unsupervised and supervised

strategies of multiblock data analysis. Obviously, the purpose of such de-

velopments is to improve the results interpretation.

1.3 Unsupervised multiblock methods: a unified approach

and extensions.

Three unsupervised multiblock methods have been compared. These

methods are GCCA, MB-PCA and ComDim/H-PCA. Moreover, we intro-

duce the weighted version for GCCA, called ”GCCA-V”. The common

feature of all these methods is that they are based on the determination

of global and block components associated with the various blocks of vari-

ables. Moreover, they are based on clear optimization criteria. However,

the differing features among them are the way the global component is

reflected on each block of variables to give the block component and the

way the global component is formed from its block components. Regarding

the expressions of the block components, we clearly note that we face two

groups of methods. The first group embrasses GCCA and its weighted ver-

sion GCCA-V. Both methods aim at assessing the common traits existing

between the considered blocks of variables. By contrast, the methods of

the second group (ComDim/H-PCA and MB-PCA) aim not only to assess

the common traits between the blocks of variables at investigation, but also

to recover the variance within each block of variables. For the expression

of the global components, we have also two groups of methods. The first
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group concerns GCCA and MB-PCA while the second group is formed by

GCCA-V and ComDim/H-PCA. As regards the former methods, blocks of

variables are given the same importance in the determination of the global

components. Contrariwise, for the latter methods, the blocks of variables

are weighted according to how they agree with each others. We have also

proposed a new strategy of analysis pertaining to the family of supervised

methods by adapting an unsupervised method to be used for a prediction

purpose. Illustrations on the basis of simulated and real case studies are

discussed. More details regarding these aspects can be found in chapter 3.

1.4 A general strategy for setting up supervised methods of

multiblock data analysis.

Within the framework of multiblock data analysis, a unified approach

of supervised methods is discussed. It encompasses multiblock redundancy

analysis (MB-RA) and multiblock partial least squares (MB-PLS) regres-

sion. Moreover, we develop new supervised strategies of multiblock data

analysis, which can be seen as variants of one or the other of these two

methods. They are respectively referred to as multiblock weighted re-

dundancy analysis (MB-WRA) and multiblock weighted covariate analysis

(MB-WCov). The four methods are based on the determination of latent

variables associated with the various blocks of variables. They are derived

from clear optimization criteria whose aim is to maximize either the sum

of the covariances or the sum of squared covariances between the latent

variable associated with the response block of variables and the block la-
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tent variables associated with the various explanatory blocks of variables.

We also propose indices to help better interpreting the outcomes of the

analyses. The methods are illustrated and compared based on simulated

and real datasets. More details are presented in chapter 4.

1.5 New developments around ComDim.

ComDim is an unsupervised method whose aim is to analyze simul-

taneously several blocks of quantitative variables measured on the same

individuals. Variants of this method are proposed. The first variant con-

cerns the particular case where each block is reduced to a single variable.

This variant, referred to as ComDim-PCA, is illustrated and compared to

Principal Components Analysis. The second variant is related to the anal-

ysis of qualitative variables. The proposed variant is called ComDim-Quali

and is illustrated and compared to Multiple Correspondence Analysis.

One of the particularities of ComDim is to provide specific weights that

denote the importance of each block of variables in the determination of

the global components. However, it very often appears that not all blocks

of variables are useful to the determination of these global components.

Therefore, we propose to set the weights of the useless blocks of variables

to zero in the analysis. This leads to a new strategy of analysis that we re-

fer to as Sparse ComDim. In the same vein, we propose the sparse versions

to all the variants described above. These aspects are more investigated in

chapter 5.
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1.6 New developments around MB-WCov.

MB-WCov is a supervised method introduced to predict one dataset

by K datasets. This method is a straightforward extension of ComDim

to the analysis of ”K + 1” datasets. MB-WCov is presented using a

new formulation which shows an interesting property in relation with the

prediction. Moreover, this method is applied to particular cases where

each dataset is reduced to a single variable and to the case where the

predicted dataset is univariate / multivariate, while the predictive datasets

are reduced to a single variable. The sparse version of MB-WCov is also

introduced, together with the sparse versions of its particular cases. All

these methods are illustrated using real datasets. More details on these

aspects are presented in chapter 6.

1.7 Conclusions and perspectives.

In the frame of this thesis, several existing methods have been discussed

and new other methods have been developed to help practitioners analyzing

their data. These developments include both unsupervised and supervised

methods of multiblock data analysis.

Regarding the unsupervised methods, we have compared them by clearly

indicating their similarities and differences. In the same vein as ComDim

and for the purpose of relaxing the constraint imposed on GCCA regarding

the importance of each block of variables in the computation of the global

components, we have proposed GCCA-V to allow each block of variables
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to have a different weight in the analysis. Furthermore, we have shown

how an unsupervised method can be adapted to yield a supervised method

to be used for a prediction purpose.

We have also compared the supervised methods, MB-RA and MB-PLS

regression and proposed their weighted versions. More developments are

thereafter made on ComDim and MB-WCov to allow them to be applied

to some particular cases.

A package R, called ”MBAnalysis” has been developed to help practi-

tioners implement some methods discussed in this work.

This research work sketches interesting extensions as persepectives. For

example, it will be interesting to explore our general strategy of unifying

methods in the framework of path-modeling (i.e., the analysis of several

blocks of variables linked with arrows, reflecting a chain of influence for

instance). We have discussed two ways of projecting latent variables on

blocks of variables. Moreover, we have hinted to an intermediary solution,

which bridges the two previous ways of projecting latent variables. This

suggests that other dot-product kernels could be used with various purposes

such as investigating non-linear relationships among the blocks of variables.
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Introduction générale

Avec le développement de la technologie, on assiste de nos jours à une

prolifération des données dans plusieurs domaines d’application et de la

recherche. Ces données, provenant généralement de différentes sources,

sont collectées dans le but de mieux étudier, comprendre et décrire des

phénomènes d’intérêt. Par exemple, pour la caractérisation et l’optimisation

des produits alimentaires, on pourrait utiliser plusieurs types de mesures

(données sensorielles, physico-chimiques, etc.) et les relier à des données

de qualité (par exemple, les préférences des consommateurs). On pourrait

aussi postuler l’existence d’autres liens de causalité plus complexes entre

ces données. Par exemple, on pourrait supposer que les données physico-

chimiques ont une influence sur les données sensorielles et de préférence et

que les données sensorielles ont une influence sur les données de préférence.

Dans le domaine de la santé, des mesures cliniques, métabolomiques, tran-

scritomiques, etc. pourraient être relevées et mises en relation avec des vari-

ables reflétant, par exemple, l’expression d’une maladie. En écologie, nous

pouvons nous intéresser à l’exploration des relations entre l’abondance de

certaines espèces dans différents sites d’une part et, d’autre part, les vari-
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ables décrivant ces sites (environnement, biodiversité, situation spatiale,

etc.). Ces données sont généralement structurées en tableaux de données.

Nous nous plaçons particulièrement dans le cas où tous les tableaux de

données portent sur les mêmes individus mais les variables peuvent être

différentes d’un tableau à un autre. On parle alors des données multi-

blocs (appariées par individus). Du fait de l’intérêt particulier que les

chercheurs portent à ces données au cours des deux ou trois dernières

décennies, on recense une multitude de méthodes statistiques proposées

pour leur analyse. Ces méthodes sont regroupées en deux familles: la

famille des méthodes ”non supervisées”, qui sont à vocation exploratoire

et celle des méthodes ”supervisées”, qui sont à vocation prédictive. Comme

exemple de méthodes non supervisées, nous avons, entre autres, l’Analyse

Canonique des Corrélations Généralisées ”ACCG” [1,2], l’Analyse en Com-

posantes Principales multiblocs ”ACP multiblocs” [3], aussi connue sous le

nom de l’Analyse en Composantes Principales consensuelle [3], l’Analyse

en Composantes Principales hiérarchique [3] et la méthode ComDim [4,5].

Quant à la famille des méthodes supervisées, elle est subdivisée en deux

sous-familles. La première sous-famille regroupe les méthodes qui ont pour

but de prédire un tableau de données ”réponse” (ou ”à prédire”) à partir

de plusieurs tableaux de données ”explicatifs” (ou ”prédictifs”). Parmi

ces méthodes, nous pouvons citer la régression des moindres carrés par-

tiels multiblocs ”MB-PLS” [3,6], la régression des moindres carrés partiels

hiérarchique ”MB-HPLS” [3], l’analyse des redondances multiblocs [7–9] et

la méthode P-ComDim [10]. La deuxième sous-famille des méthodes super-

visées concerne celles qui ont pour but d’analyser simultanément plusieurs
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tableaux de données en tenant compte d’un graphe de causalité qui existe

entre eux. Parmi ces méthodes, nous citons en particulier la méthode Par-

tial Least Squares Path Modeling ”PLS-PM” [11], Regularized Generalized

Canonical Correlation Analysis ”RGCCA” [12] et Path-ComDim [13].

L’objectif général de ce travail est de contribuer à une meilleure compréhension

de certaines méthodes existantes pour mieux analyser les données multi-

blocs. Plus particulièrement, nous allons:

• Unifier les méthodes pour en faciliter la comparaison.

• Proposer de nouvelles méthodes non supervisées d’analyse des données

multiblocs.

• Proposer de nouvelles méthodes supervisées pour l’analyse de deux à

plusieurs tableaux de données.

• Développer un package R pour la mise en œuvre de certaines méthodes

non supervisées et supervisées d’analyse des données multiblocs.

La suite du travail sera organisée comme suit. Dans le chapitre 3,

nous aborderons l’approche unifiée des méthodes non supervisées, nous

proposerons également une nouvelle méthode non supervisée puis nous

montrerons comment étendre une méthode non supervisée en vue d’obtenir

une méthode supervisée. Dans le chapitre 4, nous comparerons dans un

cadre unifié, certaines méthodes supervisées. Le chapitre 5 sera consacré

à la proposition de variantes pour la méthode non supervisée ComDim.

Dans le même ordre d’idées, des variantes de la méthode MB-WCov seront

proposées dans le chapitre 6. Une conclusion générale ainsi que des per-

spectives seront données dans le dernier chapitre.
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Méthodes non supervisées d’analyse des données

multiblocs: une approche unifiée et extensions

3.1 Introduction

Comme cela est indiqué dans l’introduction générale, l’importance de

la collecte des données multiblocs appariées par individus n’est plus à

démontrer. Elle est plus qu’une nécessité pour une meilleure compréhension

et investigation de plusieurs problèmes dans tous les domaines d’application

ou de recherche. Pour l’analyse de ces données, l’on se sert souvent des

méthodes multiblocs exploratoires ou prédictives en fonction de l’objectif

de l’étude.

Dans ce chapitre, nous allons dans un premier temps, nous intéresser

aux méthodes non supervisées. Plus particulièrement, nous proposons

une démarche unifiée qui regroupe plusieurs méthodes non supervisées à

savoir: l’ACCG, l’ACP multiblocs et la méthode ComDim/H-PCA. Ce

développement nous permettra d’introduire une version pondérée de l’ACCG.

Dans un deuxième temps, nous allons nous intéresser aux méthodes su-
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pervisées en montrant comment l’on pourrait adapter une méthode non

supervisée pour en faire une méthode supervisée.

Les différentes méthodes sont comparées sur la base d’un jeu de données

portant sur la caractérisation de variétés de pommes de terre.

3.2 Méthodes

3.2.1 Relations entre la composante globale et ses composantes partielles

Considérons K tableaux (ou blocs de variables) X1, X2, ..., XK por-

tant sur les mêmes n individus. Nous supposons que ces tableaux sont

centrés, réduits (si nécessaire) et pré-traités de sorte que la norme de chaque

tableau soit égale à 1. Ce pré-traitement a pour but de permettre à tous

les tableaux d’avoir a priori la même importance dans l’analyse.

L’approche que nous adoptons est basée sur la détermination des com-

posantes, appelées aussi variables latentes [14]. Ces variables sont déterminées

de manière séquentielle et, de ce fait, revêtent une importance décroissante

d’une séquence à une autre. A chaque dimension, nous distinguons deux

types de composantes (figure 3.1):

• des composantes partielles ou de bloc: à chaque tableauXk, nous asso-

cions une composante tk qui est une combinaison linéaire des variables

de ce tableau;

• une composante globale t qui est censée faire une synthèse des com-

posantes partielles tk.
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Fig. 3.1: Types de composantes (composantes partielles et composante globale).

L’idée majeure qui sous-tend l’approche unificatrice que nous proposons

ici est qu’une méthode d’analyse dépend des relations mutuelles que nous

pourrions supposer entre la composante globale, d’un côté, et les com-

posantes partielles de l’autre côté. Naturellement, ces relations devraient

formaliser l’idée que, d’un côté, la composante tk, associée au tableau Xk,

devrait être le reflet de la composante globale t dans le tableau Xk et,

d’un autre côté, la composante globale t devrait opérer une synthèse des

composantes partielles tk (k = 1,2, ...,K).

L’idée que tk devrait être le reflet de t dans Xk peut se traduire de

deux manières. Premièrement, tk = Pkt, où Pk = Xk(X
>
k Xk)

−1X>k

est le projecteur orthogonal sur l’espace vectoriel engendré par les vari-

ables de Xk. Comme nous pouvons le constater, cette expression nécessite

l’inversion de la matrice X>k Xk. L’avantage de cette inversion est que les

variances des variables et les corrélations entre les variables à l’intérieur
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de chaque tableau Xk sont masquées. Par conséquent, ce qui émergera

de l’analyse portera uniquement sur ce qui est commun aux différents

tableaux. Cependant, l’inconvénient majeur de l’inversion d’une telle ma-

trice est qu’en présence de variables fortement corrélées, nous risquons

d’avoir des modèles instables [15–18]. Ceci nous amène à considérer une

deuxième relation pour traduire l’idée que la composante tk est le reflet de

la composante globale t sur le tableau Xk: tk = Wkt, où Wk = XkX
>
k

est la matrice de produit scalaire entre les individus du tableau Xk. Avec

cette relation, la méthode cherchera non seulement à expliquer la variation

inter-tableaux mais aussi la variation intra-tableaux.

L’idée de concevoir la composante globale, t, comme une synthèse des

composantes partielles tk (k = 1,2, ....,K) pourrait être formalisée de

plusieurs manières; conduisant chaque fois à une méthode d’analyse de

tableaux multiblocs. Nous pouvons postuler que t est proportionnelle à

la moyenne des composantes partielles tk, ou de manière équivalente, à

leur somme: t ∝
∑∑∑K

k=1 tk, où le symbole ∝ signifie ”proportionnelle

à”. Alternativement, nous pouvons postuler que t est proportionnelle à

une combinaison linéaire des composantes partielles tk (par exemple, la

première composante principale): t ∝
∑∑∑K

k=1αktk. Dans les deux situa-

tions, le coefficient de proportionnalité sera déterminé grâce à la contrainte

de détermination qui sera imposée à t (par exemple, ||t|| = 1).

En croisant les deux options à savoir, d’un côté, comment les com-

posantes tk sont déduites à partir de t (c’est-à-dire, tk = Pkt ou tk =

Wkt) et, d’un autre côté, comment t est reconstituée à partir des tk

(c’est-à-dire, t ∝
∑∑∑K

k=1 tk ou t ∝
∑∑∑K

k=1αktk), nous obtenons quatre
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méthodes d’analyse qui sont consignées dans le tableau 3.1. Dans ce

tableau, nous indiquons également des algorithmes de résolution qui, intu-

itivement, émergent de la relation mutuelle entre la composante globale et

ses composantes partielles. Pour ces algorithmes, nous avons choisi comme

contrainte de détermination ||t|| = 1.

Tab. 3.1: Classification des méthodes non supervisées d’analyse des données multiblocs.

Wk =XkX
>
k et Pk =Xk(X

>
k Xk)

−1X>k

Méthode tk reflet de t t synthèse des tk Algorithme

A tk =Wkt t ∝
∑∑∑K

k=1 tk

0. Choix aléatoire de t puis t = t/||t||;

1. tk =Wkt;

2. t =
∑∑∑K

k=1 tk puis t = t/||t||;

3. Réitérer à partir de 1.

B tk = Pkt t ∝
∑∑∑K

k=1 tk

0. Choix aléatoire de t puis t = t/||t||;

1. tk = Pkt;

2. t =
∑∑∑K

k=1 tk puis t = t/||t||;

3. Réitérer à partir de 1.

C tk =Wkt
t ∝

∑∑∑K
k=1αktk

αk = cov(tk, t)

0. Choix aléatoire de t puis t = t/||t||;

1. tk =Wkt;

2. αk = cov(tk, t);

3. t =
∑∑∑K

k=1αktk puis t = t/||t||;

4. Réitérer à partir de 1.

D tk = Pkt
t ∝

∑∑∑K
k=1αktk

αk = cov(tk, t)

0. Choix aléatoire de t puis t = t/||t||;

1. tk = Pkt;

2. αk = cov(tk, t);

3. t =
∑∑∑K

k=1αktk puis t = t/||t||;

4. Réitérer à partir de 1.

Les algorithmes proposés seront étayés et leur convergence démontrée
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dans la section suivante. Nous montrerons aussi que les méthodes A,

B et C se rattachent respectivement à l’ACP multiblocs, l’ACCG et à

la méthode ComDim. Quant à la méthode D, elle définit une nouvelle

stratégie d’analyse qui apparâıt comme une variante de l’ACCG.

3.2.2 Critères d’optimisation et algorithmes

Un critère d’optimisation est un trait caractéristique d’une méthode

d’analyse. Il revêt une importance capitale dans la compréhension de

cette méthode. Il permet de mieux clarifier l’objectif de la méthode,

de déterminer l’algorithme de résolution, de prouver la convergence de

l’algorithme dans le cas d’une procédure itérative.

Ci-dessus, nous avons postulé l’existence de liens étroits entre la com-

posante globale et ses composantes partielles. L’objectif est donc de max-

imiser ces liens.

ACP multiblocs

Dans un premier temps, nous postulons que tk = XkX
>
k t. Nous pro-

posons de déterminer t (et, par conséquent, tk) de manière à maximiser le

critère suivant:
K∑∑∑
k=1

cov(tk, t) (3.1)

Nous imposons la contrainte de détermination ||t|| = 1.
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Nous avons:

K∑∑∑
k=1

cov(tk, t) =
1

n

K∑∑∑
k=1

t>k t =
1

n

K∑∑∑
k=1

t>XkX
>
k t

= t>

(
1

n

K∑∑∑
k=1

XkX
>
k

)
t = t>

(
1

n
XX>

)
t (3.2)

où X = [X1|X2|...|XK] est le tableau obtenu par concaténation horizon-

tale des tableaux Xk (k = 1,2, ...,K).

Il s’ensuit que le vecteur t qui maximise le critère considéré est donné

par le vecteur propre normé de 1
n
XX> associé à la plus grande valeur

propre. En d’autres termes, t est la première composante principale du

tableau X. Cette propriété est caractéristique de l’ACP multiblocs (MB-

PCA) [3].

Une fois la composante globale déterminée, les composantes partielles

sont naturellement données par tk = XkX
>
k t. La composante globale t

étant un vecteur propre normé de 1
n

∑∑∑K
k=1XkX

>
k = 1

n
XX>, nous pou-

vons proposer l’algorithme de résolution de type NIPALS, en se basant sur

l’idée des puissances itérées pour la détermination d’un vecteur propre.

0. Choix de manière aléatoire de la composante globale t et sa normali-

sation (t = t/||t||);

1. Détermination des composantes partielles, tk =XkX
>
k t (k = 1,2, ...,K);

2. Mise à jour de la composante globale t: t =
∑∑∑K

k=1 tk et sa normalisa-

tion (t = t/||t||);

3. Réitération du processus à partir de l’étape 1, jusqu’à convergence.
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Naturellement, cet algorithme est convergent car à chaque itération le

critère à maximiser crôıt. Comme, par ailleurs, ce critère est majoré, nous

en déduisons que la suite de valeurs du critère déterminées au cours des

itérations est convergente.

Pour la détermination des composantes globales et des composantes

partielles suivantes, nous procédons à une déflation par rapport à la com-

posante globale t. De manière précise, ceci consiste à régresser chaque

variable des tableaux Xk sur la composante globale t et de considérer les

résidus de cette régression à la place de la variable elle-même.

Il est important de souligner qu’à partir du critère de maximisation

(3.2), la quantité t>XkX
>
k t = n× cov(tk, t) représente la contribution

du tableau Xk dans la détermination de la composante globale t. Nous

pouvons remarquer que, comme t est supposée de longueur 1, cette quantité

reflète aussi l’inertie de Xk expliquée par t. De plus, la norme de Xk étant

de 1, la quantité t>XkX
>
k t représente aussi le pourcentage de variation

de Xk expliquée par t. L’importance globale de t (en pourcentage), peut

être déterminée par 1
K

∑∑∑K
k=1 t

>XkX
>
k t, où K, le nombre de tableaux,

correspond également à la variation totale de tous les tableaux (c’est-à-

dire,
∑∑∑K

k=1 trace(XkX
>
k ) =K).

Pour les représentations graphiques, il convient de redimensionner la

composante globale t de sorte que sa variance reflète la variation totale

de tous les tableaux expliquée par cette composante. Ce qui revient à

considérer t̃ = µt, où µ =
√∑K

k=1 cov(tk, t) =
√∑K

k=1
1
n
t>XkX

>
k t.

En d’autres termes, t̃ correspond à la première composante principale non

standardisée de X = [X1|X2|...|XK].
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Méthode B: ACCG

Pour la méthode B, nous postulons que tk = Pkt. Nous cherchons une

composante t de longueur 1 et, par conséquent, des composantes partielles

tk = Pkt, de sorte à maximiser:

K∑∑∑
k=1

cov(tk, t) =
1

n

K∑∑∑
k=1

t>k t =
1

n

K∑∑∑
k=1

t>Pkt

= t>

(
1

n

K∑∑∑
k=1

Pk

)
t (3.3)

Le vecteur, t, qui maximise ce critère est donné par le premier vecteur

propre normé de 1
n

∑∑∑K
k=1Pk associé à la plus grande valeur propre.

L’algorithme itératif associé à la résolution du critère (3.3) est le suiv-

ant:

0. Choix de manière aléatoire de la composante globale t et sa normali-

sation (t = t/||t||);

1. Détermination des composantes partielles, tk = Pkt (k = 1,2, ...,K);

2. Mise à jour de la composante globale t: t =
∑∑∑K

k=1 tk et sa normalisa-

tion (t = t/||t||);

3. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

La détermination des composantes successives est faite après une déflation

de tous les tableaux de données par rapport à la composante globale t.

Nous pouvons montrer que le critère (3.3) que nous avons présenté ci-

dessus, est équivalent au critère de Carroll [2] qui consiste à maximiser
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∑∑∑K
k=1 cor

2(tk, t), avec tk = Pkt et cor() est le coefficient de corrélation.

En effet, du fait que le coefficient de corrélation soit invariant par change-

ment d’échelle, nous pouvons choisir arbitrairement ||t|| = 1. Nous avons:

K∑∑∑
k=1

cor2(Pkt, t) =

K∑∑∑
k=1

(t>Pkt)
2

||t||2||Pkt||2
=

K∑∑∑
k=1

(t>Pkt)
2

||Pkt||2
=

K∑∑∑
k=1

(t>Pkt)
2

t>P>k Pkt

(3.4)

Puisque Pk est symétrique (P>k = Pk) et idempotent (P 2
k = Pk), il

s’ensuit que le critère à maximiser est équivalent à:

K∑∑∑
k=1

t>Pkt = n

K∑∑∑
k=1

cov(Pkt, t) = n

K∑∑∑
k=1

cov(tk, t) (3.5)

Nous pouvons aussi noter que:

cov(tk, t) =
1

n
t>Pkt =

1

n
t>P>k Pkt = var(Pkt) (3.6)

où var() désigne la variance.

De plus, puisque nous avons supposé que ||t|| = 1, nous avons:

t>P>k t =
var(Pkt)

var(t)
(3.7)

qui est le coefficient de détermination de t par rapport à Xk.
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Méthode C: ComDim

Au lieu de déterminer t (et tk = XkX
>
k t) en maximisant le critère∑∑∑K

k=1 cov(tk, t), avec ||t|| = 1, nous proposons de maximiser le critère:

K∑∑∑
k=1

cov2(tk, t) (||t|| = 1) (3.8)

L’expression de Lagrange associée à ce problème de maximisation est la

suivante:

L(t) =

K∑∑∑
k=1

(t>XkX
>
k t)

2− 2λ(t>t− 1) (3.9)

où −2λ est le multiplicateur de Lagrange.

La dérivée de cette expression par rapport à t conduit à:

L′(t) = 4

K∑∑∑
k=1

(t>XkX
>
k t)XkX

>
k t− 4λt (3.10)

En désignant par αk = t>XkX
>
k t et par Wk =XkX

>
k , il s’ensuit que le

point stationnaire (qui annule L′(t)) vérifie l’équation:

K∑∑∑
k=1

αkWkt = λt (3.11)

De là, il est clair que t est le vecteur propre normé de
∑∑∑K

k=1αkWk associé

à la plus grande valeur propre. Nous déduisons l’algorithme suivant pour

la détermination de t:

0. Initialisation des poids: αk = 1 (k = 1,2, ...,K);

1. Calcul de la composante globale: t est le vecteur propre normé de
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∑∑∑K
k=1αkWk associé à la plus grande valeur propre;

2. Calcul des composantes partielles: tk =Wkt;

3. Mise à jour des poids: αk = t>tk;

4. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

Alternativement, le problème de maximisation (3.8) peut se résoudre de

la façon suivante: pour t fixée, nous avons tk = XkX
>
k t et pour tk (k =

1,2, ...,K) fixées, la maximisation du critère
∑∑∑K

k=1 cov
2(tk, t) conduit

à choisir t comme étant la première composante principale des variables

tk. En effet, la maximisation du critère considéré est typique d’une pro-

priété caractéristique de la première composante principale [19]. Il s’ensuit

que αk ∝ cov(tk, t). Pour l’interprétation des résultats, nous pourrons

standardiser ces coefficients de manière à avoir
∑∑∑K

k=1α
2
k = 1. Ainsi, le

coefficient αk reflète la contribution du tableau Xk à la détermination de

la composante globale.

Il est clair que nous retrouvons la méthode ComDim. L’algorithme de

résolution de type NIPALS est le suivant:

0. Choix de manière aléatoire de la composante globale t et sa normali-

sation (t = t/||t||);

1. Détermination des composantes partielles: tk =Wkt (k = 1,2, ...,K);

2. Calcul des poids αk = t>tk;

3. Mise à jour de la composante globale t: t =
∑∑∑K

k=1αktk et sa normal-

isation (t = t/||t||);

4. Réitération du processus à partir de l’étape 1, jusqu’à convergence.
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Pour la détermination des composantes d’ordre supérieur, nous procédons

à une déflation par rapport à la composante globale t, comme cela est

indiqué pour la méthode ACP multiblocs.

Tout comme dans le cas de l’ACP multiblocs, αk = t>XkX
>
k t reflète

la contribution du bloc de variables Xk dans la détermination de la com-

posante globale t. Cela représente aussi l’inertie de Xk expliquée par

t. L’importance globale de t peut être déterminée comme étant égale à

1
K

∑∑∑K
k=1 t

>XkX
>
k t.

Pour des représentations graphiques, nous recommandons de redimen-

sionner la composante globale t en la multipliant par le scalaire√∑K
k=1 cov

2(tk, t). De la sorte, la variable latente t apparâıt comme la

composante principale non standardisée des composantes partielles tk (k =

1,2, ...,K).

Méthode D: Variante de l’ACCG

La variante de l’ACCG s’obtient en cherchant t de longueur 1 (et tk =

Pkt) de manière à maximiser:

K∑∑∑
k=1

cov2(tk, t) (3.12)

En procédant exactement comme dans la section précédente (en remplaçant

Wk par Pk), nous aboutissons à l’algorithme suivant:

0. Initialisation des poids: αk = 1 (k = 1,2, ...,K);

1. Calcul de la composante globale: t est le vecteur propre normé de∑∑∑K
k=1αkPk associé à la plus grande valeur propre;
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2. Calcul des composantes partielles: tk = Pkt;

3. Mise à jour des poids: αk = t>tk;

4. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

De même, nous pouvons, en suivant le même raisonnement que précédemment,

proposer l’algorithme de type NIPALS suivant:

0. Choix de manière aléatoire de la composante globale t et sa normali-

sation (t = t/||t||);

1. Détermination des composantes partielles: tk = Pkt (k = 1,2, ...,K);

2. Calcul des poids αk = t>tk;

3. Mise à jour de la composante globale t: t =
∑∑∑K

k=1αktk et sa normal-

isation (t = t/||t||);

4. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

En utilisant le même développement que l’ACCG, il vient que:

cov(tk, t) =
1

n
t>Pkt = var(Pkt) (3.13)

t>Pkt est le coefficient de détermination de Xk par rapport à t. D’autres

indices similaires peuvent être calculés pour déterminer l’importance rela-

tive des composantes.

3.2.3 Comparaison des méthodes non supervisées

Un premier critère qui permet de distinguer les méthodes non super-

visées discutées ci-dessus est la manière dont les composantes partielles
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tk (k = 1,2, ...,K) sont déterminées à partir de la composante globale

t: tk = Pkt ou tk =Wkt. Avec la première expression, les variances des

variables ainsi que les corrélations des variables sont masquées. Du coup, la

méthode d’analyse se focalisera sur l’explication des variations inter-blocs.

Par contre, pour la deuxième expression, la méthode d’analyse cherchera à

expliquer aussi bien les variations inter-blocs que les variations intra-blocs.

Une deuxième différence entre les méthodes non supervisées est la

manière dont la composante globale est déterminée à partir de ses com-

posantes partielles: t ∝
∑∑∑K

k=1 tk ou t ∝
∑∑∑K

k=1αktk (c’est-à-dire, t est la

première composante principale des tk). Avec la dernière expression, les

blocs de variables sont pondérées en fonction de leurs contributions à la

détermination de la composante globale. Tous ces aspects seront illustrés

grâce à des données simulées.

3.2.4 Proposition d’une méthode supervisée à partir d’une méthode non

supervisée

Généralement, une méthode d’analyse des données multiblocs est conçue

pour être soit une méthode non supervisée, soit une méthode supervisée.

Cependant, on note la possibilité d’étendre une méthode non supervisée

pour obtenir une méthode supervisée. C’est le cas, par exemple, de la

méthode ComDim (méthode non supervisée) et de la méthode P-ComDim

[10] (méthode supervisée) ou encore Path-ComDim [13]. Il est également

possible d’utiliser les résultats d’une méthode non supervisée pour élaborer

une méthode supervisée. Un exemple illustratif de cette idée est la régression

par analyse des valeurs latentes (Latent Root Regression, LRR) [20, 21].
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Cette méthode est obtenue en établissant un modèle de prédiction en

régressant une variable y sur les composantes obtenues à partir d’une

ACP du tableau concaténé [y|X]. Par la suite, cette méthode a été

étendue dans le cas où la variable ”réponse” est multivariée [22] puis au

cas multiblocs où l’on souhaite prédire un tableau ”réponse” Y à partir

de K tableaux prédictifs X1,X2, ...,XK [22]. Cette dernière méthode est

connue sous le nom de la régression par analyse des valeurs latentes multi-

blocs et consiste à appliquer l’ACP multiblocs sur les tableaux de données

Y,X1,X2, ...,XK . Cependant, les composantes globales sont contraintes

d’être une combinaison linéaire des variables de Xk. La méthode que nous

proposons s’appelle Latent Root Multiblock Principal Components Anal-

ysis ”LR-MBPCA”. Elle est plus directe que la régression par analyse

des valeurs latentes multiblocs et permet de déterminer les composantes

partielles associées à chaque tableau.

Nous disposons des tableaux de données Y,X1,X2, ...,XK et nous

visons à prédire Y à partir de X1,X2, ...,XK . Le principe de la méthode

LR-MBPCA est le suivant.

• Centrer, réduire (si nécessaire) et normer tous les tableaux de données

Xk de manière à avoir leur norme égale à 1. De plus, nous recom-

mandons de multiplier le tableau Y par la racine carrée du nombre

de tableaux prédictifs, afin que l’inertie du tableau Y soit à elle seule

égale à l’inertie totale des tableaux X1,X2, ...,XK .

• Appliquer l’ACP multiblocs sur les tableaux Y,X1,X2, ...,XK . En

désignant le tableau Y par X0, nous obtenons ainsi pour une dimen-
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sion h donnée, les composantes partielles t
(h)
k = XkX

>
k t

(h), k =

0,1, ...,K respectivement associées à Xk, k = 0,1, ...,K et la com-

posante globale t(h) =
∑∑∑K

k=0 t
(h)
k , avec ||t(h)|| = 1.

• Déterminer la composante latente prédictive: t
(h)
X =

∑∑∑K
k=1 t

(h)
k et la

normer (c’est-à-dire, t
(h)
X = t

(h)
X /||t(h)

X ||).

• Pour déterminer les composantes latentes prédictives d’ordre supérieur

à h, nous recommandons d’effectuer une déflation de tous les tableaux

par rapport à la composante latente prédictive t
(h)
X au lieu de la com-

posante globale t(h) pour rendre orthogonales les composantes latentes

prédictives et améliorer la prédiction. Après chaque déflation, nous

recommandons aussi de multiplier le tableau Y par la racine carrée du

nombre de tableaux prédictifs.

• Établir enfin un modèle de prédiction, en régressant les variables du

tableau Y sur les composantes latentes prédictives déterminées.

De manière plus concrète, on peut noter que chaque composante par-

tielle t
(h)
k = XkX

>
k t

(h) est par définition, une combinaison linéaire des

variables de Xk: t
(h)
k = Xkw

(h)
k , avec w

(h)
k = X>k t

(h). Puisque t
(h)
X =∑∑∑K

k=1 t
(h)
k , il vient que le vecteur de poids, w(h), est une concaténation

des vecteurs w
(h)
k . Par suite, nous normons w(h) et nous notons par W ,

la matrice formée par ces vecteurs de poids. Le vecteur de loadings as-

socié à chaque variable latente prédictive t
(h)
X , est p

(h)
X =

X>t
(h)
X

t
(h)>
X t

(h)
X

, qui

n’est rien d’autre que le coefficient de régression de X = [X1|X2|...|XK]

sur t
(h)
X . Notons par PX , la matrice dont les colonnes sont les vecteurs
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de p
(h)
X . De manière analogue, le vecteur de loadings associé à Y est

p
(h)
Y =

Y >t
(h)
X

t
(h)>
X t

(h)
X

× 1

K
h−1
2

, où la constante 1

K
h−1
2

est introduite du fait de la

multiplication de Y par
√
K après chaque déflation. Notons par PY , la

matrice contenant les vecteurs p
(h)
Y . Nous savons que la matrice des poids,

W ∗ qui est directement exprimée en fonction des variables de X (au lieu

des valeurs de X obtenues après déflation) est donnée par: [23,24]

W ∗ = W (P>XW )−1 (3.14)

Le modèle pour prédire Y à partir de X = [X1|X2|...|XK] est obtenu en

régressant Y sur XW ∗:

Y = Xβ+E (3.15)

où, β = W ∗P>Y est la matrice des coefficients de régression etE, la matrice

résiduelle.

Le nombre de composantes à inclure dans le modèle est déterminé à

partir de la technique de cross-validation, comme il est de coutume pour

la régression PLS [25,26].

3.3 Illustrations

Les méthodes non supervisées d’analyse des données multiblocs sont

illustrées et comparées sur la base de données simulées et de données réelles.

Un troisième jeu de données a servi d’illustration pour la nouvelle approche

prédictive, LR-MBPCA, que nous avons proposée.
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3.3.1 Simulation des données

Les données que nous simulons sont similaires à celles de Westerhuis

et al. [3]. Nous considérons deux variables orthogonales d1, d2, quatre

blocs de variables correspondant à cinquante individus et cinq variables,

chacun. Les variables du bloc X1 sont formées de d1. Puis, nous ajoutons

à chaque variable 20% de bruit: x1j = d1 + 0.2ε1j, avec j = 1,2, ...,5,

ε1j ∼ N (m1, σ1), m1 et σ1 étant respectivement la moyenne et l’écart-

type de la variable d1. Le bloc X2 est formé de d2 comme première

variable, à laquelle est rajoutée 20% de bruit. Le reste des variables ne

relève que du bruit: x21 = d2+0.2ε21, x2j = ε2j, avec ε21 ∼ N (m2, σ2),

m2 et σ2 étant respectivement la moyenne et l’écart-type de la variable d2

et ε2j ∼ N (0,1). Les blocs X3 et X4 sont formés de manière analogue

à X2. Tous les tableaux X1 à X4 sont centrés, réduits et normés. Par

la suite, nous avons appliqué l’ACCG, l’ACCG-V, l’ACP multiblocs et la

méthode ComDim.

Le Tableau 3.2 présente les pourcentages d’inerties de X1 à X4 ex-

pliquées par les deux premières composantes globales de l’ACCG, l’ACCG-

V, l’ACP multiblocs et la méthode ComDim. De ce tableau, il ressort que

la première composante globale de l’ACCG et l’ACCG-V est très corrélée

avec la variable d2 car l’information concernant cette variable est partagée

par les tableauxX2,X3 etX4. Par contre, la première composante globale

de l’ACP multiblocs, d’une part, et celle de la méthode ComDim, d’autre

part, est plus concernée par la variable d1 qui définit le bloc de variablesX1

(corrélation de r = 0.99 et r = 1, respectivement). Quant à la deuxième
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composante globale de l’ACP multiblocs et de la méthode ComDim, elle

est orientée vers la variable d2 (r = 0.97). La deuxième composante glob-

ale de l’ACCG et l’ACCG-V, ne reflète que du bruit car presque toute la

variabilité contenue dans la variable d2, commune aux tableaux X2, X3

et X4, a été déjà expliquée par la première composante globale.

Les résultats obtenus à partir de l’ACP multiblocs s’accordent bien

avec ceux présentés par Westerhuis et al. [3]. Cependant, ce n’est pas le

cas pour les résultats de l’ACP hiérarchique qui est équivalente à ComDim

[27] puisque ces auteurs utilisent la version de l’ACP hiérarchique où les

composantes partielles sont normées; ce qui pose de sérieux problèmes de

convergence.

Cette étude de simulation confirme bien le fait que l’ACCG et l’ACCG-

V cherchent à expliquer les variabilités inter-blocs (c’est-à-dire, ce qui est

commun aux différents tableaux de données). Quant à l’ACP multiblocs et

la méthode ComDim, elles cherchent à expliquer les variabilités intra-blocs

et les variabilités inter-blocs.
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Tab. 3.2: Données simulées: pourcentages d’inerties des blocs X1 à X4 expliquées par les
deux premières composantes globales de l’ACCG, l’ACCG-V, l’ACP multiblocs,
ComDim et corrélations de ces composantes globales avec les variables d1 et d2.

% d’inerties restituées Corrélations

X1 X2 X3 X4 Globale d1 d2

ACCG
Dim.1 0.28 20.52 22.64 19.98 15.85 0.03 0.97

Dim.2 0.56 3.23 8.31 4.47 4.14 0.01 -0.20

ACCG-V
Dim.1 0.15 21.10 22.28 21.23 16.19 0.03 0.99

Dim.2 0.07 6.29 4.96 0.40 2.93 0.03 -0.01

ACP multiblocs
Dim.1 96.11 2.55 1.59 1.23 25.37 0.99 0.01

Dim.2 0.17 21.05 23.28 22.09 16.65 -0.01 0.97

ComDim
Dim.1 97.14 1.70 1.10 0.73 25.17 1.00 -0.01

Dim.2 0.12 20.88 23.55 22.04 16.65 0.01 0.97

3.3.2 Données sensorielles ”jambon”

Un panel d’experts en évaluation sensorielle (juges) a évalué la flaveur,

l’arôme et la texture de huit types de jambons américains cuits après

séchage, en se servant d’un profil conventionnel (c’est-à-dire, les variables

sensorielles sont communes à tous les juges) [28]. Pour chaque type de jam-

bon, les juges ont attribué une note allant de 0 à 15 qui exprime l’intensité

perçue pour chaque variable sensorielle. Par exemple, une note de 0 signi-

fie que la variable n’est pas détectée et une note de 15, signifie qu’elle est

extrêmement détectée. Les notes moyennes attribuées par les juges sont

consignées dans trois tableaux: le premier tableau, X1 (3 variables), porte

sur la flaveur des jambons, le deuxième tableau, X2 (4 variables) concerne

l’arôme et le dernier tableau, X3 (3 variables), la texture. En lignes de
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ces tableaux, nous avons les huit types de jambons et en colonnes, les vari-

ables sensorielles. Les tableaux X1, X2 et X3 sont soumis à l’ACCG,

l’ACCG-V, l’ACP multiblocs et à la méthode ComDim.

Le tableau 3.3 présente les pourcentages d’inerties expliquées par les

deux premières composantes globales de l’ACCG, l’ACCG-V, l’ACP multi-

blocs et la méthode ComDim. Nous pouvons noter que la première com-

posante globale de l’ACCG et de l’ACCG-V recouvre une bonne propor-

tion de la variabilité contenue dans les tableaux X1, X2 et recouvre un

peu moins la variabilité du tableau, X3. Ce qui pourrait s’expliquer par le

fait que la première composante globale associée à l’ACCG et à l’ACCG-V

contient les informations communes aux trois blocs de variables: ”Porkcom-

plex” et ”Savory” (X1), ”Molasses” et ”Caramelized” (X2) et ”Mushiness”

(X3) (voir le tableau 3.4).
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Tab. 3.3: Données sensorielles: pourcentages d’inerties de X1, X2 et X3 expliquées par
les deux premières composantes globales de l’ACCG, l’ACCG-V, l’ACP multi-
blocs et de la méthode ComDim.

X1

(Flaveur)

X2

(Arôme)

X3

(Texture)
Globale

ACCG
Dim.1 48.44 40.74 30.12 39.77

Dim.2 12.68 13.77 16.33 14.26

ACCG-V
Dim.1 48.94 40.80 29.46 39.73

Dim.2 12.17 13.71 16.98 14.29

ACP multiblocs
Dim.1 35.49 44.51 62.70 47.57

Dim.2 34.75 28.80 19.30 27.61

ComDim
Dim.1 22.58 39.38 74.66 45.54

Dim.2 44.62 30.93 10.31 28.62

Quant à la première composante globale de l’ACP multiblocs, elle

présente un différent aspect, puisqu’elle recouvre jusqu’à 62.70% de l’inertie

contenue dans le tableau X3. Pour cette composante, la plus faible vari-

abilité expliquée est associée au tableau X1. Ce résultat est beaucoup

plus prononcé avec la méthode ComDim, puisque sa première composante

globale recouvre jusqu’à 74.66% de la variabilité du tableau X3 et seule-

ment 22.58% de la variabilité du tableau X1. Pour expliquer cela, nous

présentons dans le tableau 3.5, les corrélations entre variables sensorielles.

Ce tableau nous indique que le bloc de variables X3 est formé des variables

relativement plus corrélées entre elles que les variables d’autres blocs. De

plus, les variables de ce bloc sont corrélées avec les variables ”Rancid” et

”Earthy” du bloc X2. La méthode ComDim semble attribuer un faible



34

poids au tableau X1, puisque, d’une part, les variables dans ce tableau ne

sont pas très corrélées les unes aux autres, et, à l’exception de la variable

”Savory”, ces variables ne sont pas non plus fortement corrélées avec les

variables d’autres blocs (voir le tableau 3.5).

Tab. 3.4: Corrélations entre les variables sensorielles et les deux premières composantes
globales de l’ACCG, l’ACCG-V, l’ACP multiblocs et de ComDim.

Variables
ACCG ACCG-V ACP multiblocs ComDim

Dim. 1 Dim. 2 Dim. 1 Dim. 2 Dim. 1 Dim. 2 Dim. 1 Dim. 2

Salty -0.05 0.46 -0.04 0.46 -0.38 0.59 -0.46 0.51

Pork. -0.75 -0.34 -0.76 -0.33 -0.73 -0.40 -0.54 -0.60

Sav. 0.94 0.23 0.95 0.21 0.63 0.73 0.43 0.85

Ranc. -0.46 0.08 -0.46 0.09 -0.76 0.23 -0.73 -0.01

Mol. 0.86 -0.22 0.86 -0.23 0.72 0.43 0.62 0.57

Caram. 0.81 0.40 0.82 0.39 0.56 0.71 0.37 0.84

Earthy -0.12 0.58 -0.11 0.58 -0.60 0.64 -0.72 0.46

Dry. -0.08 0.32 -0.08 0.33 -0.63 0.66 -0.80 0.45

Juic. 0.41 -0.47 0.40 -0.48 0.76 -0.37 0.89 -0.17

Mus. 0.85 -0.40 0.85 -0.41 0.95 0.07 0.90 0.27
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Tab. 3.5: Corrélations entre les variables sensorielles.

Salty Pork. Sav. Ranc. Mol. Caram. Earthy Dry. Juic. Mus.

Salty 1

Pork. 0.13 1

Sav. 0.13 -0.65 1

Ranc. 0.32 0.62 -0.30 1

Mol. 0.09 -0.53 0.76 -0.34 1

Caram. 0.17 -0.75 0.85 -0.20 0.54 1

Earthy 0.43 0.21 0.15 0.78 -0.19 0.18 1

Dry. 0.54 0.22 0.11 0.56 -0.09 -0.01 0.72 1

Juic. -0.35 -0.19 0.25 -0.49 0.57 0.12 -0.60 -0.80 1

Mus. -0.39 -0.62 0.67 -0.62 0.76 0.58 -0.54 -0.50 0.69 1

La figure 3.2 représente les configurations des huit jambons dans le plan

formé par les deux premières composantes globales associées aux différentes

méthodes non supervisées. L’interprétation de ces figures peut mieux se

faire en se basant sur les corrélations entre les variables sensorielles et les

deux premières composantes globales de l’ACCG, l’ACCG-V, l’ACP multi-

blocs et de la méthode ComDim (tableau 3.4). Il est clair que d’une part,

les configurations obtenues à partir de l’ACCG et l’ACCG-V s’accordent

entre elles et, d’autre part, nous notons une très grande similarité entre

les configurations de l’ACP multiblocs et de la méthode ComDim. Cela

confirme bien que nous sommes en présence de deux familles de méthodes.

L’ACCG et l’ACCG-V, d’une part, qui ont pour but d’expliquer les vari-

ations inter-blocs, et, d’autre part, l’ACP multiblocs et ComDim, qui ont

pour but d’expliquer les variations intra-blocs et inter-blocs.
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(a) ACCG (b) ACCG-V

(c) ACP multiblocs (d) ComDim

Fig. 3.2: Configurations des jambons dans le plan formé par les deux premières com-
posantes globales des méthodes (a) ACCG, (b) ACCG-V, (c) ACP multiblocs
et (d) ComDim.
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3.3.3 Données de ”pommes de terre”

Afin d’évaluer la performance de la nouvelle approche, LR-MBPCA, en

termes de prédiction et la comparer à celle de la régression MB-PLS [3,29],

nous avons utilisé une étude de cas dans laquelle il s’agit de prédire des

attributs sensoriels des variétés de pommes de terre à partir des données

obtenues en effectuant des mesures physico-chimiques sur ces pommes de

terre. Ce problème revêt un intérêt primordial en pratique car la collecte

des données sensorielles est très coûteuse et nécessite beaucoup de temps.

Vingt variétés de pommes de terre ont été analysées après un mois de

stockage et six autres variétés, après huit mois de stockage. Plusieurs juges

ont ensuite évalué leurs textures à l’aide de neuf attributs. La moyenne

des notes attribuées par tous les juges a donné un bloc de variables que

nous notons par Y . Le bloc X1 est donné par les analyses chimiques des

variétés de pommes de terre. Un deuxième bloc de variables X2 concerne

la compression uni-axiale. Le troisième bloc (X3) est relatif aux courbes

de relaxation et le quatrième bloc de variables (X4) concerne les mesures

de spectroscopie proche infrarouge (NIR). Pour plus de précisions sur ces

données, le lecteur peut se référer à Thybo et al. [30].

Tous ces blocs de variables sont ensuite centrés, réduits puis normés.

De plus, le bloc de variables Y est multiplié par 2 afin qu’il ait une inertie

égale à celle des blocs X1 à X4 tous ensemble. Nous appliquons sur ces

données la méthode LR-MBPCA puis la régression MB-PLS. La figure 3.3

présente les pourcentages d’inerties cumulées de Y expliquées par les trois

premières composantes globales de LR-MBPCA et la régression MB-PLS.
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De cette figure, il apparâıt clairement que les deux méthodes aboutissent

pratiquement aux mêmes résultats. Nous avons aussi appliqué la tech-

nique de cross-validation appelée ”leave-one-out” pour évaluer la qualité

de prédiction de ces deux méthodes.

La figure 3.4 présente les erreurs de prédiction (Root Mean Squared

Errors of Prediction, RMSEP) associée à ces deux méthodes. Nous voyons

à nouveau que les deux méthodes semblent avoir des performances sim-

ilaires, bien que nous puissions remarquer que pour la régression MB-

PLS, l’erreur crôıt légèrement à la composante 4 avant de décrôıtre; ce

phénomène n’étant pas observé pour LR-MBPCA.

Fig. 3.3: Pourcentages d’inerties cumulées de Y expliquées par les trois premières com-
posantes globales de la régression MB-PLS et LR-MBPCA.
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Fig. 3.4: Erreurs de prédiction pour les quinze premières composantes globales de la
régression MB-PLS et LR-MBPCA.

3.4 Discussion et conclusion

Dans ce chapitre, nous avons comparé quelques méthodes non super-

visées en faisant clairement ressortir les similitudes et les différences entre

elles. La première différence fondamentale entre les méthodes considérées

est la manière dont la composante globale, t, est reflétée dans chaque bloc

de variables Xk (k = 1,2, ...,K) pour donner les composantes partielles

tk, c’est-à-dire, tk = Xk(X
>
k Xk)

−1X>k t ou tk = XkX
>
k t. En choisis-

sant la première expression, on occulte non seulement les variances des

variables mais aussi les corrélations entre les variables du bloc considéré.
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Ainsi, la méthode d’analyse focalisera uniquement sur l’explication des

traits communs aux différents blocs de variables, peu importe si cela est

important en termes d’inertie expliquée ou pas. Avec la deuxième expres-

sion tk = XkX
>
k t, la méthode d’analyse cherchera à restituer aussi bien

la variabilité inter-blocs que la variabilité intra-blocs.

La deuxième différence fondamentale entre les méthodes est la synthèse

faite par la composante globale à partir de ses composantes partielles.

C’est-à-dire, l’expression t ∝
∑∑∑K

k=1 tk (somme des composantes partielles)

ou t ∝
∑∑∑K

k=1αktk (première composante principale des composantes par-

tielles). Cette dernière expression offre plus de possibilités de développements

de méthodes que la première car, on pourra utiliser, par exemple, l’idée

de composantes partielles ”sparse”. En d’autres termes, pour une com-

posante globale donnée, seules les composantes partielles fortement liées à

elle seront considérées. Ce point sera développé dans le chapitre 5.

Nous avons proposé des algorithmes itératifs pour exécuter les méthodes

non supervisées d’analyse de données multiblocs appariées par individus.

De plus, pour l’ACCG et l’ACP multiblocs, il existe aussi une solution

beaucoup plus directe (solution basée sur l’analyse des vecteurs propres),

qui ne nécessite pas un algorithme itératif. A partir des données simulées,

nous avons exécuté plusieurs fois ces algorithmes itératifs en considérant

pour chaque exécution, un vecteur aléatoire pour l’initialisation. De cette

investigation, il résulte que: (i) dans toutes les situations, les algorithmes

ont convergé; (ii) le même optimum est obtenu pour toutes les exécutions;

(iii) et, le cas échéant, cet optimum est égal à celui obtenu à partir de

la solution directe. Pour les données considérées, les algorithmes itératifs
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n’étaient pas sensibles au choix du vecteur initial.

Nous avons aussi proposé une méthode supervisée basée sur les com-

posantes partielles associées aux blocs de variables prédictifs. Outre sa

simplicité, sa performance en termes de prédiction semble être similaire à

celle de la régression MB-PLS. Évidemment, cette stratégie d’analyse peut

facilement être adaptée à l’ACCG ou à la méthode ComDim et pourrait

offrir d’autres extensions en s’inspirant des idées de l’ACP ”sparse” [31,32],

par exemple.



4

Une stratégie générale pour unifier les méthodes

supervisées d’analyse des données multiblocs

4.1 Introduction

Rappelons qu’une méthode supervisée d’analyse des données multiblocs

est une méthode utilisée pour relier des tableaux de données portant sur

les mêmes individus dans le but d’explorer les relations entre, d’un côté, un

ou plusieurs tableau(x) réponse(s) et d’un autre côté, un ou de plusieurs

tableau(x) dit(s) ”prédictif(s)”. Comme exemple de méthodes, nous pou-

vons citer la méthode multiblock redundancy analysis ”MB-RA” [7–9],

la régression multiblock partial least squares ”MB-PLS” [3, 6, 33–35], la

méthode Hierachical PLS ”H-PLS” [3] et la méthode P-ComDim [10].

L’objectif de ce chapitre est de: (i) proposer une approche unifiée pour

MB-RA et la régression MB-PLS, (ii) définir une variante de chacune des

deux méthodes, (iii) faire ressortir les points communs et les points diver-

gents entre toutes ces méthodes, (iv) proposer des indices qui pourraient

servir à une meilleure interprétation des résultats d’analyse.
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Ce chapitre est structuré comme suit. Dans la section suivante, nous

proposons une présentation originale de la méthode Redundancy Analysis

”RA” [36, 37] et celle de la régression PLS [33]. Ensuite, sous deux an-

gles d’attaque, nous allons étendre ces deux méthodes supervisées dans le

cadre multiblocs. La première extension de la méthode RA nous conduit

à la méthode MB-RA [7–9] et la deuxième extension définit une variante

de la méthode MB-RA que nous désignons par ”Multiblock Weighted Re-

dundancy Analysis” (MB-WRA). De même, la première extension de la

régression PLS nous conduit à la régression MB-PLS [3, 6, 33–35] et la

deuxième extension définit une variante de MB-PLS, que nous désignons

par ”Multiblock Weighted Covariate analysis” (MB-WCov). Les différentes

méthodes sont illustrées et comparées sur la base des données simulées et

des données réelles. Enfin, une conclusion clôt le chapitre.

4.2 Méthodes

4.2.1 Relations entre deux tableaux de données:

Redundancy analysis

Soit deux tableaux de données X (n× p) et Y (n× q) portant sur

les mêmes individus. Ces tableaux sont supposés être centrés et réduits

(si nécessaire). L’objectif de l’étude est d’explorer les relations entre les

tableaux Y et X.

Nous désignons par u, la variable latente associée au tableau Y . La

variable latente u est définie par une combinaison linéaire des variables

de Y , sous contrainte que le vecteur des loadings, ν, soit de longueur
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égale à 1. De manière formelle, nous avons u = Y ν, avec ||ν|| = 1. La

projection de u dans l’espace engendré par les variables de X est donnée

par t = PXu, où PX = X(X>X)−1X> est le projecteur orthogonal

dans l’espace formé par les variables de X. Nous cherchons u, et, par

conséquent, t, de manière à maximiser le critère:

cov(u, t) =
1

n
u>t =

1

n
ν>Y >PXY ν (4.1)

Par ce critère, nous cherchons une variable latente u dans l’espace engendré

par les variables de Y et une variable latente t dans l’espace engendré par

les variables de X, de sorte que les deux variables latentes soient les plus

liées possibles.

Il est clair que le vecteur ν qui maximise ce critère est donné par le

vecteur propre de Y >PXY associé à la plus grande valeur propre. Un

algorithme de type NIPALS pour trouver la solution du critère de maximi-

sation précédent est le suivant:

0. Choix de manière aléatoire du vecteur ν et sa normalisation (ν =

ν/||ν||);

1. Détermination de la variable latente associée à Y : u = Y ν;

2. Détermination de la variable latente associée à X: t = PXu;

3. Mise à jour du vecteur ν: ν = Y >t/||Y >t||;

4. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

La convergence est atteinte lorsque la différence du critère à maximiser

à deux itérations successives est inférieure à un seuil ε, pré-défini par
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l’utilisateur (par exemple, ε = 10−8).

Cette procédure itérative étant semblable à l’algorithme des puissances

itérées pour la détermination d’un vecteur propre associé à la plus grande

valeur propre, nous pouvons être rassurés quant à la convergence de cet

algorithme.

Par construction, la variable t est une combinaison linéaire des variables

de X: t =Xw∗ avec w∗ = (X>X)−1X>u. Le vecteur w∗ pourrait être

normalisé à 1 (w = w∗/||w∗||) pour des raisons d’interprétation.

Étant donné que le projecteur PX est idempotent (P 2
X = PX) et

symétrique (P>X = PX), nous avons:

Y >PXY = Y >PXPXY = Y >P>XPXY = (PXY )>(PXY ) (4.2)

Il s’ensuit alors que trace(Y >PXY ) = n
∑∑∑q

j=1 var(ŷj), où ŷj = PXyj

est la projection de la j ème variable, yj de Y dans l’espace formé par

les variables de X. En d’autres termes, trace(Y >PXY ) reflète l’inertie

totale de Y expliquée par X. De même, nous avons:

ν>Y >PXY ν = u>PXu = (PXu)
>(PXu) = n× var(PXu) (4.3)

Ainsi, nous pouvons calculer un indice donnant la variation de PXY ex-

pliquée par la variable latente t. Il vaut:

I =
ν>Y >PXY ν

trace(Y >PXY )
=

var(PXu)∑q
j=1 var(PXyj)

=
var(t)∑q

j=1 var(PXyj)
(4.4)

Cet indice varie entre 0 et 1.
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Notons également que le cas particulier où le tableau de données Y

est constitué d’une seule variable y, nous conduit à la régression linéaire

multiple.

Des variables latentes d’ordre supérieur à 1 peuvent être déterminées

suivant une déflation des tableaux X et Y par rapport aux composantes,

t = PXu, associées à X. De manière concrète, la déflation du tableau

X est donnée par: X = (I − tt>)X et celle du tableau Y par: Y =

(I − tt>)Y , avec I, la matrice identité. L’intérêt de cette déflation est

de soustraire de chaque tableau, l’information qui est déjà extraite par

les variables latentes précédentes. En conséquence, les variables latentes

successives associées à X sont orthogonales et l’interprétation des résultats

en est facilitée.

Cette déflation nous amène à déterminer d’une part, les variables la-

tentes u(1), u(2), ... associées à Y et d’autre part, les variables latentes

t(1), t(2), ... associées à X. A chaque dimension, h, nous pouvons calculer

l’indice:

Ih =
var(t(h))∑q

j=1 var(PXyj)
(4.5)

Ces indices peuvent être représentés graphiquement en fonction du nombre

de variables latentes. Cela permet de les interpréter de manière similaire au

diagramme en éboulis de l’Analyse en Composantes Principales (ACP) avec

les pourcentages de variances expliquées par les composantes principales

successives [19]. De ce fait, ce graphique nous donne une indication sur le

nombre de variables latentes à retenir pour l’analyse.

Un modèle de prédiction des variables de Y à partir de celles deX peut
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être établi en régressant Y sur les variables latentes t(1), t(2), ..., t(A). Le

nombre de variables latentes, A, à introduire dans le modèle de prédiction

peut être déterminé à partir de la technique de cross-validation [25].

Le projecteur, PX , nécessite l’inversion de la matrice X>X. Comme

nous l’avons indiqué dans le chapitre précédent, l’avantage de cette inver-

sion est que les variances des variables de X ainsi que leurs corrélations

sont masquées. Par conséquent, l’analyse se focalisera sur l’explication de

la variabilité de Y . Cependant, l’inconvénient majeur de l’inversion d’une

telle matrice est que cela risque de poser de sérieux problèmes en cas de

quasi-colinéarité entre les variables de X [15–18].

Régression PLS2

Nous considérons les mêmes hypothèses et notations que dans la sec-

tion précédente. Afin de contourner la difficulté liée au problème de quasi-

colinéarité, nous considérons, à la place du projecteur PX =X(X>X)−1X>,

l’opérateur WX = XX>. Ainsi, la matrice (X>X)−1 est remplacée par

la matrice identité.

A la variable u = Y ν (||ν|| = 1), nous associons la variable, t, de X,

définie par t =WXu. Par la suite, nous cherchons u (et, par conséquent,

t) de manière à maximiser le critère:

cov(u, t) =
1

n
u>t =

1

n
ν>Y >XX>Y ν. (4.6)

L’idée sous-jacente de ce critère de maximisation est la même que celle de

la méthode RA, c’est-à-dire, chercher une variable latente u dans l’espace
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de Y et une variable latente t dans l’espace de X, de sorte que les deux

variables latentes soient les plus liées possibles.

Il vient que, le vecteur ν, qui maximise cette forme quadratique est

donné par le vecteur propre de Y >XX>Y associé à la plus grande valeur

propre. Il est clair que nous retrouvons la régression PLS [34]. Un al-

gorithme de type NIPALS pour la résolution du critère de maximisation

ci-dessus est donné par:

0. Choix de manière aléatoire du vecteur ν et sa normalisation (ν =

ν/||ν||);

1. Détermination de la variable latente associée à Y : u = Y ν;

2. Détermination de la variable latente associée à X: t =WXu;

3. Mise à jour du vecteur ν: ν = Y >t/||Y >t||;

4. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence

(c’est-à-dire, jusqu’à ce que la différence du critère de maximisation à

deux itérations successives soit inférieure à un seuil, ε, pré-défini par

l’utilisateur, par exemple, ε = 10−8).

La convergence de cet algorithme est assurée par le fait qu’à chaque étape,

le critère de maximisation crôıt. De plus, étant donné que ce critère est

majoré, il s’ensuit que la suite de valeurs de ce critère générées au cours

des itérations, converge.

Comme la régression PLS2 est liée à la décomposition en valeurs propres

et vecteurs propres de la matrice Y >XX>Y , nous pouvons remarquer

que trace(Y >XX>Y ) = trace(XX>Y Y >). En nous servant des
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relations XX> =
∑∑∑p

i=1 xix
>
i et Y Y > =

∑∑∑q
j=1 yjy

>
j , avec xi et yj

respectivement, la ième variable de X et la j ème variable de Y , nous

avons:

trace(Y >XX>Y ) = n2

p∑∑∑
i=1

q∑∑∑
j=1

cov2(xi, yj) (4.7)

De ce fait, la quantité trace(Y >XX>Y ) reflète la force de la liaison

entre les variables de X et celles de Y . Cette quantité, introduite par

Robert et Escouffier [38,39], est intimement liée au coefficient RV, qui est

largement utilisé en Sensométrie et Chimiométrie [40–45]. De même, nous

avons:

ν>Y >XX>Y ν = n2

p∑∑∑
i=1

cov2(xi, u) (4.8)

Nous pouvons calculer l’indice:

I =
ν>Y >XX>Y ν

trace(Y >XX>Y )
=

n× cov(t, u)
trace(Y >XX>Y )

=

∑p
i=1 cov

2(xi, u)∑p
i=1

∑q
j=1 cov

2(xi, yj)
=

λ1

trace(Y >XX>Y )
(4.9)

avec λ1 la plus grande valeur propre de Y >XX>Y .

Cet indice reflète la proportion de covariation (c’est-à-dire, trace(Y >XX>Y ))

expliquée par t (et u).

Les variables latentes successives peuvent être déterminées après une

déflation de X et de Y par rapport aux variables latentes associées à

X qui sont déterminées de manière séquentielle. Nous obtenons ainsi les

variables latentes u(1), u(2), ... et t(1), t(2), etc. A chaque dimension, h,
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nous pouvons calculer l’indice:

Ih =

∑p
i=1 cov

2(xi, u
(h))∑p

i=1

∑q
j=1 cov

2(xi, yj)
(4.10)

Nous pourrons ensuite faire une représentation graphique de ces indices en

fonction de h, de manière similaire à un diagramme en éboulis. L’intérêt

de cette représentation graphique est de fournir un nouvel indicateur pour

décider du nombre de variables latentes à retenir pour l’analyse.

4.2.2 Relations entre plusieurs tableaux

Considérons le cas multiblocs où nous disposons d’un tableau Y (n×q)

à prédire à partir de K tableaux prédictifs X1,X2, ...,XK ; chacun de

dimension n × pk (k = 1,2, ...,K). Tous ces tableaux portent sur les

mêmes individus et sont supposés être centrés, réduits (si nécessaire) et

normés de manière à avoir leur norme égale à 1. De manière plus précise,

cela consiste à diviser chaque tableau de donnéesXk par sa norme ||Xk|| =√
trace(X>k Xk).

La figure 4.1 précise les relations qui existent entre les différentes com-

posantes dans le cadre supervisé.

Pour chaque dimension, nous partons du tableau à prédire, Y , auquel

nous lui associons une variable latente (ou composante), u: u = Y ν avec

||ν|| = 1. Cette variable latente est ensuite projetée dans l’espace formé

par les variables de Xk (k = 1,2, ...,K), donnant ainsi les composantes

partielles tk (k = 1,2, ...,K). Enfin une synthèse des composantes par-

tielles est faite pour donner la composante globale t.
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Fig. 4.1: Relation entre les composantes partielles et composantes globales dans le cas
supervisé.

Multiblock Redundancy Analysis

Notons par Pk = Xk(X
>
k Xk)

−1X>k , le projecteur orthogonal sur

l’espace engendré par les variables du tableau Xk et par Wk =XkX
>
k , la

matrice de produit scalaire entre les individus de Xk.

Partant de la variable latente u = Y ν (||ν|| = 1) associée au tableau

Y , nous considérons sa projection orthogonale dans l’espace engendré par

les variables de Xk. Nous obtenons ainsi, tk = Pku. Cette variable définit

la composante partielle associée au tableau Xk (k = 1,2, ...,K). Par la

suite, nous cherchons u, (et, par conséquent, tk), de sorte à maximiser:

K∑∑∑
k=1

cov(u, tk) =
1

n
u>

K∑∑∑
k=1

tk =
1

n
ν>Y >

(
K∑∑∑
k=1

Pk

)
Y ν. (4.11)

L’idée sous-jacente à ce problème de maximisation est de chercher une

variable latente u dans l’espace de Y qui soit la plus proche possible des

variables tk dans les espaces Xk (k = 1,2, ...,K).
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Ainsi, le vecteur ν, qui maximise cette forme quadratique est donné

par le vecteur propre de Y >
(∑∑∑K

k=1Pk

)
Y associé à la plus grande valeur

propre.

Nous pouvons remarquer que le critère de maximisation pourrait encore

s’écrire de la manière suivante:

K∑∑∑
k=1

cov(u, tk) = cov

(
u,

K∑∑∑
k=1

tk

)
= cov(u, t) (4.12)

où t =
∑∑∑K

k=1 tk est la composante globale.

L’algorithme de type NIPALS qui permet de résoudre ce problème de

maximisation est:

0. Choix de manière aléatoire du vecteur ν et sa normalisation (ν =

ν/||ν||);

1. Calcul de la composante associée à Y : u = Y ν et celle associée à Xk:

tk = Pku;

2. Calcul de la composante globale: t =
∑∑∑K

k=1 tk;

3. Mise à jour du vecteur ν: ν = Y >t/||Y >t||;

4. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

Notons que, la composante partielle tk = Xk(X
>
k Xk)

−1X>k u est

une combinaison linéaire des variables de Xk: tk = Xkwk, avec wk =

(X>k Xk)
−1X>k u. Pour des raisons d’interprétation des résultats, ce vecteur

pourrait être standardisé de sorte à avoir une longueur de 1, c’est-à-dire

tk = Xkw
∗
k, avec w∗k = wk/||wk||. De la même manière, la composante
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globale t peut être écrite comme t = Xw, avec X = [X1|X2|...|XK] et

w = (w1,w2, ...,wK)>. A nouveau, pour des raisons d’interprétation des

résultats, nous pouvons standardiser ce dernier vecteur (w∗ = w/||w||).

Les composantes globales et partielles d’ordre supérieur à 1 sont obtenues

après la déflation de tous les tableaux par rapport aux composantes glob-

ales associées à X et qui sont déterminées de manière séquentielle. Ainsi,

nous sommes amenés à déterminer les variables latentes associées à Y :

u(1), u(2), ..., et, parallèlement, celles associées à Xk: t
(1)
k , t

(2)
k , ... (k =

1,2, ...,K) ainsi que les composantes globales t(1), t(2), etc.

Tout comme dans le cas de la méthode RA, nous pouvons calculer à

chaque dimension, h, l’indice:

Ih =

∑K
k=1 u

(h)>Pku
(h)∑K

k=1 trace(Y
>PkY )

=

∑K
k=1 var(Pku

(h))∑K
k=1

∑q
j=1 var(Pkyj)

=

∑K
k=1 var(t

(h)
k )∑K

k=1

∑q
j=1 var(Pkyj)

(4.13)

Cet indice reflète la variation de PkY (k = 1,2, ...,K) expliquée par

t(h). Ces indices peuvent ensuite être utilisés pour faire une représentation

graphique similaire à un diagramme en éboulis pour choisir le nombre de

composantes à retenir pour l’analyse.

A chaque dimension, h, la quantité:

cont
(h)
k =

var(Pku
(h))∑K

l=1 var(Plu
(h))

=
var(t

(h)
k )∑K

l=1 var(t
(h)
l )

(4.14)

peut être calculée pour évaluer la contribution du tableauXk à la détermination

des composantes u(h) et t(h).
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Multiblock Weighted Redundancy Analysis (MB-WRA)

Considérons toujours les mêmes notations que dans les sections précédentes.

De même, nous effectuons le centrage et les mêmes pré-traitements des

différents tableaux de données.

Nous considérons une variante du critère de maximisation précédent.

Au lieu de maximiser la quantité
∑∑∑K

k=1 cov(u,Pku), nous proposons de

chercher un vecteur ν de longueur 1, qui maximise la quantité:

K∑∑∑
k=1

cov2(u,Pku) =
1

n2

K∑∑∑
k=1

(ν>Y >PkY ν)
2 (4.15)

Il est clair que l’idée sous-jacente de ce problème est exactement la même

que précédemment, à savoir, chercher une direction dans l’espace de Y qui

soit la plus proche possible de celles des espaces de Xk (k = 1,2, ...,K).

Pour la résolution de ce critère de maximisation, nous utilisons la

méthode de Lagrange. Ainsi, l’expression de Lagrange associée à ce critère

est:
K∑∑∑
k=1

(ν>Y >PkY ν)
2− 2µ(ν>ν − 1) (4.16)

où −2µ est le multiplicateur de Lagrange lié à la contrainte ||ν|| = 1 ou

de manière équivalente ||ν||2 = ν>ν = 1.

En dérivant cette expression par rapport à ν et en annulant cette

dérivée, nous obtenons:

4

K∑∑∑
k=1

(ν>Y >PkY ν)Y
>PkY ν − 4µν = 0. (4.17)



55

En désignant par λk la quantité λk = ν>Y >PkY ν, nous avons:

K∑∑∑
k=1

λkY
>PkY ν = µν. (4.18)

En multipliant les deux membres de l’égalité par ν> et en utilisant la

contrainte ν>ν = 1, nous obtenons µ =
∑∑∑K

k=1 λ
2
k. De là, nous pouvons

déduire le point stationnaire qui est donné par: ν =
∑K

k=1 λkY
>PkY ν∑K

k=1 λ
2
k

.

Cette résolution nous suggère l’algorithme itératif suivant:

0. Choisir aléatoirement le vecteur ν et le standardiser ν = ν/||ν||;

1. λk = ν>Y >PkY ν;

2. ν =
∑∑∑K

k=1 λkY
>PkY ν/

∑∑∑K
k=1 λ

2
k;

3. ν = ν/||ν||;

4. Réitérer le même processus à partir de l’étape 1, jusqu’à convergence.

Nous pouvons montrer qu’à chaque itération, le critère que nous cher-

chons à maximiser crôıt et comme, par ailleurs, il est majoré, nous en

déduisons que la suite générée par le critère au cours des itérations est

convergente. Pour plus de détails sur la démonstration de la convergence,

nous renvoyons à l’annexe en fin de chapitre.

Nous avons:

K∑∑∑
k=1

cov2(u, tk) = n

K∑∑∑
k=1

λkcov(u, tk) = n× cov
(
u,

K∑∑∑
k=1

λktk

)
= n× cov(u, t) (4.19)
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La variable t =
∑∑∑K

k=1 λktk représente la variable latente globale. C’est une

combinaison linéaire des composantes partielles tk = Pku associées aux

tableaux Xk. Plus précisément, puisque λk = u>tk = n× cov(u, tk), il

vient que t est proportionnelle à la première composante PLS de u sur

t1, t2, ..., tK . Toutes ces remarques suggèrent un algorithme alternatif

pour la résolution du problème de maximisation énoncé plus haut. En

effet, ce critère peut également s’exprimer sous la forme:

K∑∑∑
k=1

cov2(u, tk) = n

K∑∑∑
k=1

λkcov(u, tk) = ν>

(
K∑∑∑
k=1

λkY
>PkY

)
ν.

(4.20)

Ainsi, il vient que, pour des valeurs fixées de λk, le vecteur optimal, ν,

est donné par le vecteur propre de
∑∑∑K

k=1 λkY
>PkY associé à la plus

grande valeur propre. De même, pour ν fixé, λk est donné par: λk =

ν>Y >PkY ν. L’algorithme associé à cette résolution est le suivant:

0. Initialisation des poids λk (exemple, λk = 1 pour k = 1,2, ...,K);

1. ν est le vecteur propre de
∑∑∑K

k=1 λkY
>PkY associé à la plus grande

valeur propre;

2. λk = ν>Y >PkY ν;

3. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

C’est-à-dire, jusqu’à ce que la différence entre les valeurs du critère de

maximisation à deux itérations successives est inférieure à un seuil, ε,

pré-défini par l’utilisateur (par exemple, ε = 10−8).

Des composantes latentes d’ordre supérieur à 1 peuvent être obtenues
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en poursuivant la même démarche après déflation de tous les tableaux par

rapport aux composantes globales, t, associées aux tableaux prédictifs.

Notons par t(h), la composante globale pour la dimension h et par

t
(h)
1 , t

(h)
2 , ..., t

(h)
K , ses composantes partielles, pour la même dimension.

De même, notons par u(1), u(2), ..., u(h), les variables latentes successives

de Y . Enfin, notons par λ
(h)
k = n× cov(u(h), t

(h)
k ), le poids du tableau

Xk, pour la dimension h. Pour aider à l’interprétation des résultats, nous

pouvons calculer les indices ci-après:

Ih =

∑K
k=1 λ

(h)
k∑K

k=1 trace(Y
>PkY )

(4.21)

pour déterminer l’importance de la composante globale t(h) dans l’explication

de la covariation entre Y et X1,X2, ...,XK ;

cont
(h)
k =

λ
(h)
k∑K

l=1 λ
(h)
l

(4.22)

pour refléter la contribution du tableauXk à la détermination des variables

latentes t(h) et u(h).

Multiblock PLS regression

Afin de contourner le problème de colinéarité lié à l’inversion des ma-

trices X>k Xk dans l’expression de Pk, nous proposons, tout comme dans

le cas de la régression PLS2, de remplacer les matrices (X>k Xk)
−1 par la

matrice identité et ainsi, de considérer les opérateurs Wk = XkX
>
k , à la

place des projecteurs Pk =Xk(X
>
k Xk)

−1X>k .
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Partant de la variable latente u = Y ν (||ν|| = 1) associée à Y , nous

définissons la composante partielle associée au tableau Xk par tk =Wku.

Par la suite, nous cherchons u (et, par conséquent, tk) de sorte à maximiser

le critère:

K∑∑∑
k=1

cov(u, tk) =
1

n
u>

K∑∑∑
k=1

tk =
1

n
ν>Y >

(
K∑∑∑
k=1

Wk

)
Y ν

=
1

n
ν>

K∑∑∑
k=1

Y >XkX
>
k Y ν = nν>

K∑∑∑
k=1

VY kVkY ν (4.23)

où VkY = 1
n
X>k Y est la matrice de covariance entre Xk et Y et VY k =

V >kY , la matrice de covariance entre Y et Xk.

Ainsi, le vecteur optimal, ν, est donné par le vecteur propre de VY kVkY

associé à la plus grande valeur propre. Par conséquent, nous sommes con-

duits à la régression MB-PLS.

Nous avons:

K∑∑∑
k=1

cov(u, tk) = cov

(
u,

K∑∑∑
k=1

tk

)
= cov(u, t) (4.24)

avec t =
∑∑∑K

k=1 tk, la variable latente globale.

Un algorithme de type NIPALS qui permet de trouver la solution du critère

de maximisation ci-dessus est le suivant:

0. Choix de manière aléatoire de ν, avec ||ν|| = 1;

1. u = Y ν: variable latente associée à Y ;

2. tk =XkX
>
k u: variable latente associée à Xk;
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3. t =
∑∑∑K

k=1 tk: variable latente globale;

4. ν = Y >t/||Y >t||;

5. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

Il est clair qu’à chaque étape de l’algorithme, le critère de maximisation

crôıt, et comme par ailleurs, il est majoré, nous déduisons que l’algorithme

converge.

Nous pouvons aussi noter que:

K∑∑∑
k=1

cov(u, tk) =
1

n
ν>Y >

K∑∑∑
k=1

XkX
>
k Y ν =

1

n
ν>Y >XX>Y ν (4.25)

avec X = [X1|X2|...|XK], le tableau obtenu en concaténant horizon-

talement les tableaux X1,X2, ...,XK . Cela signifie que le vecteur op-

timal ν est le vecteur propre de la matrice Y >XX>Y associé à la plus

grande valeur propre. En d’autres termes, la solution obtenue à partir de la

régression MB-PLS est la même que celle obtenue à partir de la régression

PLS2 de Y sur X [3].

Des variables latentes d’ordre supérieur à 1 peuvent être déterminées

après déflation comme exposé dans les sections précédentes. En désignant,

comme précédemment, par u(h), t(h) et t
(h)
k , les variables latentes associées

respectivement à Y , X et Xk (h = 1,2, ...,H et k = 1,2, ...,K), des

indices pourraient être calculés pour mieux interpréter les résultats. Nous

avons, d’une part:

Ih =
λ(h)∑K

k=1 trace(Y
>XkX

>
k Y )

=
λ(h)

trace(Y >XX>Y )
(4.26)
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avec λ(h) = u(h)>t(h) = n× cov(u(h), t(h)).

Ih reflète la proportion de covariation entre Y et Xk (k = 1,2, ...,K)

expliquée par la composante globale t(h). D’autre part, nous avons:

cont
(h)
k =

λ
(h)
k∑K

l=1 λ
(h)
l

(4.27)

qui reflète la contribution du tableau Xk pour la détermination de la com-

posante globale t(h).

Multiblock Weighted Covariate analysis (MB-WCov)

Nous poursuivons la même démarche en adoptant les mêmes notations

que la section précédente. Au lieu du critère de maximisation ayant per-

mis d’introduire la régression MB-PLS, à savoir,
∑∑∑K

k=1 cov(u, tk), nous

considérons le critère
∑∑∑K

k=1 cov
2(u, tk). L’idée sous-jacente de ces deux

critères est d’explorer la covariation entre, d’une part, Y et, d’autre part,

les tableaux Xk. Ce dernier critère de maximisation introduit une nou-

velle stratégie d’analyse des données que nous désignons par Multiblock

Weighted Covariate analysis (MB-WCov). Son intérêt est de donner ex-

plicitement des poids aux différents tableaux Xk qui reflètent leurs contri-

butions à la détermination de la composante globale.

En partant de la variable latente u = Y ν (||ν|| = 1) associée à Y ,

nous déterminons les variables tk =Wku, qui constituent les composantes

partielles associées aux tableauxXk (k = 1, 2, ..., K). Par la suite, nous
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cherchons un vecteur u (et, par conséquent, tk) qui maximise le critère:

K∑∑∑
k=1

cov2(u, tk) =
1

n2

K∑∑∑
k=1

(ν>Y >WkY ν)
2 (4.28)

Soit l’expression de Lagrange de ce problème de maximisation:

K∑∑∑
k=1

(ν>Y >WkY ν)
2− 2µ(ν>ν − 1) (4.29)

avec −2µ, le multiplicateur de Lagrange associé à la contrainte ||ν|| = 1.

En dérivant cette expression par rapport à ν et en annulant cette dérivée,

nous obtenons 4
∑∑∑K

k=1(ν
>Y >WkY ν)Y

>WkY ν − 4µν = 0. En notant

par λk, la quantité λk = ν>Y >WkY ν, nous avons
∑∑∑K

k=1 λkY
>WkY ν =

µν. En multipliant les deux membres de cette dernière égalité par ν> et en

appliquant la contrainte ν>ν = 1, nous obtenons µ =
∑∑∑K

k=1 λ
2
k. Ainsi,

le point stationnaire est donné par ν =
∑K

k=1 λkY
>WkY ν∑K

k=1 λ
2
k

. L’algorithme

itératif permettant de résoudre le problème de maximisation ci-dessus est

le suivant:

0. Choix de manière aléatoire du vecteur ν (ν = ν/||ν||);

1. λk = ν>Y >WkY ν;

2. ν =
∑∑∑K

k=1 λkY
>WkY ν/

∑∑∑K
k=1 λ

2
k;

3. ν = ν/||ν||;

4. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

La convergence de cet algorithme peut être démontrée en poursuivant

des développements très similaires à ceux de la méthode MB-WRA donnés
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en annexe. Il suffit de remplacer les matrices Pk =Xk(X
>
k Xk)

−1X>k par

Wk =XkX
>
k .

Le critère
∑∑∑K

k=1 cov
2(u, tk) peut s’écrire:

K∑∑∑
k=1

λkcov(u, tk) = cov

(
u,

K∑∑∑
k=1

λktk

)
. (4.30)

Ceci permet de définir la variable latente globale t =
∑∑∑K

k=1 λktk. Nous

pouvons remarquer que t est proportionnelle à la première composante

PLS de u sur t1, t2, ..., tK . De là, nous pouvons en déduire un algorithme

alternatif. En effet, pour les valeurs de λk fixées, le vecteur optimal, ν,

est donné par le vecteur propre de
∑∑∑K

k=1 λkY
>WkY associé à la plus

grande valeur propre. Inversement, pour ν fixé, λk est donné par: λk =

ν>Y >WkY ν. En résumé, l’algorithme alternatif pour la résolution du

critère de maximisation de MB-WCov est le suivant:

0. Initialisation des poids λk (exemple, λk = 1 pour k = 1,2, ...,K);

1. ν est le vecteur propre de
∑∑∑K

k=1 λkY
>WkY associé à la plus grande

valeur propre;

2. Mise à jour des poids: λk = ν>Y >WkY ν;

3. Réitération de la procédure à partir de l’éatpe 1, jusqu’à convergence.

Les variables latentes d’ordre supérieur à 1, peuvent être déterminées

après une déflation de tous les tableaux par rapport aux composantes glob-

ales précédentes.
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Les mêmes indices que ceux de la régression MB-PLS peuvent être

calculés pour une meilleur interprétation des résultats d’analyse.

4.2.3 Comparaison des méthodes supervisées

Le tableau 4.1 présente un aperçu général des différentes méthodes

supervisées étudiées.

Tab. 4.1: Aperçu général des méthodes supervisées d’analyse des données multiblocs.

u = Y ν (||ν|| = 1); Pk =Xk(X
>
k Xk)

−1X>k ; Wk =XkX
>
k

Méthode
Composante

partielle

Critère de

maximisation

Composante

globale
Premier algorithme Algorithme NIPALS

MB-RA tk = Pku
∑∑∑K

k=1 cov(u, tk) t =
∑∑∑K

k=1 tk
ν- 1er vecteur propre

de Y >
(∑∑∑K

k=1Pk

)
Y .

0. Initialiser ν (||ν|| = 1);

1. u = Y ν; tk = Pku;

2. t =
∑∑∑K

k=1 tk;

3. ν = Y >t/||Y >t||;

4. Réitérer à partir de 1.

MB-WRA tk = Pku
∑∑∑K

k=1 cov
2(u, tk)

t =
∑∑∑K

k=1 λktk

avec λk = u>tk

0. λk = 1;

1. ν- 1er vecteur propre

de Y >
(∑∑∑K

k=1 λkPk

)
Y ;

2. λk = ν>Y >PkY ν;

3. Réitérer à partir de 1.

0.Initialiser ν (||ν|| = 1);

1. u = Y ν; tk = Pku;

2. λk = u>tk;

3. t =
∑∑∑K

k=1 λktk;

4. ν = Y >t/||Y >t||;

5. Réitérer à partir de 1.

MB-PLS tk =Wku
∑∑∑K

k=1 cov(u, tk) t =
∑∑∑K

k=1 tk
ν- 1er vecteur propre

de Y >
(∑∑∑K

k=1Wk

)
Y .

0.Initialiser ν (||ν|| = 1);

1. u = Y ν tk =Wku;

2. t =
∑∑∑K

k=1 tk;

3. ν = Y >t/||Y >t||;

4. Réitérer à partir de 1.

MB-WCov tk =Wku
∑∑∑K

k=1 cov
2(u, tk)

t =
∑∑∑K

k=1 λktk

avec λk = u>tk

0. λk = 1;

1. ν- 1er vecteur propre

de Y >
(∑∑∑K

k=1 λkWk

)
Y ;

2. λk = ν>Y >WkY ν;

3. Réitérer à partir de 1.

0. Initialiser ν (||ν|| = 1);

1. u = Y ν; tk =Wku;

2. λk = u>tk;

3. t =
∑∑∑K

k=1 λktk;

4. ν = Y >t/||Y >t||;

5. Réitérer à partir de 1.

Il est clair que les quatre méthodes supervisées d’analyse des données
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multiblocs présentées dans ce chapitre se différencient selon deux clefs. La

première clef concerne la relation entre la composante u, dans l’espace

de Y , et sa ”projection” dans chacun des espaces engendrés par les vari-

ables de Xk, c’est-à-dire, tk. De manière précise, deux options s’offrent à

nous: (i) tk = Xk(X
>
k Xk)

−1X>k u qui représente vraiment la projection

de u sur l’espace engendré par les variables de Xk, (ii) tk =XkX
>
k u qui

représente l’avantage de contourner les problèmes de colinéarité qui peu-

vent survenir du fait de l’inversion des matrices X>k Xk. Il est clair que

l’option (i) oriente vers les méthodes d’analyse qui s’apparente à la redun-

dancy analysis (c’est-à-dire, MB-RA et MB-WRA), alors que l’option (ii)

oriente vers des méthodes qui s’apparentent à la régression PLS (c’est-à-

dire, MB-PLS et MB-WCov).

La deuxième clef de différentiation des méthodes est la relation entre

la composante globale, t, et les composantes partielles, tk. Cette relation

découle directement des critères de maximisation pour la détermination

des variables latentes. Là encore, deux options s’offrent à nous. (i) Pour le

critère basé sur la somme des covariances entre tk et u, nous avons t qui

est proportionnelle à la somme des composantes partielles: t ∝
∑∑∑K

k=1 tk,

(ii) Pour le critère basé sur la somme des carrés de la covariance entre tk et

u, nous avons t qui est égale à une combinaison linéaire des composantes

partielles: t =
∑∑∑K

k=1 λktk (avec λk = u>tk).
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4.3 Illustrations

Les méthodes supervisées évoquées dans ce chapitre sont illustrées et

comparées à partir d’une étude de simulation et de données réelles.

4.3.1 Étude de simulation

L’étude de simulation est, dans une large mesure, similaire à celle pro-

posée par Westerhuis et al. [3]. Nous considérons deux variables orthogo-

nales d1 et d2, quatre tableaux prédictifs X1 à X4 et un tableau réponse

(ou à prédire), Y . Tous ces tableaux portent sur cinquante observations

et sont définis comme suit: X1 = [d1, d1, d1, d1, d1], X2 = X3 = X4 =

[d2, randn(4)] et Y = [d1, d2], où randn(4) désigne quatre variables

aléatoires normalement distribuées. Dans chaque tableau, nous rajoutons

20% de bruit aux variables d1 et d2. Après avoir pré-traité ces tableaux,

nous leur appliquons les méthodes MB-RA, MB-WRA, MB-PLS et MB-

WCov pour prédire Y à partir de X1,X2,X3 et X4.

La figure 4.2a présente les proportions de covariations entre les tableaux

prédictifs, X1 à X4, et le tableau réponse, Y , expliquées par les six

premières variables latentes obtenues à partir des méthodes MB-RA, MB-

WRA, MB-PLS et MB-WCov. Comme nous l’avions indiqué plus haut,

cette figure peut être interprétée de la même manière qu’un diagramme en

éboulis et permet de déterminer le nombre de variables latentes à retenir

pour l’analyse. De cette figure, nous pouvons noter que toutes les courbes

décroissent entre la deuxième et la troisième composante et se stabilisent à

partir de la troisième composante, exceptée pour la méthode MB-RA pour
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laquelle la stabilisation est faite à partir de la quatrième composante. Cela

suggère de retenir les trois premières composantes.

La figure 4.2b présente les proportions d’inerties de Y expliquées par

les six premières composantes obtenues à partir des différentes méthodes

d’analyse. De cette figure, nous pouvons tirer les mêmes conclusions que

pour la figure 4.2a.

(a) Covariation (b) Inertie totale

Fig. 4.2: Données simulées: (a) Proportions de covariations entre le tableau réponse et
les tableaux prédictifs, expliquées par les six premières composantes obtenues à
partir des méthodes MB-RA, MB-WRA, MB-PLS et MB-WCov et (b) Propor-
tions d’inerties de Y expliquées par les six premières composantes obtenues à
partir des méthodes MB-RA, MB-WRA, MB-PLS et MB-WCov.

Le tableau 4.2 donne les corrélations entre les composantes globales t(1)

et t(2) avec les variables d1 et d2. Il donne également les contributions des

tableaux X1 à X4 à la détermination de ces composantes globales.

La première composante, t(1), obtenue à partir de MB-RA ou MB-WRA

est très fortement corrélée à la variable d2 et la seconde composante, t(2),
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est très fortement corrélée à la variable d1. Quant à la régression MB-PLS

et MB-WCov, ces composantes présentent une tendance totalement inverse,

en ce sens que leurs premières composantes respectives sont très fortement

corrélées à la variable d1 et leurs deuxièmes composantes respectives, à la

variable d2. Ceci s’explique par le fait que puisque les méthodes MB-RA

et MB-WRA ne tiennent pas compte de la variation (c’est-à-dire, variances

et corrélations) intra-tableaux, c’est la variable d2 qui est favorisée parce

qu’elle apparâıt dans Y , d’une part, et, X2,X3 et X4, d’autre part. Elle

est donc le trait commun à tous les tableaux, sauf X1. Par contre, la

variable d1 apparâıt dans le tableau X1 cinq fois. Mais étant donné que

MB-RA et MB-WRA ne tiennent pas compte de la variation intra-tableaux,

elle ne sera comptabilisée qu’une seule fois pour ces deux méthodes. En

revanche, elle sera privilégiée par la régression MB-PLS et MB-WCov parce

que, ces deux méthodes tiennent compte non seulement des relations du

tableau Y avec les tableaux Xk mais également des variations au sein des

tableaux prédictifs Xk.

Pour ce qui est des contributions des tableauxX1 àX4 à la détermination

de la composante globale t(1) (tableau 4.2), nous pouvons noter, de manière

logique, que cette composante est déterminée plus ou moins équitablement

par les tableaux X2,X3 et X4 pour les méthodes MB-RA et MB-WRA.

Avec les méthodes MB-PLS et MB-WCov, on note que la première com-

posante est essentiellement déterminée par le tableau X1. Des conclusions

similaires peuvent être tirées pour la deuxième composante t(2). Toutes ces

conclusions corroborent bien le principe de chaque méthode, à savoir: MB-

RA et MB-WRA ne tiennent pas compte de la variation intra-tableaux,
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alors que MB-PLS et MB-WCov tiennent compte aussi bien de la varia-

tion intra-tableaux que la variation inter-tableaux (c’est-à-dire, la relation

entre chaque tableau prédictif et le tableau réponse).

Tab. 4.2: Données simulées: corrélations entre les composantes globales t(1), t(2) et les
variables d1 et d2 et les contributions des différents tableaux à la détermination
des composantes globales t(1) et t(2).

Corrélations Contributions

d1 d2 X1 X2 X3 X4

MB-RA
t(1) 0.04 -0.99 0.02 0.32 0.33 0.33

t(2) -0.90 -0.06 0.78 0.10 0.04 0.08

MB-WRA
t(1) -0.01 0.99 0.02 0.32 0.33 0.33

t(2) 0.99 0.01 0.84 0.06 0.02 0.08

MB-PLS
t(1) -0.99 0.09 0.96 0.01 0.01 0.02

t(2) 0.09 0.98 0.00 0.34 0.33 0.33

MB-WCov
t(1) -1.00 0.01 0.97 0.01 0 0.02

t(2) -0.01 -0.98 0 0.34 0.33 0.33

Afin d’étudier la performance des quatre méthodes supervisées en ter-

mes de prédiction, nous avons subdivisé les données en deux parties. Le

premier jeu de données concerne les données d’étalonnage (ou d’apprentissage)

avec trente observations et le second jeu, les données de validation, avec

vingt observations. Les données d’étalonnage ont servi à établir les modèles

de prédiction et les données de validation ont servi à valider ces modèles.

Ainsi, nous avons confronté les prédictions faites aux valeurs observées du

tableau réponse Y à l’aide de l’indicateur RMSEP (Root Mean Squared
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Errors of Prediction), c’est-à-dire la racine carrée de la moyenne des erreurs

de prédictions pour chaque méthode et pour chaque composante introduit

dans le modèle [25]. La figure 4.3 présente l’évolution de ces erreurs en

fonction du nombre de composantes introduits dans le modèle. De cette

figure, on note que les quatre méthodes présentent plus ou moins la même

allure. De manière plus précise, on note une décroissance nette du RM-

SEP lorsqu’on introduit la deuxième composante dans le modèle. Puis,

une décroissance légère lorsqu’on introduit la troisième composante. Par

suite, les différentes courbes tendent à se stabiliser ou à crôıtre légèrement.

La plus petite valeur du RMSEP est obtenue avec la méthode MB-WRA

sur la troisième composante.

Fig. 4.3: Données simulées: RMSEP obtenues à partir des méthodes MB-RA, MB-WRA,
MB-PLS et MB-WCov en fonction du nombre de composantes introduits dans
le modèle.
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4.3.2 Données réelles: données de ”pommes de terre”

Les données utilisées pour illustrer et comparer les quatre méthodes su-

pervisées sont les données de pommes de terre qui sont davantage détaillées

dans Thybo et al. [30]. L’objectif est de prédire des attributs sensoriels,

Y (9 variables) concernant vingt-six variétés de pommes de terre, à partir

des mesures chimiques, X1 (14 variables), et des mesures de compression

uni-axiale, X2 (6 variables). Après avoir pré-traité ces tableaux, nous les

avons soumis aux méthodes MB-RA, MB-PLS, MB-WRA et MB-WCov.

La figure 4.4a présente les proportions de covariations entre les tableaux

prédictifs et le tableau réponse, expliquées par les six premières variables

latentes obtenues à partir des différentes méthodes. Il apparâıt que, toutes

les courbes décroissent et se stabilisent à partir de la troisième composante.

Ainsi, l’analyse suggère de retenir les trois premières composantes.

Pour la première composante, MB-RA et sa variante MB-WRA sont les

méthodes qui expliquent la plus grande proportion de covariation entre

le tableau réponse, Y et les tableaux prédictifs X1 et X2. Quant à la

régression MB-PLS et MB-WCov, elles présentent plus ou moins le même

comportement.

Les proportions d’inerties du tableau réponse, Y , expliquées par les six

premières variables latentes obtenues à partir des méthodes MB-RA, MB-

WRA, MB-PLS et MB-WCov sont présentées dans la figure 4.4b. Tout

comme dans le cas de la figure 4.4a, nous notons une décroissance de la

proportion d’inertie expliquée de Y , avec une stabilisation à partir de la

quatrième composante.
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(a) Covariations (b) Inerties

Fig. 4.4: Données de pommes de terre: (a) Proportions de covariations entre les tableaux
prédictifs et le tableau réponse, expliquées par les six premières variables latentes
obtenues à partir des méthodes MB-RA, MB-WRA, MB-PLS et MB-WCov et
(b) Proportions d’inerties du tableau Y, expliquées par les six premières variables
latentes des méthodes MB-RA, MB-WRA, MB-PLS et MB-WCov.

Les contributions de chaque tableau prédictif pour la détermination

des variables latentes t(1) et t(2) obtenues à partir des méthodes MB-RA,

MB-WRA, MB-PLS et MB-WCov sont présentées dans le tableau 4.3.

Globalement, on note que pour toutes les méthodes, le tableau relatif aux

données chimiques (X1) contribue le plus à la détermination des deux

premières variables latentes.
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Tab. 4.3: Données de pommes de terre: contributions des tableaux X1 et X2 à la
détermination des variables latentes t(1) et t(2).

MB-RA MB-WRA MB-PLS MB-WCov

X1 X2 X1 X2 X1 X2 X1 X2

t(1) 0.59 0.41 0.59 0.41 0.55 0.45 0.56 0.44

t(2) 0.55 0.45 0.56 0.44 0.67 0.33 0.67 0.33

La figure 4.5 présente les valeurs du critère RMSECV (Root Mean

Squared Errors of Cross-Validation) obtenues par la technique de cross-

validation leave-one-out (LOO) en fonction du nombre de variables la-

tentes des différentes méthodes. Il apparâıt que les valeurs de RMSECV

associées à la régression MB-PLS et MB-WCov décroissent en fonction

du nombre de variables latentes introduits dans le modèle de prédiction

et se stabilisent à partir de la troisième variable latente. De plus, ces

deux méthodes d’analyse semblent avoir la même performance. Quant aux

méthodes MB-RA et MB-WRA, les conclusions qu’on peut tirer sont très

différentes. En effet, les valeurs de RMSECV croissent en fonction du

nombre de variables latentes introduits dans le modèle de prédiction. Avec

un modèle basé uniquement sur la première variable latente, les méthodes

MB-RA et MB-WRA présentent des valeurs du RMSECV plus petites que

celles obtenues à partir des méthodes MB-PLS et MB-WCov. Cependant,

lorsqu’on introduit de nouvelles variables latentes dans le modèle, la per-

formance en termes de prédiction de MB-RA et MB-WRA se détériore de

manière alarmante. Ce dernier résultat est typique des méthodes qui sont

vulnérables au problème de multicolinéarité.
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Fig. 4.5: Données de pommes de terre: RMSECV obtenues à partir de la procédure de
cross-validation LOO pour les six premières variables latentes des méthodes MB-
RA, MB-WRA, MB-PLS et MB-WCov.

4.4 Discussion et conclusion

Dans ce chapitre, nous avons proposé une approche unifiée pour deux

méthodes supervisées, notamment, MB-RA et la régression MB-PLS. Nous

avons aussi proposé deux nouvelles approches pour prédire un tableau

réponse à partir de plusieurs tableaux prédictifs. Les quatre méthodes

d’analyse sont issues des critères de maximisation qui sont clairs. Elles

peuvent se distinguer selon deux clefs. La première clef est la relation entre
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la variable latente u de Y et les variables latentes partielles tk deXk. Nous

avons considéré ici deux types de relations: (i) tk =Xk(X
>
k Xk)

−1X>k u et

(ii) tk =XkX
>
k u. En choisissant la relation (i), les variances des variables

et les corrélations des variables de Xk sont masquées. Par conséquent, les

méthodes d’analyse concernées par cette relation (MB-RA et MB-WRA)

cherchent uniquement à restituer l’inertie de Y . Cependant, ces méthodes

sont très sensibles au problème de quasi-colinéarité entre les variables

prédictives. Avec la relation (ii), nous retrouvons les méthodes MB-PLS et

MB-WCov, qui ne sont pas vulnérables au problème de quasi-colinéarité.

Ces méthodes restituent aussi bien la variabilité intra-tableaux que la

variabilité inter-tableaux (c’est-à-dire, la relation entre Y et Xk, k =

1, 2, ..., K).

La deuxième clef permettant de distinguer les quatre méthodes super-

visées est la relation que nous postulons entre la composante globale t et

ses composantes partielles tk (k = 1,2, ...,K). Nous avons également

considéré deux types de relations: (i) la composante globale t est égale à

la somme de ses composantes partielles tk (t =
∑∑∑K

k=1 tk) et (ii) la com-

posante globale t est une combinaison linéaire de ses composantes partielles

tk (t =
∑∑∑K

k=1 λktk, avec λk = u>tk). Cette dernière relation signifie que

t est la première composante PLS de u sur t1, t2, ..., tK . La relation (i)

nous conduit à MB-RA et à la régression MB-PLS. Avec la relation (ii),

nous avons les méthodes MB-WRA et MB-WCov. Pour ces deux dernières

méthodes, un poids spécifique, λk, est attribué à chaque tableau Xk et

reflète l’importance qu’il revêt dans la détermination des variables latentes

t et u.
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Nous avons déjà évoqué que la relation t =
∑∑∑K

k=1 λktk, avec λk =

u>tk signifie que t est la première composante PLS de u sur t1, t2, ..., tK .

De ce point de vue, MB-WCov présente des similarités avec la méthode

Multiblock Hierarchical PLS ”MB-HPLS” [23] qui présente la même pro-

priété. Cependant, comme cette dernière méthode n’est basée sur aucun

critère d’optimisation précis, son algorithme souffre de problèmes de con-

vergence [3, 46].

Le fait que pour MB-WRA et MB-WCov, la composante globale t soit

la première composante PLS de u sur t1, t2, ..., tK , suggère d’intéressants

développements. En effet, au lieu d’utiliser la régression PLS usuelle, on

pourrait utiliser la régression PLS éparse. Ce qui signifie qu’à chaque étape,

les tableaux qui ne contribuent pas significativement à la détermination

de la composante globale de cette étape, seront écartés. Par conséquent,

nous obtenons des modèles parcimonieux qui sont faciles à interpréter sans

pour autant affecter leur pouvoir prédictif. Cet aspect sera abordé dans le

chapitre 6.

Afin de contourner le problème de quasi-colinéarité qu’on rencontre

souvent avec les projecteurs Pk = Xk(X
>
k Xk)

−1X>k , nous avons utilisé

les opérateurs Wk = XkX
>
k . Ceci revient, en définitive, à substituer

les matrices X>k Xk par une matrice identité. Cependant, nous pour-

rions adopter une substitution graduelle en utilisant les opérateurs Pkγ =

Xk

[
γI + (1− γ)X>k Xk

]−1
X>k . Dans cette expression, γ est un paramètre

de régularisation, compris entre 0 et 1. Nous obtenons ainsi une approche

continuum dont les points extrêmes (c’est-à-dire, γ = 0 et γ = 1) sont

les méthodes discutées dans ce chapitre. En pratique, le paramètre de
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régularisation peut être déterminé conjointement avec le nombre de vari-

ables latentes à introduire dans le modèle à l’aide de la technique de cross-

validation [47].

Nous avons aussi proposé des indices pour mieux interpréter les résultats

des analyses. Parmi ceux-ci, nous avons un indice qui donne la propor-

tion de covariation qui est expliquée par les variables latentes. L’évolution

de cet indice peut servir à choisir le nombre de composantes à retenir

pour l’analyse. Nous avons également un indice qui nous renseigne sur

l’importance de chaque tableau prédictif dans la détermination de la com-

posante globale.



Annexe du Chapitre 4

L’objectif de cette annexe est de prouver la convergence de l’algorithme

associé au critère de maximisation de MB-WRA.

La maximisation par rapport à ν (||ν|| = 1) du critère:

C(ν) =

K∑∑∑
k=1

(ν>Y >PkY ν)
2 (.31)

nous a conduit à l’algorithme suivant:

0. Initialisation de ν, avec ||ν|| = 1;

1. ν =
∑K

k=1 λkAk∑
l λ

2
l
ν, avec Ak = Y >PkY et λk = ν>Akν;

2. ν = ν/||ν||;

3. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

Cet algorithme génère une séquence de nombres réels positifs:

C(n) =

K∑∑∑
k=1

(ν>nAkνn)
2 (.32)

où νn est le vecteur, ν, obtenu à la nème itération.
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Nous montrons que cette séquence forme une suite croissante lorsque

n crôıt. Étant donné que le critère de maximisation Cν est majoré par∑∑∑K
k=1 ||Y >PkY ||2, nous déduisons que l’algorithme convergence.

Notons:

G(n) =

∑K
k=1 λk(n)Ak∑K
k=1 [λk(n)]

2
(.33)

avec λk(n) = ν>nAkνn.

Nous avons:

νn+1 =
G(n)νn

||G(n)νn||
(.34)

Nous cherchons donc à montrer que:

C(n) ≤ C(n+ 1) (.35)

Nous avons la propriété suivante:

ν>nG(n)νn ≤ ν>n+1G(n)νn (.36)

Cette propriété est facilement démontrable en remarquant par le bi-

ais de l’inégalité de Cauchy-Schwarz, que le maximum (par rapport à x,

||x|| = 1) de la fonction x>G(n)νn est obtenue pour:

x =
G(n)νn

||G(n)νn||
= νn+1 (.37)

En développant le premier membre de l’inégalité (.36), on note qu’il est
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égal à 1. Quant au deuxième membre de cette inégalité, il donne:

ν>n+1G(n)νn =

∑K
k=1 λk(n)ν

>
n+1Akνn∑K

l=1 [λl(n)]
2

(.38)

Les matrices Ak = Y >PkY étant semi-définies positives, nous avons

d’après le théorème de Cauchy-Schwarz:

ν>n+1Akνn ≤
√
ν>n+1Akνn+1×

√
ν>nAkνn (.39)

Ainsi, nous avons:

1 ≤ ν>n+1G(n)νn ≤

∑K
k=1 λk(n)

√
ν>n+1Akνn+1 ×

√
ν>nAkνn∑K

l=1 [λl(n)]
2

(.40)

En utilisant à nouveau l’inégalité de Cauchy-Schwarz, il vient que le dernier

membre de l’inégalité (.40) est plus petit que:√∑K
k=1(λk(n))

2 ×
√∑K

k=1

(
ν>n+1Akνn+1

) (
ν>nAkνn

)∑K
l=1 [λl(n)]

2
=

√∑K
k=1 λk(n)ν

>
n+1Akνn+1√∑K

l=1 [λl(n)]
2

(.41)

En utilisant pour une dernière fois l’inégalité de Cauchy-Schwarz, il s’ensuit

que:
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K∑∑∑
k=1

λk(n)ν
>
n+1Akνn+1 ≤

√√√√ K∑
k=1

[λk(n)]
2×

√√√√ K∑
k=1

(ν>n+1Akνn+1)
2

(.42)

En combinant les inégalités (.40), (.41) et (.42), nous avons:

1 ≤

{∑K
k=1 [λk(n)]

2
}1/4 [∑K

k=1(ν
>
n+1Akνn+1)

2
]1/4

√∑K
l=1(λl(n))

2

=

[∑K
k=1(ν

>
n+1Akνn+1)

2
]1/4

{∑K
l=1 [λl(n)]

2
}1/4

(.43)

En remarquant que λk(n) = ν>nAkνn, il s’ensuit que:

[
K∑∑∑
l=1

(ν>nAkνn)
2

]1/4

≤
[
K∑∑∑
k=1

(ν>n+1Akνn+1)
2

]1/4

(.44)

Ce qui équivaut à:

K∑∑∑
k=1

(ν>nAkνn)
2 ≤

K∑∑∑
k=1

(ν>n+1Akνn+1)
2. (.45)

D’où C(n) ≤ C(n+ 1).



5

Développements autour de la méthode ComDim

5.1 Introduction

Aussi bien pour les méthodes multiblocs non supervisées que pour les

méthodes multiblocs supervisées, nous avons identifié, en particulier, deux

familles de méthodes (figure 5.1):

• une famille de méthodes s’apparentant à l’analyse canonique pour les

méthodes non supervisées et à multiblock redundancy analysis pour

les méthodes supervisées;

• une famille de méthodes s’apparentant à l’analyse en composantes prin-

cipales multiblocs pour les méthodes non supervisées et à la régression

PLS multiblocs, pour les méthodes supervisées.
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Fig. 5.1: Familles de méthodes multiblocs.

La première famille regroupe, pour ce qui concerne les méthodes non

supervisées, l’analyse canonique des corrélations généralisées (ACCG) et

l’analyse canonique des corrélations généralisées pondérées (ACCG-V) et,

pour ce qui concerne les méthodes supervisées, nous trouvons les méthodes

multiblock redundancy analysis (MB-RA) et multiblock weighted redun-

dancy analysis (MB-WRA).

La deuxième famille, quant-à elle, regroupe l’analyse en composantes

principales multiblocs (MB-PCA) et ComDim pour les méthodes non su-

pervisées et les méthodes régression PLS multiblocs (MB-PLS) et multi-

block weighted covariate analysis (MB-WCov) pour les méthodes super-

visées.

Nous avons bien noté qu’un trait caractéristique de ces approches d’analyse

est que les méthodes appartenant à la première famille sont vulnérables à

la présence de multicolinéarité entre les variables des différents blocs; ce

qui n’est pas le cas pour les méthodes de la deuxième famille.

Dans les deux chapitres qui suivent, nous focalisons sur les méthodes de
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la deuxième famille. Il est entendu que les développements qui sont faits ici

peuvent assez facilement être adaptés aux méthodes de la première famille.

De manière plus précise, nous focalisons sur les méthodes ComDim, d’un

côté, et MB-WCov, d’un autre côté. Le trait commun de ces deux méthodes

est qu’elles exhibent de manière explicite des poids associés aux différents

tableaux, indiquant leur contribution dans l’analyse.

Un point important de ce chapitre et du chapitre suivant est la propo-

sition de versions ”sparse” pour ComDim et MB-WCov. Ceci consiste

à modifier les critères d’optimisation de ces deux méthodes en rajoutant

des contraintes de ”sparsité” de manière que, pour chaque composante,

n’interviennent que les tableaux qui ont une contribution significative à la

détermination de cette composante.

Un autre aspect qui nous intéresse dans ces deux chapitres est l’application

de ComDim et MB-WCov à des cas particuliers où, par exemple, chaque

tableau est constitué d’une seule variable.

Le présent chapitre est consacré à la méthode ComDim alors que le

chapitre suivant sera consacré à la méthode MB-WCov.

Toutes les démarches proposées seront illustrées sur la base de données

simulées ou d’études de cas réels.

5.2 Méthodes

5.2.1 ComDim: rappels et compléments

Soit K tableaux de données X1,X2, ...,XK portant sur les mêmes n

individus. Chaque tableau est supposé être centré et réduit (si nécessaire).
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De plus, chaque tableau est normé de sorte à avoir ||Xk|| = 1. Comme

indiqué dans le chapitre 3, la méthode ComDim procède par étapes en

ce sens que les composantes globales et les composantes par bloc sont

déterminées de manière séquentielle en procédant à des déflations à chaque

fois.

A la première étape, la composante globale, t (||t|| = 1), ainsi que

les poids spécifiques λk (k = 1,2, ...,K) sont déterminées de manière à

minimiser le critère [4]:

K∑∑∑
k=1

||XkX
>
k − λktt>||2 (5.1)

Comme nous l’avons vu, plusieurs algorithmes peuvent être déroulés pour

résoudre ce problème d’optimisation. Nous rappelons deux d’entre eux.

Algorithme 1:

0. Initialisation: λk = 1 pour k = 1,2, ...,K;

1. t est le vecteur propre de
∑∑∑K

k=1 λkXkX
>
k associé à la plus grande

valeur propre;

2. tk =XkX
>
k t: composante du bloc Xk;

3. λk = cov(t, tk);

4. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

Algorithme 2:

0. Initialisation de t avec ||t|| = 1;

1. tk =XkX
>
k t;
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2. λk = cov(t, tk);

3. t =
∑∑∑K

k=1 λktk: composante globale;

4. t = t/||t||;

5. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

Une propriété notable que nous avons exposé dans le chapitre 3 est que

la détermination de la composante globale t réalise le maximum du critère:

K∑∑∑
k=1

cov2(t, tk) (5.2)

où tk = XkX
>
k t est la composante par bloc associée à Xk. Ce critère

permet de distinguer ComDim par rapport à MB-PCA. En effet, nous

avions vu que, pour cette dernière méthode, la composante globale t est

obtenue en maximisant le critère:

K∑∑∑
k=1

cov(t, tk) (5.3)

5.2.2 Analyse d’un tableau de données: ComDim-PCA

Lorsque nous ne disposons que d’un seul tableau X, l’application de

la méthode ComDim peut s’effectuer de deux manières différentes. La

première manière consiste à chercher la composante t (de longueur 1) de

manière à minimiser le critère:

||XX>− λtt>|| (5.4)
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qui est le critère de ComDim appliqué à un seul tableau. Naturellement,

nous sommes conduits à l’ACP. La deuxième manière est de considérer

que chacune des variables de X forme un tableau par elle-même et, par la

suite, appliquer la méthode ComDim. Ce cas de figure a été étudié par des

chercheurs [48,49] qui ont souligné que cette démarche présente une alter-

native intéressante à l’analyse en composantes principales. Ces auteurs ont

désigné cette méthode par l’acronyme CCA (Common Components Anal-

ysis) mais nous préférons utiliser l’acronyme ComDim-PCA afin d’éviter

la confusion avec la méthode Canonical Correlation Analysis (CCA).

En considérant que chaque variable, xk, forme un tableau, l’application

de ComDim conduit à déterminer une composante globale t de manière à

maximiser:

K∑∑∑
k=1

cov4(t, xk) (5.5)

En effet, nous avons:

K∑∑∑
k=1

cov2(t, tk) =

K∑∑∑
k=1

cov2(t, xkx
>
k t) = n2

K∑∑∑
k=1

cov4(t, xk) (5.6)

Par comparaison, l’application de la méthode MB-PCA à ce cas de

figure aurait conduit à maximiser:

K∑∑∑
k=1

cov(t, tk) =

K∑∑∑
k=1

cov(t, xkx
>
k t) = n

K∑∑∑
k=1

cov2(t, xk) (5.7)

Nous savons que la maximisation de ce dernier critère conduit à choisir

t comme la première composante principale du tableau X [19]. Ainsi, il
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apparâıt qu’en remplaçant cov2(t, xk) par cov4(t, xk), la composante t

serait liée de manière privilégiée aux variables qui auraient des covariances

relativement élevées avec elle. Ce constat sera ultérieurement illustré sur

la base d’un exemple.

5.2.3 Sparse ComDim

L’intérêt des poids λk exhibés par ComDim a été souligné dans Jouan-

Rimbaud Bouveresse et al. [50]. En particulier, ces auteurs ont défini une

stratégie d’analyse appelée ANOVA-ComDim qui utilise ces poids pour

évaluer l’impact de facteurs opérant sur un tableau de données. Nous

présentons une extension de ComDim qui va souligner un autre intérêt des

poids λk. Elle consiste à déterminer des composantes globales ”sparses”

en ce sens que les tableaux qui n’ont pas une contribution significative à la

détermination d’une composante donnée sont écartés de cette composante.

En d’autres termes, il s’agit de mettre à 0 les valeurs λk qui ne reflètent

pas une contribution significative.

Les méthodes dites ”sparses” ont connu un essor considérable depuis

leur introduction dans le cadre de la régression linéaire en tant que méthodes

de régularisation pour contourner le problème de colinéarité. Le principe

de base est d’imposer une contrainte de type L1 sur le vecteur des coef-

ficients de la régression linéaire. De ce fait, ceci se traduit par la mise à

0 des coefficients insignifiants. Par la suite, l’approche a été adoptée dans

le cadre des analyses multivariées telles que l’ACP [31, 32], la régression

PLS [51], l’analyse discriminante PLS [52], etc. Dans la pratique, il s’est

avéré que ces méthodes conduisent à des modèles parcimonieux, dont les
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résultats sont plus faciles à interpréter que ceux des modèles standards.

Pour autant, la performance de ces modèles en termes de prédiction, par

exemple, n’est pas affectée de manière significative.

Dans le cadre de ComDim, la sparsité porte sur les poids λk (k =

1,2, ...,K). Cela signifie que les poids associés aux tableaux qui ont

une contribution non significative à la définition de la composante glob-

ale seront mis à zéro.

Nous reformulons la recherche d’un modèle sparse pour ComDim sous

forme d’un problème de maximisation basé sur une idée très intuitive.

Pour cela, nous nous inspirons de la stratégie basée sur le principe dit

”soft-thresholding” (seuillage doux).

Dans un premier temps, nous proposons un nouveau critère de détermination

des composantes globales et par blocs pour ComDim. Par suite, ce critère

sera adapté pour définir la méthode ”Sparse ComDim”.

Nous proposons de chercher des paramètres λk (k = 1,2, ...,K) vérifiant

la contrainte
∑∑∑K

k=1 λ
2
k = 1, une composante globale t (||t|| = 1) et des

composantes par blocs tk =XkX
>
k t de manière à maximiser la quantité:

K∑∑∑
k=1

λkcov(tk, t) (5.8)

Pour t fixé, nous avons tk = XkX
>
k t. D’après le théorème de Cauchy-

Schwarz, les paramètres λk qui réalisent le maximum du critère ci-dessus

sont donnés par λk = αcov(tk, t) où α est un scalaire que nous fixons

en considérant la contrainte imposée à λk (k = 1,2, ...,K). Il s’ensuit

que: α = 1√∑K
l=1 cov

2(tl,t)
. En remplaçant λk par sa valeur dans le critère
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à maximiser, nous obtenons la quantité
√∑K

k=1 cov
2(tk, t).

La maximisation de cette quantité par rapport à t et tk est équivalente

à la maximisation de la quantité
∑∑∑K

k=1 cov
2(tk, t). Nous retrouvons,

par conséquent, le même critère qui permet de définir ComDim. Ainsi,

l’algorithme qui permet de résoudre le problème de maximisation ci-dessus

est le suivant:

0. Initialisation de t avec ||t|| = 1;

1. tk =XkX
>
k t;

2. λk = cov(tk, t);

3. λk = λk/
√∑K

l=1 λ
2
l , avec

∑∑∑K
l=1 λ

2
l 6= 0;

4. t =
∑∑∑K

k=1 λktk: composante globale;

5. t = t/||t||;

6. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

Il est clair que la standardisation des coefficients λk (étape 3) n’a aucune

incidence sur le calcul de t du fait de la standardisation opérée à l’étape

5. En d’autres termes, l’algorithme basé sur le nouveau critère conduit

exactement à la même solution que l’algorithme de base de ComDim.

Comme indiqué ci-dessus, ce critère peut être adapté assez facilement

pour établir une procédure Sparse ComDim. Considérons le critère de

maximisation suivant:

K∑∑∑
k=1

λksup [cov(t, tk)− τ,0] (5.9)
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où τ est un paramètre de sparsité fixé. Nous imposons les mêmes con-

traintes que pour le critère de ComDim, à savoir
∑∑∑K

k=1 λ
2
k = 1, ||t|| = 1

et tk = XkX
>
k t. La motivation derrière ce critère est très claire. Le

paramètre τ définit un seuil en deçà duquel la covariance entre t et tk est

considérée comme pouvant être insignifiante et, par conséquent, remplacée

par zéro. Pour t fixée et d’après le théorème de Cauchy-Schwarz, nous

avons:

λk = αsup [cov(t, tk)− τ,0] (5.10)

D’après la contrainte d’orthogonalité, il vientα = 1√∑K
l=1{sup[cov(t, tl)−τ, 0]}2

.

Si maintenant, nous supposons λk (k = 1,2, ...,K) fixés, nous pouvons

remarquer que:

K∑∑∑
k=1

λksup [cov(t, tk)− τ,0] =
K∑∑∑
k=1

λk [cov(t, tk)− τ ] (5.11)

En effet, il est facile de vérifier que cette relation est vraie dans le cas où

sup [cov(t, tk)− τ,0] = cov(t, tk) − τ ou, alternativement, dans le

cas où sup [cov(t, tk)− τ,0] = 0. Il s’ensuit que nous sommes conduits

à maximiser:

K∑∑∑
k=1

λkcov(t, tk)− τ
K∑∑∑
k=1

λk =
1

n
t>

K∑∑∑
k=1

λktk − τ
K∑∑∑
k=1

λk (5.12)

Par conséquent, toujours d’après le théorème de Cauchy-Schwarz, ce maxi-

mum est réalisé par t proportionnel à
∑∑∑K

k=1 λktk. En résumé, l’algorithme

proposé pour Sparse ComDim est le suivant:
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0. Initialisation de t avec ||t|| = 1;

1. tk =XkX
>
k t: composante par bloc;

2. λk = sup [cov(t, tk)− τ, 0] pour k = 1, 2, ..., K;

3. λk = λk/
√∑K

l=1 λ
2
l , avec

∑∑∑K
l=1 λ

2
l 6= 0;

4. t =
∑∑∑K

k=1 λktk: composante globale;

5. t = t/||t||;

6. Réitération du processus à partir de l’étape 1, jusqu’à convergence.

Étant donné que:

cov(t, tk) =
1

n
t>XkX

>
k t ≤

1

n
||t||2× ||XkX

>
k || =

1

n
(5.13)

une manière simple et empirique pour sélectionner le paramètre τ con-

siste à parcourir l’intervalle [0, 1
n
] avec un pas d’incrémentation de 0.02,

par exemple. Pour chaque valeur de τ , on compte le nombre, nτ , de

tableaux pour lesquels λk = 0 et on calcule l’inertie totale restituée par

la composante globale. Le choix de τ devrait être fait en considérant un

compromis entre nτ qu’on souhaite aussi grand que possible et une inertie

totale qu’on souhaite préserver au maximum. En pratique, il n’est pas

nécessaire de parcourir tout l’intervalle [0, 1
n
] car à partir d’une certaine

valeur, tous les poids sont mis à 0, indiquant que le seuil fixé est trop élevé.

Tous ces aspects seront illustrés sur la base d’exemples.
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5.2.4 Sparse ComDim-PCA

Comme indiqué ci-dessus, ComDim-PCA consiste à analyser un tableau

de données X en considérant que chaque variable forme un tableau et,

par la suite, appliquer ComDim aux tableaux ainsi formés. La proposition

d’une version ”sparse” pour ComDim-PCA est facile. Soit t la composante

globale. La composante tk associée à {xk} est donnée par:

tk = xkx
>
k t = n× cov(xk, t)xk. (5.14)

La covariance entre t et tk est donnée par:

cov(t, tk) = n× cov2(xk, t). (5.15)

En appliquant l’algorithme général de Sparse ComDim à ce cas particulier,

nous sommes conduits à l’algorithme suivant.

0. Initialisation de t avec ||t|| = 1;

1. tk = xkx
>
k t;

2. λk = sup
[
n× cov2(xk, t)− τ,0

]
;

3. λk = λk/
√∑K

l=1 λ
2
l , avec

∑∑∑K
l=1 λ

2
l 6= 0;

4. t =
∑∑∑K

k=1 λktk;

5. t = t/||t||;

6. Réitération du processus à partir de l’étape 1, jusqu’à convergence.
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5.2.5 ComDim-Quali: ComDim appliquée à des variables qualitatives

Nous proposons d’adapter ComDim à l’analyse d’un ensemble de vari-

ables qualitatives. Pour cela, chaque variable est exprimée sous forme d’un

tableau disjonctif complet. Un pré-traitement (centrage et standardisa-

tion) est appliqué à chacun de ces tableaux. Par la suite, nous appliquons

la méthode ComDim.

Soit Z une variable qualitative ayant q modalités. Nous indiquons

également par Z le tableau disjonctif complet dont les colonnes sont les

q indicatrices des modalités de Z. S’agissant d’une variable binaire, la

moyenne d’une colonne est égale à p, qui est la proportion d’individus

qui ont pris la modalité associée à la colonne en considération (c’est-à-

dire, la proportion de 1 dans la colonne). Le pré-traitement que nous

opérons sur le tableau Z consiste à centrer chaque colonne et la diviser

par la racine carrée de cette moyenne (c’est-à-dire, proportion de 1 dans

la colonne). De manière formelle, à la colonne zj, indicatrice de la j ème

modalité, nous associons la colonne xj =
zj−pj√
pj

où pj est la proportion

de 1 dans zj. Ce pré-traitement est très courant pour les méthodes liées

à l’analyse des correspondances multiples (ACM). En effet, il arrive sou-

vent que certaines modalités soient davantage observées que d’autres, ce

qui pourrait conduire, en l’absence d’une standardisation, à ce que les

modalités sur-représentées jouent un rôle prépondérant au détriment des

modalités sous-représentées [19].

En présence d’un ensemble de variables qualitatives, la méthode ComDim-

Quali consiste à appliquer ComDim aux tableaux Xk obtenus par codage
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disjonctifs complets suivi d’une standardisation selon la procédure indiquée

ci-dessus. De la même manière, nous pouvons appliquer la procédure de

sparsité conduisant ainsi à une méthode Sparse ComDim-Quali.

5.3 Illustrations

5.3.1 Simulation

Nous reprenons le même schéma de simulation que dans le chapitre

3. Nous considérons deux variables orthogonales d1 et d2, et nous for-

mons quatre tableaux X1 à X4 portant sur cinquante individus et qui

sont définis comme suit: X1 = [d1, d1, d1, d1, d1], X2 = X3 = X4 =

[d2, randn(4)] où randn(4) désigne quatre variables aléatoires normale-

ment distribuées. Dans chaque tableau, nous rajoutons 20% de bruit aux

variables d1 et d2. Nous pré-traitons ensuite ces tableaux puis, nous les

soumettons à la méthode ComDim et Sparse ComDim avec différentes

valeurs du paramètre τ (τ = 0.02, τ = 0.04 et τ = 0.06).

Le tableau 5.1 donne, pour les deux premières dimensions, les corrélations

entre la composante globale et les composantes par bloc associées à la

méthode ComDim (τ = 0) et Sparse ComDim (pour τ = 0.02). Lorsque

τ = 0 ou τ = 0.02, il y a une parfaite corrélation entre la première

composante globale et la composante associée au tableau X1. Quant à la

deuxième composante, elle est très fortement corrélée avec les composantes

associées aux tableaux X2, X3 et X4.

Les pourcentages d’inerties restituées par les deux premières composantes

globales en fonction du paramètre τ , ainsi que le nombre, nτ , de tableaux
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dont les contributions à la détermination des deux premières dimensions

sont mises à zéro sont présentés sur la figure 5.2. Pour τ = 0 (c’est-à-dire,

ComDim), aucun tableau n’est mis à zéro pour les deux premières dimen-

sions. Cependant, nous notons une très faible contribution des tableaux

X2, X3 et X4 pour la détermination de la première dimension et du

tableau X1 pour la deuxième dimension. En passant à τ = 0.02, les

contributions des trois tableaux X2, X3 et X4 pour la détermination de la

première dimension sont toutes mises à zéro, de même que la contribution

du tableau X1 pour la détermination de la deuxième dimension. Il est

important de souligner que cette simplification s’opère sans perte d’inertie

restituée (25.17%) pour la première composante globale. De même, pour la

deuxième composante globale, l’inertie restituée reste constante à 16.65%.

Tab. 5.1: Données simulées: corrélations entre la composante globale et les composantes
par bloc pour les méthodes ComDim (τ = 0) et Sparse ComDim (τ = 0.02).

Dimension 1 Dimension 2

X1 X2 X3 X4 X1 X2 X3 X4

τ = 0 1 0.28 0.21 0.18 0.37 0.95 0.95 0.95

τ = 0.02 1 0.28 0.21 0.18 0.37 0.95 0.95 0.95
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Fig. 5.2: Pourcentages d’inerties restituées par les deux premières dimensions de ComDim
(τ = 0) et Sparse ComDim (τ = 0.02, τ = 0.04, τ = 0.06) et le nombre,
nτ , de tableaux dont les contributions sont mises à zéro pour les deux premières
dimensions.

5.3.2 Etude de cas: Données de ”pommes de terre”

Nous reprenons les données de pommes de terre présentées par Thybo

et al. [30]. Vingt variétés de pommes de terre ont été analysées après un

mois de stockage et six autres variétés ont été analysées après huit mois de

stockage. Des mesures expérimentales ont été faites sur ces variétés, con-
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duisant à l’obtention de huit tableaux. Le premier tableau,X1, contient les

mesures chimiques (nommé ”chemical”), le deuxième tableau, X2, contient

les mesures de la compression uniaxiale (”compression”) de ces variétés de

pommes de terre. Les six tableaux, X3 à X8, portent sur les courbes de re-

laxation Time Domain (TD)-NMR (CMPG et FID) et des mesures faites

à partir de la spectroscopie par proche infrarouge (NIR), avant et après

cuisson. Les tableaux X3 à X8 sont respectivement nommés ”cpmg”,

”nir”, ”cpmg.cooked”, ”nir.cooked”, ”fid” et ”fid.cooked”. Ces différents

tableaux ont été pré-traités puis soumis à la méthode ComDim et Sparse

ComDim, avec différentes valeurs du paramètre de sparsité τ .

Le tableau 5.2 montre les corrélations entre la composante globale

et les composantes par bloc pour les deux premières dimensions de la

méthode ComDim et Sparse ComDim. De ce tableau, il est clair que

la première dimension des méthodes ComDim (τ = 0) et Sparse ComDim

(τ = 0.05, τ = 0.1 et τ = 0.15) est bien corrélée avec les com-

posantes par bloc associées à tous les tableaux à l’exception de ”cpmg” et

”cpmg.cooked”. De même, il existe une bonne corrélation entre la deuxième

composante globale de ComDim et Sparse ComDim avec les composantes

par bloc associées à tous les tableaux, sauf pour les tableaux ”compression”

et ”fid.cooked”.

La figure 5.3 présente les pourcentages d’inerties restituées par les deux

premières dimensions de ComDim (τ = 0) et Sparse ComDim (τ =

0.05, τ = 0.1, τ = 0.15) et le nombre, nτ , de tableaux dont les contri-

butions sont mises à zéro pour la détermination des deux premières dimen-

sions. A partir de cette figure, nous notons que plus nous incrémentons la
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valeur du paramètre de sparsité, τ , plus le nombre, nτ , de tableaux dont la

contribution pour la détermination des deux premières dimensions est mise

à zéro augmente, avec une légère diminution de l’inertie restituée par les

deux premières dimensions. De manière très précise, lorsque τ = 0 (c’est-

à-dire, pour la méthode ComDim), aucun des tableaux n’a une contribution

nulle pour la détermination des deux premières dimensions. Toutefois, il est

à noter une très faible contribution des tableaux ”cpmg” et ”cpmg.cooked”

pour la détermination de la première dimension et ”compression”, ”fid” et

”fid.cooked” pour la détermination de la deuxième dimension (résultats

non reproduits). Lorsque nous passons à τ = 0.05, les contributions de

ces tableaux marginaux tombent à zéro. De plus, nous notons une très

faible contribution du tableau ”chemical” qui s’annule lorsque nous pas-

sons à τ = 0.1. A τ = 0.15, trois tableaux sont mis à zéro sur la première

dimension et cinq sur la deuxième dimension. Avec ce degré de sparsité, il

résulte que seuls les tableaux ”fid” et ”fid.cooked” déterminent la première

dimension alors que la deuxième dimension est déterminée par les tableaux

”cpmg” et ”cpmg.cooked”. Pour ce qui est de l’inertie restituée par les deux

premières dimensions, elle décrôıt légèrement de 32.36% (τ = 0) à 31.09%

(τ = 0.15) pour la première dimension et de 25.32% (τ = 0) à 24.62%

(τ = 0.15) pour la deuxième dimension.
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Tab. 5.2: Données de pommes de terre: corrélations entre la composante globale et
les composantes par bloc pour les deux premières dimensions de la méthode
ComDim (τ = 0) et Sparse ComDim (τ = 0.05, τ = 0.1, τ = 0.15).

Dimension 1 Dimension 2

τ = 0 τ = 0.05 τ = 0.1 τ = 0.15 τ = 0 τ = 0.05 τ = 0.1 τ = 0.15

chemical 0.81 0.80 0.79 0.78 0.67 0.67 0.66 0.65

compression 0.51 0.50 0.48 0.46 0.31 0.31 0.30 0.31

cpmg 0.14 0.13 0.12 0.10 0.85 0.87 0.90 0.93

nir 0.71 0.70 0.68 0.66 0.66 0.65 0.62 0.58

cpmg.cooked 0.38 0.42 0.45 0.49 0.93 0.92 0.89 0.85

nir.cooked 0.80 0.79 0.78 0.76 0.75 0.74 0.72 0.68

fid 0.97 0.97 0.98 0.98 0.60 0.59 0.58 0.56

fid.cooked 0.96 0.96 0.96 0.96 0.20 0.20 0.21 0.24

Fig. 5.3: Pourcentages d’inerties restituées par les deux premières dimensions de ComDim
(τ = 0) et Sparse ComDim (τ = 0.05, τ = 0.1, τ = 0.15) et le nombre, nτ ,
de tableaux dont les contributions sont mises à zéro pour la détermination de
ces deux dimensions.
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5.3.3 ComDim-PCA et Sparse ComDim-PCA: données sensorielles

A travers cette étude de cas, l’objectif est d’illustrer sur la base des

données réelles deux aspects importants:

• l’application de ComDim-PCA à un tableau de données et la com-

paraison des résultats de cette méthode avec ceux de l’analyse en com-

posantes principales (ACP);

• l’application de Sparse ComDim-PCA et la comparaison des résultats

obtenus avec ceux de la méthode Sparse PCA.

Les données concernent l’évaluation sensorielle de 18 mousses de poisson

selon 17 variables sensorielles (tableau 5.3). L’évaluation consiste à at-

tribuer à chaque mousse de poisson, une note allant de 0 à 9. Cette note

exprime l’intensité perçue pour chaque variable sensorielle. Par exemple,

une note de 0 signifie que la variable n’est pas perçue et une note de 9,

signifie qu’elle est extrêmement perçue. Les notes moyennes attribuées par

les juges sont consignées dans un tableau de dimension 18 × 17 sur lequel

sont effectuées les analyses ci-après.
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Tab. 5.3: Données sensorielles: description des 17 variables sensorielles.

Variables Libellé court Variables Libellé court

Lisse au toucher TLISS Humidité en bouche BHUMI

Humidité au toucher THUMI Huile en bouche BHUIL

Collant au toucher TCOLL Gras en bouche BGRAS

Fermeté au toucher TFERM Mousse en bouche BMOUS

Déformable au toucher TDEFO Fermeté en bouche BFERM

Cassant au toucher TCASS Morceaux en bouche BMORC

Gras au toucher TGRAS Râpeux en bouche BRAPE

Fermeté au couteau CFERM Collant en bouche BCOLL

Collant au couteau CCOLL

Nous avons appliqué ComDim-PCA à ce tableau de données. A titre

de comparaison, nous avons aussi appliqué une ACP standardisée.

Le tableau 5.4 présente les pourcentages d’inerties restituées par les cinq

premières composantes de ComDim-PCA et de l’ACP. Les pourcentages

d’inerties restituées par les deux premières composantes de ComDim-PCA

sont respectivement égaux à 53.37% et 26.76%. Ces pourcentages sont

très légèrement inférieurs à ceux associés aux deux premières composantes

principales de l’ACP qui sont respectivement 53.73% et 26.89%. Cette

différence est très insignifiante et tout à fait prévisible car l’ACP vise à

optimiser ce critère (c’est-à-dire, la restitution maximale de l’inertie pour

la première composante principale).
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Tab. 5.4: Données sensorielles: pourcentages d’inerties restituées par les cinq premières
dimensions de ComDim-PCA et de l’ACP.

Dim. 1 Dim. 2 Dim. 3 Dim. 4 Dim. 5

ComDim-PCA 53.37 26.76 5.64 4.51 2.67

ACP 53.73 26.89 6.25 4.38 2.65

Le tableau 5.5 donne les corrélations des variables avec les deux premières

composantes de ComDim-PCA et de l’ACP. Comme nous pouvons le re-

marquer, les résultats des deux méthodes se recoupent dans une large

mesure. Sur la première dimension, nous pouvons voir que les mousses de

poisson qui sont fermes au toucher, le sont aussi en bouche et au couteau

et se morcellent facilement en bouche. Par contre, ces mousses de poisson

ne sont pas lisses, collants, déformables et gras au toucher. Ils ne sont

non plus collants au couteau et en bouche et huileux en bouche. Sur la

deuxième dimension, il apparâıt que les mousses de poisson qui sont gras

au toucher le sont aussi en bouche et sont huileux en bouche. Ils s’opposent

à ceux qui sont humides au toucher puis humides, mousseux et râpeux en

bouche.
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Tab. 5.5: Données de sensorielles: corrélations des variables avec les deux premières com-
posantes de ComDim-PCA et les deux premières composantes principales de
l’ACP.

Variables Dimension 1 Dimension 2

ComDim-PCA ACP ComDim-PCA ACP

TLISSE 0.68 0.67 0.20 0.28

THUMIDE 0.05 -0.04 0.98 0.97

TCOLLANT 0.84 0.87 −0.50 -0.43

TFERME −0.94 −0.91 -0.23 -0.32

TDEFORMABL 0.94 0.90 0.28 0.37

TCASSANT -0.42 -0.47 0.48 0.45

TGRAS 0.74 0.79 −0.57 −0.52

CFERME −0.89 −0.86 -0.36 -0.44

CCOLLANT 0.79 0.82 -0.40 -0.36

BHUMIDE 0.33 0.28 0.85 0.85

BHUILEUX 0.62 0.69 −0.53 −0.50

BGRAS 0.75 0.80 −0.58 −0.53

BMOUSSEUX 0.70 0.66 0.54 0.60

BFERME −0.94 −0.91 -0.28 -0.38

BMORCEAUX −0.95 −0.92 -0.18 -0.28

BRAPEUX 0.04 -0.02 0.61 0.61

BCOLLANT 0.81 0.85 -0.43 -0.37

La figure 5.4a représente le cercle de corrélations des variables sen-

sorielles avec les deux premières composantes de ComDim-PCA. La fig-
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ure 5.4b donne la représentation des mousses de poisson sur la base des

deux premières composantes de ComDim-PCA. Les figures 5.4c et 5.4d

présentent respectivement le cercle de corrélations et la configuration des

mousses de poisson correspondant aux deux premières composantes prin-

cipales de l’ACP.

A première vue, les résultats obtenus à l’aide des deux méthodes d’analyses

semblent très concordants. Ceci est corroboré par le fait que le coefficient

RV entre les deux configurations des mousses de poisson sur les figures 5.4b

et 5.4d est égal à 0.96.

Pour illustrer la méthode Sparse ComDim-PCA, nous l’avons appliquée

aux données sensorielles à partir de différentes valeurs du paramètre de

sparsité τ (τ = 0.1, τ = 0.2). A titre de comparaison, nous avons aussi

appliqué la méthode Sparse PCA avec différentes valeurs du paramètre

’para’ (para=0.1, para=0.2). La figure 5.5 présente les pourcentages d’inerties

restituées par les deux premières dimensions et le nombre de tableaux dont

les contributions pour la détermination des deux premières dimensions

sont mises à zéro. De la figure 5.5a, il vient que toute incrémentation du

paramètre de sparsité τ entrâıne une augmentation du nombre de tableaux

mis à zéro pour les deux premières dimensions. Quant à l’inertie restituée,

elle décrôıt légèrement de 53.37% (τ = 0) à 51.97% (τ = 0.2) pour la

première dimension. Pour la deuxième dimension, elle crôıt légèrement de

26.76% (τ = 0) à 27.94% (τ = 0.2). Sur la figure 5.5b, nous notons une

diminution de l’inertie restituée pour les deux premières dimensions. Elle

passe de 53.72% (para=0, c’est-à-dire ACP) à 42.55% (para=0.2) pour la

première dimension et de 26.89% à 19.44% (para=0.2) pour la deuxième di-
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(a) (b)

(c) (d)

Fig. 5.4: Données sensorielles: cercles de corrélations et représentation des mousses de
poisson sur la base des deux premières composantes de ComDim-PCA et de
l’ACP.
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mension. Cependant, nous remarquons que nous obtenons quatre zéros sur

la première dimension (para=0.1) puis trois zéros par la suite (para=0.2).

Ceci suggère de retenir comme valeur optimale du paramètre ’para’, la

valeur 0.1.

Du fait que les méthodes Sparse ComDim-PCA et Sparse PCA visent

la même finalité, mais avec des principes et paramètres différents et afin

de mieux les comparer, nous proposons de nous appuyer sur le compromis

entre le nombre de zéros produit et les pourcentages d’inerties restituées.

De ce fait, nous pouvons remarquer sur la première dimension que, pour

produire quatre zéros, la méthode Sparse ComDim-PCA restitue une in-

ertie de 51.97%, alors que Sparse PCA ne restitue que 44.06%. Sur la

deuxième dimension, pour avoir cinq zéros, Sparse PCA restitue 19.44%

d’inertie alors que Sparse ComDim-PCA restitue 26.97% (et produit six

zéros).



107

(a) ComDim-PCA & Sparse

ComDim-PCA

(b) PCA & Sparse PCA

Fig. 5.5: Données sensorielles: pourcentages d’inerties restituées par les deux premières
dimensions et le nombre de tableaux dont les contributions pour la détermination
des deux premières dimensions sont mises à zéro: (a) ComDim-PCA (τ = 0)
et Sparse ComDim-PCA (τ = 0.1, τ = 0.2); (b) PCA (para = 0) et Sparse
PCA (para = 0.1, para = 0.2).

5.3.4 ComDim-Quali

Les données ayant servi à l’illustration de la méthode ComDim-Quali

sont décrites dans Saporta & Niang [53] et dans le package ”DiscriMiner”

[54]. Ces données sont relatives à l’assurance des voitures en Belgique en

1992. Elles portent sur 1106 individus et 10 variables. Le tableau 5.6 décrit

les variables qualitatives ainsi que leurs modalités.
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Tab. 5.6: Données d’assurance de véhicules: description des 10 variables et leurs
modalités.

Blocs Variables Description Modalités

X1 Claims Group variable bad, good

X2 Use Type d’usage private, professional

X3 Type Type d’assurance companies, female, male

X4 Language Langage flemish, french

X5 BirthCohort Birth Cohort

BD 1890 1949,

BD 1950 1973,

BD unknown

X6 Region Région géographique Brussels, Other regions

X7 BonusMalus Level of bonus-malus BM minus, BM plus

X8 YearSuscrip Année de souscription YS<86, YS>=86

X9 Horsepower Horsepower HP<=39, HP>=40

X10 YearConstruc
Année de construction

du véhicule
YC 33 89, YC 90 91

Nous avons pré-traité le tableau de données qualitatives comme décrit

dans la section ComDim-Quali (c’est-à-dire, centrage et standardisation

des indicatrices des modalités des différentes variables). Par la suite,

nous avons appliqué la méthode ComDim-Quali et l’Analyse des Corre-

spondances Multiples (ACM) sur les tableaux obtenus. Les pourcentages

d’inerties restituées par les cinq premières dimensions des deux méthodes

sont présentées dans le tableau 5.7. Comme nous pouvons le voir, les

résultats de ces deux méthodes se recoupent dans une large mesure. De
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plus, une conclusion similaire peut être tirée sur la base de la projection

des modalités et des variables dans le plan formé par les deux premières

dimensions des deux méthodes (figure 5.6).

Tab. 5.7: Pourcentages d’inerties restituées par les cinq premières dimensions de la
méthode ComDim-Quali et ACM.

Dim. 1 Dim. 2 Dim. 3 Dim. 4 Dim. 5

ComDim-Quali 21.76 12.30 8.56 8.69 8.38

ACM 23.27 14.21 10.96 9.02 8.25

Le tableau 5.8 présente les corrélations entre la composante globale et

les composantes par bloc pour les deux premières dimensions de la méthode

ComDim-Quali. A partir de ce tableau, nous notons une forte corrélation

entre la première composante globale et les composantes associées aux

tableaux X1 (Claims), X5 (BirthCohort), X7 (BonusMalus) et X8 (Year-

Suscrip). Quant à la deuxième dimension, elle est fortement corrélée avec

les composantes associées aux tableauxX2 (Use) etX3 (Type). Ce tableau

confirme bien la projection des variables dans le plan formé par les deux

premières dimensions de la méthode ComDim-Quali (figure 5.6c).

Tab. 5.8: Corrélations entre la composante globale et les composantes par bloc pour les
deux premières dimensions de la méthode ComDim-Quali.

X1 X2 X3 X4 X5 X6 X7 X8 X9 X10

Dim. 1 0.90 0.24 0.18 0.18 0.57 0.32 0.90 0.60 0.11 0.28

Dim. 2 0.07 0.61 0.98 0.10 0.43 0.04 0.13 0.07 0.14 0.03
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(a) (b)

(c) (d)

Fig. 5.6: Projection des modalités et des variables dans le plan formé par les deux
premières composantes de ComDim-Quali et de l’ACM.

5.3.5 Sparse ComDim-Quali

L’objectif de cette étude de cas est de se focaliser sur la stratégie de

sparsité de la méthode ComDim-Quali. Nous avons considéré les données

d’une étude qui a été menée auprès de 300 personnes pour étudier leurs

usages et habitudes concernant la consommation du thé. Ainsi, 18 ques-
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tions leurs ont été posées. Les données de cette étude sont consignées

dans un tableau X de dimension 300 × 18 et disponibles dans le pack-

age ”FactoMineR” [55]. Après avoir pré-traité ce tableau, nous l’avons

appliqué la méthode Sparse ComDim-Quali. La figure 5.7 présente les

pourcentages d’inerties restituées par les deux premières dimensions de

ComDim-Quali (τ = 0) et Sparse ComDim-Quali (τ = 0.1, τ = 0.2) et

le nombre de tableaux, nτ , dont les contributions sont mises à zéro pour

ces deux premières dimensions. Comme pour les autres versions sparses

abordées plus haut (Sparse ComDim et Sparse ComDim-PCA), au fur et à

mesure qu’on incrémente la valeur du paramètre de sparsité τ , le nombre

de tableaux qui se mettent à zéro crôıt. Par exemple, lorsqu’on applique

la méthode ComDim-Quali, aucun tableau n’est mis à zéro pour les deux

premières dimensions. Mais lorsque τ = 0.2, les contributions de cinq

tableaux sont mises à zéro pour la détermination de la première dimen-

sion. De même, les contributions de deux tableaux sont mises à zéro pour

la détermination de la deuxième dimension. Pour ce qui est de l’inertie

restituée, elle est invariante sur les deux premières dimensions.
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Fig. 5.7: Pourcentages d’inerties restituées par les deux premières dimensions de
ComDim-Quali (τ = 0) et Sparse ComDim-Quali (τ = 0.1, τ = 0.2) et le
nombre de tableaux, nτ , dont les contributions sont mises à zéro.

5.4 Discussion et conclusion

La méthode ComDim est initialement conçue pour être appliquée à des

données multiblocs quantitatives. Dans ce chapitre, nous avons élargi ce

champ d’application en proposant plusieurs variantes.

Dans un premier temps, nous avons étudié le cas particulier où chaque
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tableau de données est réduit à une seule variable. En appliquant ComDim,

nous avons défini une méthode appelée ComDim-PCA. En pratique, cette

méthode a conduit à des résultats qui se recoupent dans une large mesure

avec ceux de l’ACP.

Nous avons remarqué que l’ACP multiblocs vise à maximiser la somme

des covariances entre la composante globale et les composantes par bloc

alors que la méthode ComDim maximise la somme des covariances au carré

entre la composante globale et les composantes par bloc. Nous pourrions

penser à une extension consistant à considérer une puissance plus élevée.

Formellement, nous serons amenés à maximiser
∑∑∑K

k=1 cov
α(t, tk), où t

(resp., tk) est la composante globale (resp., par bloc) et α est un entier

supérieur ou égal à 1. Pour α = 1, nous sommes conduits à MB-PCA et

pour α = 2, nous retrouvons ComDim. De même, nous savons que l’ACP

d’un tableau X = [x1, x2, ..., xp] consiste à trouver une composante, t,

de manière à maximiser
∑∑∑p

j=1 cov
2(xj, t). Nous avons aussi vu que

ComDim-PCA vise à maximiser
∑∑∑p

j=1 cov
4(xj, t). Là aussi, nous sommes

en mesure de nous interroger sur l’intérêt (et la résolution) du problème

consistant à maximiser
∑∑∑p

j=1 cov
2α(xj, t), où α est un entier naturel

supérieur ou égal à 1.

Dans un deuxième temps, nous avons proposé une version ”sparse”

pour les méthodes ComDim, ComDim-PCA et ComDim-Quali, que nous

avons respectivement désigné par Sparse ComDim, Sparse ComDim-PCA

et Sparse ComDim-Quali. L’objectif de cette stratégie est d’obtenir des

modèles parcimonieux pour faciliter l’interprétation des résultats. De manière

spécifique, les tableaux de données qui ne contribuent pas significativement
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à la détermination d’une dimension donnée sont ignorés pour cette dimen-

sion. L’application de la méthode Sparse ComDim-PCA sur des données

réelles a donné des résultats plus satisfaisants que ceux de la méthode

Sparse PCA. Toutefois, il est à noter que contrairement à la méthode Sparse

PCA pour laquelle la contrainte de sparsité est imposée sur le vecteur de

loadings, pour les méthodes Sparse ComDim, Sparse ComDim-PCA et

Sparse ComDim-Quali, la contrainte de sparsité est imposée sur les poids

spécifiques. Il serait donc intéressant d’explorer ultérieurement, la double

sparsité au niveau de ces trois dernières méthodes. De manière plus claire,

cette double sparsité se traduira par le fait d’imposer la contrainte de spar-

sité non seulement sur les poids spécifiques, mais également sur les vecteurs

de loadings. Ce qui permettrait d’avoir des modèles beaucoup plus parci-

monieux que ceux des méthodes Sparse ComDim, Sparse ComDim-PCA

et Sparse ComDim-Quali.

Dans un troisième temps, nous avons proposé une variante de la méthode

ComDim qui s’applique à un tableau de données qualitatives. Nous avons

appelé cette variante, ComDim-Quali. Sur un jeu de données réelles, les

résultats de cette méthode semblent se recouper avec ceux de l’ACM. A

l’avenir, il serait intéressant d’étendre la méthode ComDim à d’autres sit-

uations courantes. Cette extension concernera l’analyse de données mixtes

(c’est-à-dire, un mélange de variables quantitatives et qualitatives).
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Développements autour de la méthode MB-WCov

6.1 Introduction

Dans le chapitre 4, nous avons introduit la méthode MB-WCov comme

alternative à la régression PLS multiblocs (MB-PLS). Nous présentons dans

ce chapitre de nouvelles propriétés de cette méthode. Nous en présentons

aussi une version ”sparse” et nous l’appliquons à des cas particuliers où,

par exemple, les tableaux Xk et/ou le tableau Y sont formés d’une seule

variable.

En fin de chapitre, les différentes stratégies d’analyse sont illustrées sur

la base de données réelles.

6.2 Méthodes

6.2.1 Relation entre deux tableaux X et Y

El Ghaziri et Qannari [45] ont étudié les propriétés de plusieurs in-

dices d’association entre deux tableaux X et Y . Parmi ces indices, nous

nous intéressons en particulier à deux d’entre eux: l’indice de corrélation
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multivariée et le coefficient RV.

Soit deux tableaux X (n× p) et Y (n× q) portant sur les mêmes n

individus et supposés être centrés. Nous désignons par:

VXY = 1
n
X>Y , la matrice de covariance entre X et Y ,

VY X = V >XY = 1
n
Y >X, la matrice de covariance entre Y et X,

VX = 1
n
X>X, la matrice de variance-covariance de X et

VY = 1
n
Y >Y , la matrice de variance-covariance de Y .

Dans un premier temps, nous supposons que les deux tableaux X et

Y , en plus de porter sur les mêmes n individus, portent également sur les

mêmes p variables. L’indice de covariance multivariée entre X et Y est

défini par:

C(X,Y ) = trace(VXY ) =

p∑∑∑
j=1

cov(xj, yj) (6.1)

où xj et yj sont respectivement la j ème variable de X et de Y .

La version standardisée de cet indice nous permet de définir l’indice de

corrélation multivariée:

ρ(X,Y ) =
trace(VXY )√

trace(VX)
√
trace(VY )

=
trace(X>Y )√
||X||

√
||Y ||

(6.2)

L’indice de corrélation multivariée varie entre -1 et 1. Il est égal à -1 ou

1 si la j ème variable de X est colinéaire à la j ème variable de Y (j =

1,2, ..., p). Il vaut 0 si la j ème variable de X est orthogonale à la j ème

variable de Y (j = 1,2, ..., p).

Un autre indice permettant de mesurer le degré de liaison entre les
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variables de deux tableaux X et Y est l’indice noté CovV [39]. Con-

trairement à l’indice de corrélation multivariée, cet indice ne requiert pas

que les deux tableaux X et Y portent sur les mêmes variables. Il est défini

par:

CovV (Y,X) = trace(VY XVXY ) =
1

n2
trace(Y >XX>Y ). (6.3)

CovV (Y,X) exprime la covariation totale entre les tableaux Y et X. En

remarquant que trace(Y >XX>Y ) = trace(XX>Y Y >) et en util-

isant les relations XX> =
∑∑∑p

i=1 xix
>
i et Y Y > =

∑∑∑q
j=1 yjy

>
j , avec xi

et yj, la ième variable de X et la j ème variable de Y respectivement, nous

pouvons déduire la propriété suivante:

CovV (Y,X) =

p∑∑∑
i=1

q∑∑∑
j=1

cov2(xi, yj). (6.4)

Ainsi, il apparâıt que CovV (Y,X) reflète la force de la liaison des vari-

ables de Y avec celles de X; la force de la liaison étant mesurée par la

covariance. Dans la suite, nous référons à CovV (Y,X) comme l’indice

de covariation entre X et Y .

En particulier, nous avons:

CovV (X,X) =

p∑∑∑
i=1

p∑∑∑
l=1

cov2(xi, xl). (6.5)

Nous notons CovV (X,X) par V arV (X). Cet indice reflète la force de

la liaison entre les variables de X.

Comme CovV (Y,X) = trace(VY XVXY ), nous avons:
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CovV (Y,X) =
∑∑∑

lµl, où µl sont les valeurs propres de la matrice

VY XVXY . De même, nous avons V arV (X) =
∑∑∑

i λ
2
i , où λi sont les

valeurs propres de la matrice VX . Ainsi, il apparâıt que V arV est intime-

ment lié à l’inertie du tableau X qui est, rappelons-le, égale à
∑∑∑

i λi.

La version standardisée de CovV est donnée par le coefficient RV :

RV (X,Y ) =
CoV (X,Y )√

V arV (X)
√
V arV (Y )

=
trace(Y >XX>Y )√

trace((X>X)2)trace((Y >Y )2)
. (6.6)

Ce coefficient varie de 0 à 1. Il est égal à 0 si toutes les variables de X sont

orthogonales à toutes les variables de Y . Il est égal à 1 si les variables de

X et celles de Y peuvent être ajustées par une rotation et multiplication

par un scalaire [45].

L’étude de l’indice CovV (X,Y ) ainsi que sa version standardisée,

RV (X,Y ), est particulièrement importante pour MB-WCov et la régression

MB-PLS car, comme nous l’avons vu, ces méthodes visent à restituer de

proche en proche la somme des indices de covariation entre, d’un côté, les

tableaux prédictifs et, de l’autre côté, le tableau à prédire. Nous allons,

par la suite, exhiber de nouvelles propriétés de CovV qui sont davantage

en rapport avec le problème de prédiction.

Considérons une variable y centrée qui peut être manifeste (c’est-à-dire,

observable) ou latente. Nous avons:

CovV (y,X) =

p∑∑∑
i=1

cov2(y,xi). (6.7)
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Nous savons aussi que:

CovV (y,X) =
1

n2
trace(y>XX>y)

=
1

n2
y>XX>y =

1

n
y>t = cov(y, t) (6.8)

où t = 1
n
XX>y. De là, nous pouvons faire deux remarques importantes.

La première remarque est que t est proportionnelle à la première com-

posante PLS de y sur X. En effet,

t =
1

n
XX>y =

1

n

p∑∑∑
i=1

xix
>
i y =

p∑∑∑
i=1

cov(xi, y)xi. (6.9)

La deuxième remarque est que, d’après le théorème de Cauchy-Schwarz,

la quantité CovV (y,X) = cov(y, t) atteint son maximum lorsque y et

t sont colinéaires. Cela signifie, en particulier, que y est complètement

prédite par sa première composante PLS.

Par ailleurs, le fait que y et t soient colinéaires se traduit par:

t =
1

n
XX>y = αy (6.10)

où α est un scalaire. Cela signifie que y est vecteur propre de 1
n
XX> ou,

en d’autres termes, y est une composante principale de X (en tant que

vecteur propre de 1
n
XX>). De manière plus précise, la quantité cov(y, t)

atteint son maximum, lorsque y est la première composante principale de

X.

En résumé, il apparâıt que CovV (y,X) reflète la capacité de la vari-

able y à être prédite par la première composante PLS de y surX. CovV (y,X)
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reflète également la proximité de la première composante PLS de y sur X

avec la première composante principale de X. Nous retrouvons là, le dou-

ble objectif de PLS consistant à prédire y, d’un côté, et à restituer la

variabilité de X, d’un autre côté.

Considérons maintenant deux tableaux X et Y supposés être centrés.

Nous avons:

CovV (X,Y ) =
1

n2
trace(Y >XX>Y ) =

1

n
trace(Y >UXY ) (6.11)

où UXY = 1
n
XX>Y .

Ainsi:

CovV (X,Y ) = C(X,UXY ) =

q∑∑∑
j=1

cov(yj,
1

n
XX>yj). (6.12)

De là, nous déduisons que CovV (X,Y ) mesure la capacité des variables

yj à être prédites par leurs premières composantes PLS respectives sur X.

6.2.2 Données multiblocs ”K+1”

Considérons K tableaux X1,X2, ...,XK , chacun de dimension n ×

pk (k = 1,2, ...,K) et un tableau Y (n × q). Tous ces tableaux por-

tent sur les mêmes n individus et sont supposés être centrés et réduits (si

nécessaire). De plus, les tableaux Xk sont pré-traités en divisant chaque

tableau par sa norme. Dans la suite, nous désignons par VkY la matrice

de covariance entre Xk et Y , et par VY k = V >kY la matrice de covariance

entre Y et Xk.
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Régression MB-PLS

Dans l’objectif de restituer la quantité:

K∑∑∑
k=1

CovV (Y,Xk) =

K∑∑∑
k=1

trace(VY kVkY ) (6.13)

nous considérons le problème d’optimisation consistant à déterminer un

vecteur ν (||ν|| = 1) et un coefficient λ, de manière à minimiser le critère:

K∑∑∑
k=1

||VY kVkY−λνν>||2 =

K∑∑∑
k=1

||VY kVkY ||2−2λ
K∑∑∑
k=1

ν>VY kVkY ν+Kλ
2.

(6.14)

En dérivant le second membre de l’équation (6.14) par rapport à λ et en

annulant cette dérivée, nous obtenons: λ = 1
K

∑∑∑K
k=1 ν

>VY kVkY ν.

En remplaçant λ par sa valeur dans l’équation (6.14), nous obtenons:

K∑∑∑
k=1

||VY kVkY − λνν>||2 =

K∑∑∑
k=1

||VY kVkY ||2−
1

K

(
K∑∑∑
k=1

ν>VY kVkY ν

)2

(6.15)

Il vient alors que, minimiser cette dernière équation par rapport au vecteur

ν revient à maximiser 1
K

(∑∑∑K
k=1 ν

>VY kVkY ν
)2

, qui est équivalent à la

maximisation de ν>
(∑∑∑K

k=1VY kVkY

)
ν. S’agissant de la maximisation

d’une forme quadratique, la solution est donnée en considérant ν, comme

étant le vecteur propre de
∑∑∑K

k=1VY kVkY =
∑∑∑K

k=1Y
>XkX

>
k Y associé à

la plus grande valeur propre. Ainsi, nous sommes conduits à la régression

MB-PLS.
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Nous pouvons remarquer que:

ν>
K∑∑∑
k=1

Y >XkX
>
k Y ν =

K∑∑∑
k=1

u>tk = u>t (6.16)

où u = Y ν, tk = XkX
>
k u et t =

∑∑∑K
k=1 tk. Nous retrouvons, là, les

critères qui nous avaient permis d’introduire la régression MB-PLS dans le

chapitre 4 dévolu aux méthodes supervisées.

Nous pouvons aussi remarquer que:

K∑∑∑
k=1

u>tk = n

K∑∑∑
k=1

CovV (u,Xk). (6.17)

A partir de là, nous avions proposé l’indice:

∑K
k=1CovV (u,Xk)∑K
k=1CovV (Xk, Y )

=

∑K
k=1 u

>tk∑K
k=1CovV (Xk, Y )

=
u>t∑K

k=1CovV (Xk, Y )
(6.18)

pour mesurer l’importance de la composante t (u et tk) à restituer la

covariation entre Xk (k = 1, 2, ..., K) et Y .

MB-WCov

Dans le critère (6.14) de la section précédente, nous avons considéré

que le coefficient λ était constant. Nous proposons de relaxer cette hy-

pothèse en supposant que le coefficient λ varie d’un tableau à un autre.

Par conséquent, nous considérons le problème de minimisation suivant:

K∑∑∑
k=1

||VY kVkY − λkνν>||2 (6.19)
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sous la contrainte que ||ν|| = 1.

Nous avons:

K∑∑∑
k=1

||VY kVkY−λkνν>||2 =

K∑∑∑
k=1

||VY kVkY ||2−2
K∑∑∑
k=1

λkν
>VY kVkY ν+

K∑∑∑
k=1

λ2
k.

(6.20)

La dérivée du second membre de cette équation par rapport à λk s’annule

pour λk = ν>VY kVkY ν. Si nous remplaçons λk par sa valeur dans

l’équation (6.20), nous obtenons:

K∑∑∑
k=1

||VY kVkY − λkνν>||2 =

K∑∑∑
k=1

||VY kVkY ||2− ν>
(

K∑∑∑
k=1

λkVY kVkY

)
ν.

(6.21)

Il est clair que, minimiser le critère (6.19) revient à maximiser:

ν>
(∑∑∑K

k=1 λkVY kVkY

)
ν. Pour des valeurs fixées de λk, le vecteur opti-

mal, ν, est donné par le vecteur propre de
∑∑∑K

k=1 λkVY kVkY associé à la

plus grande valeur propre. Pour ν fixé, λk = ν>VY kVkY ν.

Ainsi, la minimisation du critère (6.19) par rapport à ν s’effectue à

partir d’un algorithme des moindres carrés alternés:

0. λk = 1 pour (k = 1,2, ...,K);

1. ν est le vecteur propre de
∑∑∑K

k=1 λkVY kVkY associé à la plus grande

valeur propre;

2. λk = ν>VY kVkY ν;

3. Réitérer le même processus à partir de l’étape 1, jusqu’à convergence.

Nous pouvons remarquer que le critère à maximiser peut également
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s’écrire sous la forme:

ν>
K∑∑∑
k=1

λkY
>XkX

>
k Y ν = n

K∑∑∑
k=1

λkcov(u, tk) = n× cov(u, t) (6.22)

où u = Y ν, tk =XkX
>
k u, t =

∑∑∑K
k=1 λktk.

Nous retrouvons les relations entre u, tk et t qui nous ont permis de définir

MB-WCov dans le chapitre 4.

6.2.3 Cas particuliers de la méthode MB-WCov

Pour introduire la méthode MB-WCov, nous avons considéré un tableau

Y que nous cherchons à prédire à l’aide K blocs de variables. Nous

considérons à présent deux cas particuliers. Le premier cas est celui où

chaque tableau est réduit à une seule variable (c’est-à-dire, Y = [y] et

Xk = [xk], k = 1, 2, ..., K).

La variable u = yν se ramène à u = y. Les composantes par bloc,

tk = xkx
>
k y = n× cov(y,xk)xk (k = 1,2, ...,K). En appliquant la

régression PLS multiblocs, nous obtenons:

t =

K∑∑∑
k=1

tk = n

K∑∑∑
k=1

cov(y,xk)xk (6.23)

Il est clair que nous retrouvons la régression PLS1. De même, en appliquant

la méthode MB-WCov, nous obtenons:

t =

K∑∑∑
k=1

λktk = n2

K∑∑∑
k=1

cov3(y,xk)xk (6.24)
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6.2.4 Sparse MB-WCov

Un des intérêts de la méthode MB-WCov est qu’elle exhibe explicite-

ment des poids spécifiques, λk (k = 1,2, ...,K), qui indiquent l’importance

de chaque tableau prédictif pour la détermination des composantes glob-

ales. Cependant, il arrive très souvent d’avoir des tableaux prédictifs avec

une contribution insignifiante. Dans le soucis de faciliter l’interprétation

des résultats, nous proposons de ramener ces contributions insignifiantes

à la valeur nulle. Cela suggère une nouvelle stratégie d’analyse que nous

désignons par Sparse MB-WCov et dont le principe est le suivant. Nous

considérons un tableau Y (n × q) à prédire à partir de K tableaux

X1,X2, ...,XK , chacun de dimension n × pk (k = 1, 2, ..., K). La

variable latente associée à Y est u = Y ν (||ν|| = 1). Les composantes

par bloc associées à Xk (k = 1, 2, ..., K) sont données par tk =

XkX
>
k u. Sparse MB-WCov consiste à trouver un vecteur normé ν (et,

par conséquent, u et tk) et des coefficients λk

(∑∑∑K
k=1 λ

2
k = 1

)
qui max-

imisent le critère:

K∑∑∑
k=1

λksup [cov(u, tk)− τ, 0] . (6.25)

Dans ce critère, τ est un seuil fixé par l’utilisateur. Il représente le paramètre

de sparsité. Pour la résolution de ce critère de maximisation, nous pouvons

remarquer que pour u fixé, nous avons tk = XkX
>
k u. D’après l’inégalité

de Cauchy-Schwarz les valeurs λk qui maximisent le critère considéré sont

données par:

λk = αsup [cov(u, tk)− τ, 0] (6.26)
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où α est une constante que nous pouvons calculer à partir de la contrainte

imposée sur λk (k = 1, 2, ..., K). Il vient: α = 1√∑K
l=1{sup[cov(u, tl)−τ, 0]}2

.

Pour λk (k = 1, 2, ..., K) fixés, le critère (6.25) peut s’écrire:

K∑∑∑
k=1

λk [cov(u, tk)− τ ] . (6.27)

En effet:

Si sup [cov(u, tk)− τ, 0] = cov(u, tk)−τ , alors λk = cov(u, tk)−τ

et donc λksup [cov(u, tk)− τ, 0] = λk [cov(u, tk)− τ ].

Si, par contre, sup [cov(u, tk)− τ, 0] = 0, alors λk = 0 et nous

obtenons λksup [cov(u, tk)− τ, 0] = λk [cov(u, tk)− τ ] (= 0).

Par conséquent, pour λk (k = 1, 2, ..., K) fixés, nous sommes conduits

à maximiser le critère:

K∑∑∑
k=1

λk [cov(u, tk)− τ ] = cov

(
u,

K∑∑∑
k=1

λktk

)
− τ

K∑∑∑
k=1

λk

=
1

n
u>

K∑∑∑
k=1

λktk − τ
K∑∑∑
k=1

λk

=
1

n
ν>Y >

K∑∑∑
k=1

λktk − τ
K∑∑∑
k=1

λk. (6.28)

Par application de l’inégalité de Cauchy-Schwarz, le vecteur ν qui maximise

cette quantité est donné par ν =
Y >

∑K
k=1 λktk

||Y >
∑K

k=1 λktk||
.

En résumé, l’algorithme permettant d’exécuter la méthode Sparse MB-

WCov est ainsi donné par:

0. Choix de manière aléatoire de ν (||ν|| = 1);

1. u = Y ν et tk =XkX
>
k u ;
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2. λk = sup [cov(u, tk)− τ, 0];

3. λk = λk/
√∑K

l=1 λ
2
l , avec

∑∑∑K
l=1 λ

2
l 6= 0;

4. t =
∑∑∑K

k=1 λktk: composante globale;

5. ν = Y >t/||Y >t||;

6. Réitération de la procédure à partir de l’étape 1, jusqu’à convergence.

Pour le choix du paramètre de sparsité, nous proposons de commencer

par τ = 0 (c’est-à-dire, MB-WCov) et incrémenter τ par pas fixé (exemple,

pas=0.01). Pour chaque valeur de τ , nous évaluons d’un côté, l’inertie de

Y restituée par la composante globale t que nous souhaitons préserver

aussi grande que possible. D’un autre côté, nous calculons le nombre de

paramètres λk mis à 0. Nous souhaitons que ce nombre soit le plus grand

possible. Ainsi le choix de τ doit réaliser un compromis entre la perte

d’inertie de Y et le nombre de paramètres λk mis à 0. Par ailleurs, comme

cov(u, t) =
1

n
u>t =

1

n
ν>Y >t ≤

1

n
||Y || (6.29)

nous en déduisons qu’il suffit de faire varier τ entre 0 et 1
n
||Y ||.

6.3 Illustrations

6.3.1 Illustration de Sparse MB-WCov

Pour illustrer la méthode Sparse MB-WCov, nous utilisons les données

de pommes de terre décrites dans le chapitre précédent [30]. Nous dis-

posons ainsi d’un tableau de données sensorielles (tableau à prédire) et
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de huit tableaux prédictifs: ”chemical”, ”compression”, ”cpmg”, ”nir”,

cpmg.cooked”, ”nir.cooked”, ”fid” et ”fid.cooked”. Nous pré-traitons ces

différents tableaux puis nous appliquons la méthode Sparse MB-WCov.

La figure 6.1 présente les pourcentages d’inerties de Y et les pourcentages

d’inerties globales des tableaux prédictifs restituées par les deux premières

dimensions de la méthode MB-WCov (τ = 0) et Sparse MB-WCov (τ =

0.1, τ = 0.2 et τ = 0.3). De plus, dans ces figures nous indiquons le

nombre de tableaux dont les contributions sont jugées insignifiantes pour

chaque valeur du paramètre τ . Comme nous pouvons le constater, il sem-

ble qu’aucun des tableaux prédictifs n’a une contribution insignifiante pour

la détermination de la première dimension. Quant à la deuxième dimen-

sion, les contributions de deux tableaux (”fid” et ”fid.cooked”) sont mises

à zéro lorsque le paramètre de sparsité est égal à τ = 0.3. De ces figures,

nous pouvons aussi noter que les inerties de Y restituées et les inerties

globales des tableaux prédictifs restituées par les deux premières dimen-

sions restent pratiquement invariantes lorsqu’on incrémente le paramètre

de sparsité entre 0 et 0.3.
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(a) (b)

Fig. 6.1: Pourcentages d’inerties de Y et pourcentages d’inerties globales de X restituées
par les deux premières dimensions de la méthode Sparse MB-WCov pour
différentes valeurs de τ et nombre de tableaux dont les contributions sont mises
à zéro pour chaque dimension et chaque valeur de τ .

6.3.2 Illustration des cas particuliers de la méthode Sparse MB-WCov

La première illustration concerne le cas où tous les tableaux sont uni-

variés. Pour cela, nous utilisons les données ”yarn” disponibles dans le

package ”pls” [56]. L’objectif est de prédire les densités des fils de poly(ethylene

terephthalate) (PET) à partir des données spectrales (spectroscopie par

proche infrarouge ”NIR”). Au total, nous avons 268 tableaux prédictifs.

Après avoir pré-traité ces tableaux, nous avons appliqué la méthode Sparse

MB-WCov. Les pourcentages d’inerties restituées par le tableau à prédire,

ainsi que les pourcentages d’inerties globales restituées par les tableaux

prédictifs sont donnés sur la figure 6.2. Dans cette figure, nous indiquons

également le nombre de tableaux dont la contribution est mise à zéro

pour chaque dimension et pour chaque valeur du paramètre de sparsité
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τ . L’inertie restituée par les deux premières dimensions reste constante

lorsqu’on incrémente le paramètre de sparsité. De plus, nous pouvons noter

que le nombre de tableaux dont la contribution est mise à zéro augmente

avec l’incrémentation du paramètre de sparsité.

(a) (b)

Fig. 6.2: Pourcentages d’inerties de Y et pourcentages d’inerties globales de X restituées
par les deux premières dimensions du cas particulier de la méthode Sparse MB-
WCov pour différentes valeurs de τ et le nombre de tableaux dont les contribu-
tions sont mises à zéro pour chaque dimension et chaque valeur de τ .

Le deuxième cas particulier concerne la situation où le tableau à prédire

est multivarié et les tableaux prédictifs sont univariés. Les données ”oliveoil”

du package ”pls” [56] ont servi à illustrer cette situation. Ces données sont

relatives à l’évaluation de six attributs sensoriels de 16 variétés d’huile

d’olive à partir de cinq variables physico-chimiques. La figure 6.3 présente

les pourcentages d’inerties de Y et les pourcentages d’inerties globales de

X restituées par les deux premières dimensions du cas particulier de la

méthode Sparse MB-WCov pour différentes valeurs de τ et le nombre de
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tableaux dont les contributions sont mises à zéro pour chaque dimension

et chaque valeur de τ . Tout comme pour le cas particulier précédent, les

pourcentages d’inerties restituées restent invariables pour chaque dimen-

sion. De plus, un seul tableau est mis à zéro sur la deuxième dimension

lorsque τ = 0.1 et τ = 0.2.

(a) (b)

Fig. 6.3: Pourcentages d’inerties de Y et les pourcentages d’inerties globales de X
restituées par les deux premières dimensions du cas particulier de la méthode
Sparse MB-WCov pour différentes valeurs de τ et le nombre de tableaux dont
les contributions sont mises à zéro pour chaque dimension et chaque valeur de
τ .

6.4 Conclusion

Dans un premier temps, nous avons exhibé de nouvelles propriétés

de la méthode MB-WCov en rapport avec la prédiction puis nous avons

développé cette méthode à partir d’une nouvelle formulation.

Dans un deuxième temps, nous avons proposé une version sparse pour

la méthode MB-WCov et ses cas particuliers. L’application de ces versions
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sparses sur des données réelles a montré que lorsque nous incrémentons

le paramètre de sparsité, certains tableaux sont mis à zéro, indiquant que

leur contribution est négligeable pour la dimension considérée.
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Conclusion et perspectives

L’analyse des données structurées en plusieurs tableaux (données multi-

blocs) a suscité un grand intérêt ces deux ou trois dernières décennies. Ceci

se traduit par une offre considérable de méthodes d’analyse. Certaines de

ces méthodes, proposées notamment par des chimiométriciens, sont basées

sur des idées intuitives et n’ont pas toujours un fondement mathématique.

De ce fait, il existe des méthodes qui posent des problèmes de convergence.

En tout état de cause, il peut s’avérer difficile pour l’utilisateur de faire un

choix éclairé d’une méthode qui serait plus appropriée à ses objectifs.

Nous avons proposé des démarches unificatrices aussi bien pour les

méthodes non supervisées que pour les méthodes supervisées. Ceci nous

a permis de structurer plusieurs méthodes en familles en soulignant leurs

traits distinctifs. De plus, comme les méthodes abordées sont basées sur

des constructions mathématiques et des critères d’optimisation clairs, il est

possible de mieux les comparer entre elles, montrer la convergence des algo-

rithmes, anticiper des propriétés caractéristiques telles que la vulnérabilité

à la quasi-colinéarité. Parmi les méthodes exploratoires que nous avons
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étudiées, nous pouvons citer l’ACCG, ComDim/H-PCA, l’ACP multiblocs

et GCCA-V, la version pondérée de l’ACCG. De plus, en nous inspirant du

principe de la régression par analyse des valeurs latentes, nous avons adapté

la méthode non supervisée MB-PCA pour définir une méthode supervisée

que nous avons appelé LR-MBPCA.

Pour ce qui concerne les méthodes supervisées, nous avons comparé

les méthodes MB-RA et MB-PLS, puis nous avons proposé leurs versions

pondérées que nous avons respectivement désigné par MB-WRA et MB-

WCov. Nous avons également fourni des indices pour aider à mieux in-

terpréter les résultats de ces différentes méthodes.

La méthode ComDim a été introduite en tant que méthode exploratoire

il y a une vingtaine d’années (Qannari et al. [4]). Hanafi et al. [27] ont

montré son lien étroit avec la méthode H-PCA. Elle a connu une certaine

popularité parmi les utilisateurs [48–50]. Nous avons montré comment

cette méthode s’intègre parfaitement dans le cadre de notre démarche uni-

ficatrice. Ceci a permis d’exhiber de nouvelles propriétés et d’étudier des

cas particuliers comme ComDim-PCA ou ComDim-Quali.

La méthode MB-WCov est une nouvelle méthode supervisée qui a été

développée dans le cadre de cette thèse. Nous croyons que c’est une version

améliorée et corrigée de la méthode Multiblock Hierarchical PLS (MB-

HPLS). Cette dernière méthode, bien que citée dans plusieurs articles, n’est

pas vraiment opérationnelle car elle a de sérieux problèmes de convergence.

Le point commun de ComDim, d’un côté, et de MB-WCov, d’un autre

côté, est d’exhiber de manière explicite des poids spécifiques associés aux

différents tableaux. Nous avons mis à profit cette propriété pour définir des
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versions ”sparses” des deux méthodes citées. L’application de ces méthodes

à des données réelles ou simulées a montré leur intérêt.

Plusieurs perspectives au travail accompli dans cette thèse semblent se

dessiner. Dans un premier temps, il nous semble que la méthode MB-WCov

mérite davantage de développements et mérite d’être davantage diffusée.

La conception du package R nommé ”MBAnalysis” va sûrement contribuer

à mieux la faire connâıtre.

Un autre point important que nous n’avons pas eu le temps d’aborder

concerne les analyses de tableaux reliés par des liens de causalité. Cela

veut dire qu’il s’agit d’étudier un ensemble de tableaux en tenant compte

des relations (ou liens) qui existent entre certains d’entre eux. Ce cadre est

appelé ”Path-modeling” [13, 57–59]. Là aussi, plusieurs méthodes ont été

proposées et nous projetons d’explorer comment notre démarche générale

pourrait être adaptée à ce contexte.

Le principe général de notre démarche tient en deux étapes clefs. Par-

tant d’une variable latente, nous la projetons, dans une première étape, sur

chacun des blocs de variables et, dans une deuxième étape, nous réalisons

une synthèse de ces projections. En particulier, nous avons considéré deux

manières de réaliser une projection sur les blocs de variables, X. La

première manière est de considérer l’opérateur PX =X(X>X)−1X>. La

deuxième manière est de considérerWX =XX>. WX n’est pas à propre-

ment parler un projecteur mais nous avons montré dans le chapitre 3 son

lien étroit avec la première composante de la régression PLS. Nous avons

souligné qu’il est possible d’établir un pont entre ces deux manières de

procéder en considérant l’opérateurQX =X
[
γI + (1− γ)X>X

]−1
X>
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où γ est un scalaire compris entre 0 et 1 (paramètre de régularisation) et

I est la matrice identité. En considérant les matrices du type QX , nous

réalisons un continuum entre les familles de méthodes. De manière plus

importante, il serait intéressant de considérer d’autres types d’opérateurs

pour explorer d’autres types de liens entre tableaux de données. L’idée

de base est que nos démarches aussi bien dans le contexte exploratoire

que prédictif sont valables dès lors que nous considérons des opérateurs

de ”projection” qui soient semi-définis positifs. Nous pensons qu’avec des

choix appropriés, nous pourrions appréhender des problèmes liés à la dis-

crimination, investiguer des relations non linéaires, etc.



Annexe: Package ”MBAnalysis”

L’objectif de cet annexe est de présenter les fonctionnalités du package

R que nous appelons par ”MBAnalysis” et que nous proposons pour la

mise en application des méthodes de la deuxième famille (c’est-à-dire, les

méthodes non vulnérables au problème de quasi-colinéarité) dans le logi-

ciel R [61]. Dans un premier temps, nous implémentons les méthodes

ComDim, ACP multiblocs (MB-PCA), Multiblock Weighted Covariate

analysis (MB-WCov) et la régression PLS multiblocs (MB-PLS). Dans un

deuxième temps, nous intégrerons les versions sparses de ces différentes

méthodes ainsi que des variantes pour l’analyse des variables qualitatives.

La figure .1 présente l’arborescence de ce package. Sur les pages suiv-

antes, nous décrivons les données ”ham” que nous utilisons pour des illus-

trations et présentons les méthodes ComDim, MB-PCA, MB-WCov et la

régression MB-PLS à travers les fonctions ComDim, MBPCA, MBWCov et

MBPLS respectivement. Pour chacune de ces méthodes, nous présentons

également la fonction qui permet de faire des représentations graphiques

(plot), d’afficher les résultats des différentes analyses (print) et de faire la

synthèse des résultats (summary). De plus, pour les méthodes supervisées

(régression MB-PLS et MB-WCov), nous présentons la fonction predict qui

sert à prédire les valeurs d’un tableau Y à partir de nouvelles observations

des blocs de variables explicatifs.
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Fig. .1: Arborescence du package ”MBAnalysis”.
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Title: Multiblock exploratory and predictive data analysis.

Version: 0.1.0.

Authors: Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne

Vigneau.

Maintainer: Essomanda Tchandao Mangamana <tchanesso@yahoo.fr>.

Imports: ggplot2, ggrepel.
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Ham data (ham)

Description

Case study pertaining to the sensory evaluation of eight American dry-

cured ham products, performed by a panel of trained assessors.

Usage

data(ham)

Format

An object of class ”list” with 8 products, 3 blocks of X variables (Flavor,

Aroma, Texture) and 1 block of Y variables corresponding to hedonic mea-

sures:

X dataframe of 8 products and 25 variables structured into 3

blocks: Flavor (11 variables), Aroma (8 variables) and Texture

(6 variables).

Y dataframe of 8 products and 6 vectors of hedonic values corre-

sponding to consumers’ segmentation.

group vector indicating the number of variables per block.

References

M.D. Guardia, A.P. Aguiar, A. Claret, J. Arnau & L. Guerrero (2010).

Sensory characterization of dry-cured ham using free-choice profiling. Food

Quality and Preference, 21(1), 148-155. doi: 10.1016/j.foodqual.2009.08.014.
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Common Dimensions analysis (ComDim)

Multiblock Principal Components Analysis (MB-PCA)

Description

ComDim / MB-PCA applied to a set of quantitative blocks of variables.

Usage

ComDim(X, group, algo = ”eigen”, ncompprint = NULL, scale = ”none”,

option = ”uniform”, nstart = 10, threshold = 1e-08, plotgraph = TRUE,

axes = c(1, 2))

MBPCA(X, group, algo = ”eigen”, ncompprint = NULL, scale = ”none”,

option = ”uniform”, nstart = 10, threshold = 1e-08, plotgraph = TRUE,

axes = c(1, 2))

Arguments

X Block obtained by horizontally merging all the blocks of vari-

ables.

group Vector indicating the number of variables per block.

algo Type of algorithm to use. Either ”eigen” (default) or ”nipals”.

ncompprint Number of global components to print. By default (NULL), all

the global components of the analysis are printed.
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scale Type of standardization applied to the variables. Either

”none” (default) or ”sd”. If scale=”sd”, each variable is di-

vided by its standard deviation.

option Type of normalization applied to each block of variables (ei-

ther ”none” or ”uniform”). If option=”uniform” (default),

each block of variables is divided by its Frobenius norm.

nstart Number of random initializations of the global component in

case of nipals algorithm (by default 10).

threshold Value used to break the iterative loop (by default 1e-8).

plotgraph Boolean (TRUE/FALSE). If TRUE (default), graphs depict-

ing saliences, scores of individuals, correlations of variables

with the global components and contributions of blocks of

variables to the determination of global components are dis-

played.

axes Vector of length two which specifies the global components to

plot (by default the first two).

Value

Returns a list of the following elements:

components Numeric vector of length two that indicates the number

of global components of the analysis and the number of

global components to print.

optimalcrit Numeric vector that gives the optimal value of the criterion

to be maximized for each dimension.
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cumexplained Two columns matrix of percentages of total inertia of the

blocks of variables explained by the successive global com-

ponents and their cumulative values.

explained.X Matrix of percentages of inertia explained for each Xb

block.

saliences Matrix containing the specific weights of different blocks

of variables on global components (returned by ComDim).

contrib Matrix of contribution of each Xb block to the determina-

tion of global components.

T Matrix of global components (scores of individuals).

C Compromise matrix (unnormed global components).

globalcor Matrix of correlation coefficients between the original vari-

ables and the global components.

cor.g.b Array that gives the correlation of the global components

with their respective block components.

T.b Array that contains the matrices of block components.

blockcor List of matrices of correlation coefficients between the orig-

inal variables of each block and the block components.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

References

E. Qannari, I. Wakeling, Ph. Courcoux, J.M. MacFie, Defining the under-

lying sensory dimensions, Food Qual. Prefer. (2000); 11 : 151-154.
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E. Tchandao Mangamana, V. Cariou, E. Vigneau, R. Glèlè Kakäı, E.M.

Qannari, Unsupervised multiblock data analysis: A unified approach and

extensions, Chemometrics and Intelligent Laboratory Systems 194 (2019)

103856.

S. Wold, S. Hellberg, T. Lundstedt, M. Sjostrom, H. Wold (1987). Hierar-

chical multiblock PLS and PC models for easier model interpretation and

as an alternative to variable selection, in: Proc. Symp. On PLS Model

Building: Theory and Application, Frankfurt am Main.

See also

print.ComDim plot.ComDim summary.ComDim

print.MBPCA plot.MBPCA summary.MBPCA

Example

data(ham)

X=ham$X

group=ham$group

res.comdim <- ComDim(X, group)

res.comdim

res.mbpca <- MBPCA(X, group)

res.mbpca
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Multiblock Weighted Covariate analysis (MB-WCov)

Multiblock Partial Least Squares (MB-PLS) regression

Description

MB-WCov / MB-PLS regression applied to multiblock quantitative vari-

ables.

Usage

MBWCov(X, Y, group, algo = ”eigen”, ncompprint = NULL, scale =

”none”, scaleY = ”none”, option = ”uniform”, optionY = ”uniform”,

nstart = 10, threshold = 1e-08, plotgraph = TRUE, axes = c(1, 2))

MBPLS(X, Y, group, algo = ”eigen”, ncompprint = NULL, scale = ”none”,

scaleY = ”none”, option = ”uniform”, optionY = ”uniform”, nstart = 10,

threshold = 1e-08, plotgraph = TRUE, axes = c(1, 2))

Arguments

X Block obtained by horizontally merging all the explanatory

blocks of variables.

Y Response block of variables.

group Vector indicating the number of variables in each explanatory

block.
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algo Type of algorithm to use. Either ”eigen” (default) or ”nipals”.

ncompprint Number of global components to print. By default (NULL),

all the global components of the analysis are printed.

scale Type of standardization applied to the variables in the ex-

planatory blocks. Either ”none” (default) or ”sd”. If

scale=”sd”, each variable in the explanatory blocks is divided

by its standard deviation.

scaleY Type of standardization applied to the variables in the re-

sponse block. Either ”none” (default) or ”sd”. If sca-

leY=”sd”, each variable of the response block is divided by

its standard deviation.

option Type of normalization applied to each explanatory block of

variables (either ”none” or ”uniform”). If option=”uniform”

(default), each explanatory block of variables is divided by its

Frobenius norm.

optionY Type of normalization applied to the response block of vari-

ables (either ”none” or ”uniform”). If optionY=”uniform”

(default), the response block of variables is divided by its

Frobenius norm.

nstart Number of random initializations of the vector of Y loadings

in case of nipals algorithm (by default 10).
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plotgraph Boolean (TRUE/FALSE). If TRUE (default), graphs depict-

ing saliences, scores of individuals, correlations of variables

with the global components and contributions of blocks of

variables to the determination of global components are dis-

played.

axes Vector that indicates the plane in which graphs should be

depicted (by default the plane formed by the first two global

components).

Value

Returns a list of the following elements:

components Numeric vector of length two that gives the number of

global components of the analysis and the number of global

components to print.

optimalcrit Numeric vector that gives the optimal value of the criterion

to be maximized for each dimension.

cumexplained Four columns matrix of percentages of total inertia of the

explanatory blocks, percentages of inertia of the response

block explained by the successive global components and

their cumulative values.

explained.X Matrix of percentages of inertia explained for each Xb

block.

explained.Y Matrix of percentages of inertia explained for each Y vari-

able.
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saliences Matrix containing the specific weights of each explanatory

block of variables on global components (returned by MB-

WCov).

contrib Matrix of contribution of each Xb block to the determina-

tion of global components.

T Matrix of global components (scores of individuals).

C Compromise matrix (unnormed global components).

U Matrix of components associated with the response block

of variables.

globalcor Matrix of correlation coefficients between the original vari-

ables and the global components.

cor.g.b Array that gives the correlation of the global components

with their respective block components.

betaY Array of regression coefficients.

T.b Array that contains the matrices of block components.

blockcor List of matrices of correlation coefficients between the orig-

inal variables of each block of variables and the block com-

ponents.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

References

S. Wold (1984). Three PLS algorithms according to SW. In: Symposium
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MULDAST (Multivariate Analysis in Science and Technology), Umea Uni-

versity, Sweden. pp. 26–30.

E. Tchandao Mangamana, R. Glèlè Kakäı, E.M. Qannari (2021). A general

strategy for setting up supervised methods of multiblock data analysis.

Chemometrics and Intelligent Laboratory Systems, 217, 104388.

See also

print.MBWCov plot.MBWCov summary.MBWCov

print.MBPLS plot.MBPLS summary.MBPLS

Example

data(ham)

X=ham$X

group=ham$group

Y=ham$Y

res.mbwcov <- MBWCov(X, Y, group)

res.mbwcov

res.mbpls <- MBPLS(X, Y, group)

res.mbpls
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Predict

Description

Predict values of Y, knowing new values of each predictive block of vari-

ables.

Usage

predict(Xnew, res)

Arguments

Xnew Block obtained by horizontally merging all new values of pre-

dictive blocks of variables.

res Results from calibration model.

Value

predY Predicted values.
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Main Graphs for Common Dimensions analysis (ComDim)

and Multiblock Principal Components Analysis (MB-PCA)

Description

Plot main graphs for ComDim and MB-PCA.

Usage

## S3 method for class ’ComDim’ or ’MBPCA’

plot(x, axes = c(1, 2), graphtype = c(”saliences”, ”globalscores”, ”blockscores”,

”globalcor”, ”blockcor”, ”expl”, ”cumexpl”, ”crit”, ”contrib”), select =

NULL, max.overlaps = 20, xlim = NULL, ylim = NULL, title = NULL,

color = NULL, ...)

Arguments

x An object of class ComDim or MBPCA.

axes A vector of length two which specifies the global components

to plot (by default the first two).
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graphtype Type of graph to plot. Either ”saliences” (for ComDim),

”globalscores”, ”blockscores”, ”globalcor”, ”blockcor”,

”expl”, ”cumexpl”, ”crit” or ”contrib”. Refer to the details

section.

select Selection of elements to plot (by default, select=NULL). Refer

to the details section.

max.overlaps Exclude text labels that overlap too many things (by default,

20).

xlim Range for the plotted ’x’ values.

ylim Range for the plotted ’y’ values.

title Title of the graph to draw.

color Color for the plot.

... Further arguments.

Details

The arguments graphtype and select are used as follow.

If graphtype=”saliences”, the relationships between blocks of variables are

shown.

If select=NULL, all the blocks are shown, otherwise, only the selected ones

are shown.

If graphtype=”globalscores”, individuals are projected on the space formed

by the global components.

In this case, if for example, select=NULL, all the individuals are plotted.

However, if select=5, only the first five individuals are plotted.

If graphtype=”blockscores”, individuals are projected on the space formed
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by the block components.

If select=NULL, individuals of each block are plotted on separate figures.

If select=c(1, 3), individuals of blocks 1 and 3 are plotted on separate fig-

ures.

If graphtype=”globalcor”, correlations of original variables with the global

components are depicted.

If select=NULL, correlations of the variables of all the blocks are plotted

on the same figure.

If select=c(1, 3), correlations of the variables of blocks 1 and 3 are plotted.

If graphtype=”blockcor”, correlations of original variables with the block

components are depicted.

If select=NULL, correlations of the variables of each block are plotted on

seperate figures.

If select=c(1, 3), correlations of the variables of blocks 1 and 3 are plotted.

If graphtype=”expl”, percentages of inertia of all the blocks explained by

the global components are drawn.

If graphtype=”cumexpl”, cumulative percentages of inertia of all the blocks

explained by the global components are drawn.

graphtype=”crit” plots the values of the maximization criterion.

graphtype=”contrib” depicts the contribution of each block of variables to

the determination of the global components.

For graphtype=”expl”, ”cumexpl”, ”crit” and ”contrib”, if select=NULL,

all the dimensions are plotted. But if for example, select=5, only the first

five dimensions are plotted.
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Value

Returns graphs showing the relationships between blocks of variables (for

ComDim), projection of individuals in both global and block components,

the correlations of variables with the global and block components, the

percentages of inertia explained by the global components and their cumu-

lative values, the values of the maximization criterion and the contributions

of the blocks to the determination of global components.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

See also

ComDim MBPCA

Examples

data(ham)

X=ham$X

group=ham$group

res.comdim <- ComDim(X, group, plotgraph=FALSE)

plot(res.comdim, graphtype=”saliences”)

plot(res.comdim, graphtype=”globalcor”)

res.mbpca <- MBPCA(X, group, plotgraph=FALSE)

plot(res.mbpca, graphtype=”globalscores”)
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Main Graphs for Multiblock Weighted Covariate analysis

(MB-WCov) and Multiblock Partial Least Squares

(MB-PLS) regression

Description

Plot main graphs for MB-WCov and MB-PLS regression.

Usage

## S3 method for class ’MBWCov’ or ’MBPLS’

plot(x, axes = c(1, 2), graphtype = c(”saliences”, ”globalscores”, ”blockscores”,

”globalcor”, ”blockcor”, ”explY”, ”cumexplY”, ”explX”, ”cumexplX”, ”crit”,

”contrib”), select = NULL, max.overlaps = 20, xlim = NULL, ylim =

NULL, title = NULL, color = NULL, ...).

Arguments

x An object of class ’MBWCov’ or ’MBPLS’.

axes A vector of length two which specifies the global components

to plot (by default the first two).

graphtype Type of graph to plot. Either ”saliences” (for MB-WCov),

”globalscores”, ”blockscores”,”globalcor”,”blockcor”, ”explY”,

”cumexplY”, ”explX”, ”cumexplX”, ”crit” or ”contrib”. Refer

to the details section.
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select Selection of elements to plot (by default, select=NULL). Refer

to the details section.

max.overlaps Exclude text labels that overlap too many things (by default,

20).

xlim Range for the plotted ’x’ values.

ylim Range for the plotted ’y’ values.

title Title of the graph to draw.

color Color for the plot.

... Further arguments.

Details

The arguments graphtype and select are used as follow.

If graphtype=”saliences”, the relationships between blocks of variables are

shown.

If select=NULL, all the blocks are shown, otherwise, only the selected ones

are shown.

If graphtype=”globalscores”, individuals are projected on the space formed

by the global components.

In this case, if for example, select=NULL, all the individuals are plotted.

However, if select=5, only the first five individuals are plotted.

If graphtype=”blockscores”, individuals are projected on the space formed

by the block components.

If select=NULL, individuals of each block are plotted on separate figures.

If select=c(1, 3), individuals of blocks 1 and 3 are plotted on separate fig-



157

ures.

If graphtype=”globalcor”, correlations of original variables with the global

components are depicted.

If select=NULL, correlations of the variables of all the blocks are plotted

on the same figure.

If select=c(1, 3), correlations of the variables of blocks 1 and 3 are plotted.

If graphtype=”blockcor”, correlations of original variables with the block

components are depicted.

If select=NULL, correlations of the variables of each block are plotted on

seperate figures.

If select=c(1, 3), correlations of the variables of blocks 1 and 3 are plotted.

If graphtype=”explY”, percentages of inertia of Y block explained by the

global components are drawn.

If graphtype=”cumexplY”, cumulative percentages of inertia of Y block

explained by the global components are drawn.

If graphtype=”explX”, percentages of inertia of X blocks explained by the

global components are drawn.

If graphtype=”cumexplX”, cumulative percentages of inertia of X blocks

explained by the global components are drawn.

graphtype=”crit” plots the values of the maximization criterion.

graphtype=”contrib” depicts the contribution of each block of variables to

the determination of the global components.

For graphtype=”explY”, ”cumexplY”, ”explX”, ”cumexplX”, ”crit” and

”contrib”, if select=NULL, all the dimensions are plotted.

But if for example, select=5, only the first five dimensions are plotted.
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Value

Returns graphs showing relationships between the explanatory blocks of

variables (MB-WCov), the projection of individuals in both global and

block components, the correlations of variables with the global and block

components, the percentages of inertia of both Y block and X blocks ex-

plained by the global components and their cumulative values, the values

of the maximization criterion and the contributions of the blocks to the

determination of global components.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

See also

MBWCov MBPLS

Examples

data(ham)

X=ham$X; Y=ham$Y; group=ham$group

res.mbwcov <- MBWCov(X, Y, group, plotgraph=FALSE)

plot(res.mbwcov, graphtype=”saliences”)

plot(res.mbwcov, graphtype=”globalscores”)

res.mbpls <- MBPLS(X, Y, group, plotgraph=FALSE)

plot(res.mbpls, graphtype=”globalscores”)

plot(res.mbpls, graphtype=”globalcor”)
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Main Results for Common Dimensions analysis (ComDim)

and Multiblock Principal Components Analysis (MB-PCA)

Description

Print main results for ComDim and MB-PCA.

Usage

## S3 method for class ’ComDim’ or ’MB-PCA’

print(x, ...)

Arguments

x An object of class ’ComDim’ or ’MBPCA’.

... Further arguments passed to or from other methods.

Value

Returns the same results as for the function ComDim or MBPCA.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

See also

ComDim MBPCA

Examples

data(ham); X=ham$X; group=ham$group

res.comdim <- ComDim(X, group, plotgraph=FALSE); print(res.comdim)

res.mbpca <- MBPCA(X, group, plotgraph=FALSE); print(res.mbpca)
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Main Results for Multiblock Weighted Covariate analysis

(MB-WCov) and Multiblock Partial Least Squares

(MB-PLS) regression

Description

Print main results for MB-WCov and MB-PLS regression.

Usage

## S3 method for class ’MBWCov’ or ’MBPLS’

print(x, ...)

Arguments

x An object of class ’MBWCov’ or ’MBPLS’.

... Further arguments passed to or from other methods.

Value

Returns the same results as for the function MBWCov or MBPLS.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

See also

MBWCov MBPLS

Examples

data(ham); X=ham$X; Y=ham$Y; group=ham$group

res.mbwcov <- MBWCov(X, Y, group); print(res.mbwcov)

res.mbpls <- MBPLS(X, Y, group); print(res.mbpls)
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Summary Results for Common Dimensions analysis

(ComDim) and Multiblock Principal Components Analysis

(MB-PCA)

Description

Give key results for ComDim and MB-PCA.

Usage

## S3 method for class ’ComDim’ or ’MBPCA’

summary(object, nvar = NULL, ncompprint = NULL, digits = 2, ...)

Arguments

object An object of class ’ComDim’ or ’MBPCA’.

nvar Number of variables to print. By default (NULL), all the

variables are printed.

ncompprint Number of global components to print. By default (NULL),

the number of global components printed for the main func-

tion ComDim or MBPCA.

digits Number of decimal points (by default 2).

... Further arguments.
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Value

Returns the percentages of inertia explained by successive global compo-

nents, their cumulative values, the saliences (for ComDim) and the corre-

lations of the original variables with the global components.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

See also

ComDim MBPCA

Examples

data(ham)

X=ham$X

group=ham$group

res.comdim <- ComDim(X, group, plotgraph=FALSE)

summary(res.comdim)

res.mbpca <- MBPCA(X, group, plotgraph=FALSE)

summary(res.mbpca)
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Summary Results for Multiblock Weighted Covariate analysis

(MB-WCov) and Multiblock Partial Least Squares

(MB-PLS) regression

Description

Give key results for MB-WCov and MB-PLS.

Usage

## S3 method for class ’MBWCov’ or ’MBPLS’

summary(object, nvar = NULL, ncompprint = NULL, digits = 2, ...)

Arguments

object An object of class ’MBWCov’ or ’MBPLS’.

nvar Number of variables to print. By default (NULL), all the

variables are printed.

ncompprint Number of global components to print. By default (NULL),

the number of global components printed for the main func-

tion MBWCov or MBPLS.

digits Number of decimal points (by default 2).

... Further arguments.
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Value

Returns the percentages of inertia explained by successive global compo-

nents (for both X and Y ), their cumulative values, the saliences (for MB-

WCov) and the correlations of the variables with the global components.

Authors

Essomanda Tchandao Mangamana, Véronique Cariou, Evelyne Vigneau.

See also

MBWCov MBPLS

Examples

data(ham)

X=ham$X

Y=ham$Y

group=ham$group

res.mbwcov <- MBWCov(X, Y, group, plotgraph=FALSE)

summary(res.mbwcov)

res.mbpls <- MBPLS(X, Y, group, plotgraph=FALSE)

summary(res.mbpls)
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Titre : Analyse des données multiblocs: approche unifiée et développement de nouvelles méthodes

Mots clés : ComDim, régression PLS, analyse canonique des corrélations généralisées, redundancy analysis,
analyse en composantes principales, Sparse PCA.

Résumé : L’analyse des données structurées en
plusieurs tableaux (données multiblocs) a connu ces
deux dernières décennies un développement important.
Ceci se traduit par la proposition d’une multitude de
méthodes statistiques qu’il n’est pas toujours facile de
situer les unes par rapport aux autres. Dans un objectif
de clarification, nous avons introduit une démarche
analytique qui présente un cadre unifié de plusieurs
méthodes, permet d’en définir de nouvelles et dessine
des perspectives pour des extensions qui semblent
prometteuses.
Dans un premier temps, les méthodes statistiques à
caractères exploratoires sont considérées. La démarche
unifiée permet d’identifier deux grandes familles de
méthodes. La première famille s’apparente à l’analyse
canonique généralisée et la deuxième famille
s’apparente à l’analyse en composantes principales
multiblocs. Dans cette deuxième famille, nous
retrouvons en particulier la méthode ComDim.
Dans le cadre des méthodes statistiques pour lesquelles
il s’agit d’explorer les relations entre, d’un côté, un
tableau de données et, d’un autre côté, un ensemble de
tableaux explicatifs, nous identifions également deux
familles de méthodes. La première famille de méthodes
s’apparente à l’analyse dite «redundancy analysis» et la

deuxième famille s’apparente à la régression PLS
multiblocs. En particulier, cette deuxième famille inclut
une nouvelle méthode que nous désignons par
multiblock weighted covariate analysis (MB-WCov).
La spécificité des méthodes ComDim, pour l’analyse
exploratoire, et MB-WCov, pour l’analyse prédictive,
est qu’elles exhibent explicitement des «poids»
associés aux différents tableaux indiquant leurs
contributions dans la détermination de chacune des
composantes définies par ces méthodes. Nous avons
tiré profit de ces poids spécifiques pour définir des
analyses dites «sparses» en ce sens que les poids des
tableaux qui ne présentent pas une contribution
significative à la détermination d’une composante
donnée sont systématiquement mis à zéro. Ceci
conduit à des modèles parcimonieux, plus faciles à
interpréter et plus stables.
Les différentes analyses proposées s’appuient sur des
critères d’optimisation clairs et intuitifs. Ceci permet,
entre autre, de clarifier davantage les différentes
analyses, vérifier la convergence des algorithmes
itératifs et suggérer des indices statistiques de nature
à aider l’utilisateur dans l’interprétation des résultats.
Les différentes approches sont illustrées sur la base
de données simulées et / ou réelles.

Title : Multiblock data analysis: unified approach and development of new methods
Keywords : ComDim, PLS regression, generalized canonical correlation analysis, redundancy analysis, principal
components analysis, Sparse PCA.

Abstract : The analysis of data structured into several
blocks of variables (multiblock data) has known an
important development these last two decades. As a
result, several statistical methods have been proposed
and it is not easy to situate one method of analysis with
respect to the others. For a clarification purpose, we
have set up a framework that allows us comparing
several existing methods, proposing new other methods
and sketching interesting extensions as perspective.
Firstly, exploratory multiblock methods have been
considered. The unified framework allowed us identifying
two families of methods. The first family is related to
generalized canonical correlation analysis and the
second family is related to multiblock principal
components analysis. In particular, the method ComDim
pertains to the second family.
In the frame of statistical methods for which the aim is to
explore relationships between a block of variables, on
the one hand, and, a set of explanatory blocks of
variables, on the other hand, we have also identified two
families of methods. The first family is related to
redundancy analysis and the second family to multiblock
partial least squares regression. In Particular, the second

family includes a new method of analysis that we refer
to as multiblock weighted covariate analysis (MB-
WCov). The specificity of the methods ComDim, for
exploratory data analysis, and MB-WCov for predictive
data analysis, is that they explicitly exhibit «weights»
associated with each block of variables. These weights
highlight the contribution of the various blocks to the
determination of each of the components defined by
these methods. These weights were used to define
new sparse methods whereby, blocks of variables that
do not have a significant contribution to the
determination of a component are discarded (i.e., their
weights are set to 0). This leads to parsimonious
models that are easily interpretable and more stable.
The different methods of analysis proposed are based
on clear and intuitive optimization criteria. This allows
us better clarifying the different methods, proving the
convergence of iterative algorithms and suggesting
new indices to help practitioners interpret the results of
the analyses.
The differents approaches are illustrated on the basis
of simulated and / or real data.
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