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Introduction

Ce travail s’inscrit dans le cadre d’une collaboration entre le Centre de Recherche en

Automatique de Nancy (CRAN UMR 7039, Université de Lorraine, CNRS) et le Labora-

toire d’Intégration de Systèmes et des Technologies (LIST) du CEA Tech. Il s’inscrit dans

le plan de ressourcement technologique du CEA 2015, financé par l’Union Européenne

dans le cadre du programme opérationnel FEDER-FSE Lorraine et Massif des Vosges

2014-2020.

Le cadre général de ce travail est l’analyse de tableaux multidimensionnels de données

binaires et vise à développer des méthodes de décomposition adaptées à ce type de

données. L’objectif de ces décompositions est de permettre d’extraire de ces tableaux

de données les structures latentes, tout en tenant compte de la nature booléenne des

données.

Les données binaires ne peuvent prendre que deux valeurs : 0 ou 1. Elles peuvent être

fournies par des capteurs photoélectriques, détecteurs de proximité, boutons poussoirs,

détecteurs de présence, système d’alerte, etc. Elle peuvent également correspondre à des

attributs discrets [1], tels que l’expression des gènes [2], des sondages d’opinions, des

données de connection à des sites internet [3], des symboles en communications numériques

[4, 5], etc. L’organisation de ces données en tableaux, selon des facteurs spécifiques, pose

le problème de leur décomposition : peut-on extraire de ces tableaux de données des

structures caractéristiques de comportements spécifiques ?

La décomposition de données réelles organisées en tableaux 2D est un problème clas-

sique pour lequel les méthodes les plus courantes sont la décomposition en valeurs sin-

gulières (SVD) [6] et la factorisation en matrices non-négatives (NMF) [7, 8]. L’analyse

des tableaux multidimensionnels fait, pour sa part, appel aux décompositions tensorielles

qui généralisent au cas multidimensionnel les décompositions matricielles. Les tenseurs

sont des objets qui apparaissent dans nombre de contextes et applications différentes.

Initialement introduites dans le contexte de la psychométrie [9], les décompositions ten-

sorielles ont été appliquées à un grand nombre d’autres problèmes : la chimiométrie

[10, 11, 12, 13, 14, 15], le traitement du signal [16, 17, 18, 19, 20], l’algèbre linéaire

numérique [21, 22, 23, 24], l’analyse numérique [25, 26, 27], l’exploration de données

[28, 29, 30], l’analyse de graphes [31, 32, 33], la neuroscience [26, 34, 35], etc.

L’objectif de ce travail est d’étudier comment ces notions liées à la décomposition des

tableaux à valeurs réelles peuvent s’adapter au cas des tableaux de données binaires. Le
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cas de la décomposition de matrices binaires est celui qui a suscité le plus grand nombre de

travaux [36, 37, 38, 39, 40, 41, 42, 43]. Une analyse de ces travaux montre cependant qu’un

certain nombre de points reste à approfondir. Un premier point est la notion de rang de

décomposition qui montre clairement qu’il n’y a un rang, mais des rangs de décomposition

de matrices binaires. Un second aspect est relatif à l’unicité de telles décompositions qui

n’a jamais été abordée. Un troisième aspect est relatif au développement d’algorithmes

de décomposition des matrices binaires.

Le cas des décompositions tensorielles de tableaux binaires est pour sa part beaucoup

moins étudié [44, 45] ; il se pose dans ce cas exactement le même type de questions relatives

aux notions de rang, d’unicité et d’algorithmes.

Dans cette thèse, nous nous focalisons sur les décompositions booléennes de matrices

et tenseurs binaires et sur la notion de rang booléen associée à ce type de décomposition.

Nous développons des résultats relatifs à l’unicité de la décomposition booléenne et pro-

posons un modèle de mélange post non-linéaire qui est équivalent aux décompositions

booléennes matricielles et tensorielles. L’intérêt du modèle de mélange post non-linéaire

est qu’il permet de développer des algorithmes efficaces pour le problème de l’approxima-

tion de rang faible des tableaux multidimensionnels binaires.

Le document de thèse est organisé en 3 chapitres.

Dans le premier chapitre, nous introduisons les principales notions liées aux décompo-

sitions tensorielles ainsi que les différents types de décompositions de tableaux à valeurs

binaires ainsi que les rangs associés. Un panorama des algorithmes existants pour la

décomposition de matrices et tenseurs à valeurs binaires est également dressé.

Dans le deuxième chapitre, nous introduisons l’approche par modèle de mélange Post

Non-Linéaire (PNL) de la factorisation booléenne de matrices binaires proposée et dévelo-

ppons une approche pour la factorisation des matrices binaires (FMB) s’appuyant sur une

mise à jour multiplicative de type NMF. Nous donnons la condition nécessaire et suffi-

sante pour assurer l’unicité de la factorisation booléenne en matrices binaires. Dans le cas

où la factorisation n’est pas unique, nous proposons d’inclure un terme de régularisation

supplémentaire. Des simulations numériques montrent que les approches proposées four-

nissent de meilleurs résultats que l’état de l’art. L’intérêt de ces approches est également

illustré sur des données réelles.

Dans le troisième chapitre, nous généralisons les résultats du chapitre 2 au cas de

la décomposition canonique polyadique booléenne de tableaux multidimensionnels (ten-

seurs). Nous étudions l’identifiabilité de cette décomposition et donnons la condition

nécessaire et suffisante d’identifiabilité. Néanmoins, cette condition est difficilement vérifiable

en pratique. C’est pourquoi nous proposons des conditions suffisantes plus facilement

vérifiables, fondées sur une nouvelle notion d’indépendence booléenne. Nous généralisons

l’algorithme de décomposition introduit au chapitre 2 (s’appuyant sur une mise à jour mul-

tiplicative, de type NMF) au cas multidimensionnel et proposons un nouvel algorithme,
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plus efficace, fondé sur une stratégie de type AO-ADMM (Alternating Optimization -

ADMM). Ces algorithmes sont comparés à ceux de l’état de l’art sur des données simulées

et sur un jeu de données réelles.

Publications associées au travail de thèse

Articles parus

1. Mamadou Diop, Anthony Larue, Sebastian Miron, and David Brie. Factorisation

en matrices binaires par modèle de mélange post non-linéaire. In XXVIe Colloque

GRETSI Traitement du Signal & des Images, GRETSI 2017, 2017.

2. Mamadou Diop, Anthony Larue, Sebastian Miron, and David Brie. A post-nonlinear

mixture model approach to binary matrix factorization. In 25th European Signal

Processing Conference, EUSIPCO 2017, 2017.

Articles soumis

1. Mamadou Diop, Sebastian Miron, Anthony Larue, and David Brie. Boolean de-

composition of binary matrices using a post-nonlinear mixture approach. In IEEE

Transactions on Signal Processing.

2. Mamadou Diop, Sebastian Miron, Antoine Souloumiac, and David Brie. Boolean

CP decomposition of binary tensors : uniqueness and algorithm. In ICASSP 2019,

Brighton, UK, 12-17 May, 2019.
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1.1 Décompositions tensorielles

1.1.1 Notions sur les tenseurs

L’algèbre linéaire est un outil incontournable en calcul scientifique au centre duquel la

notion de matrice permet de représenter la transformation d’un système de coordonnées en

un autre. Dans ce cadre, la notion de rang apparâıt comme fondamentale car elle permet

de représenter une matrice comme la factorisation de matrices de dimension plus faible

et correspond à la décomposition d’une matrice en termes de rang 1. Le rang s’interprète

comme le nombre minimal de termes de rang 1 permettant de représenter la matrice.

Une factorisation définit une relation bilinéaire entre les deux espaces. Les tenseurs ont

été introduits à la fin du 19ème siècle avec le développement du calcul différentiel. Ils ont

alors été omniprésents en physique pour exprimer des transformations multilinéaires entre

espaces indépendamment des systèmes de coordonnées. Un tenseur est donc une applica-

tion permettant de définir une transformation entre les coordonnées d’espaces linéaires.

Dès que la base de représentation est fixée, un tenseur peut être assimilé à un tableau

multidimensionnel dont chaque élément est accessible via N indices. C’est l’acceptation

généralement adoptée. Une décomposition tensorielle est une représentation multilinéaire

de cette transformation. Cependant contrairement au cas matriciel, il n’existe pas une,

mais des décompositions tensorielles.

Dans cette partie, nous introduisons les définitions et les opérations relatives aux

tenseurs ainsi que les principales notations utilisées dans ce manuscript. La plupart des

définitions et notations utilisées sont issues de [50, 51, 52, 53]. Un tenseur est donc un

tableau multidimensionnel àN indices dont l’ordre est le nombre de dimensions, également

appelées modes. Ainsi, un tenseur d’ordre N à valeurs réelles est symbolisé par X ∈

RI1×I2×···IN , avec In, la dimension du nième mode. Un tenseur d’ordre 0 est un scalaire, un

tenseur du premier ordre est un vecteur et un tenseur du second ordre est une matrice.

Les tenseurs d’ordre supérieur ou égal à 3 sont les tenseurs d’ordre supérieur. Un tenseur

X d’ordre 3 de dimension I1 × I2 × I3 est illustré dans la figure 1.1. Dans ce manuscrit,

les scalaires seront notés par des lettres minuscules, par exemple x, les vecteurs par des

lettres minuscules en gras, par exemple x, les matrices seront désignées par des lettres

majuscules en caractère gras comme X et les tenseurs d’ordre supérieur seront désignés

par les lettres majuscules calligraphiques, par exemple, X . Le iième élément du vecteur x

sera désigné par xi, l’élément (i, j) de la matrice X par xij et l’élément (i1, i2, · · · iN) du

tenseur X d’ordre N sera noté par xi1i2···iN . La iième ligne de la matrice X est notée par

xi: et la jième colonne de la matrice X est représentée par xj .
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i2 = 1, 2, · · · , I2

i 3
=
1,
2,
· ·
· ,
I 3

i 1
=

1,
2,
··
·
,I

1

X

Figure 1.1 – Exemple d’un tenseur d’ordre 3, de dimension I1 × I2 × I3.

Opérations sur les tenseurs

La norme d’un tenseur X d’ordre N (X ∈ RI1×I2×···IN ) est la racine carrée de la somme

des carrés de tous ses éléments :

‖X‖ =

√
√
√
√

I1∑

i1=1

I2∑

i2=1

· · ·
IN∑

iN=1

x2
i1i2···iN

.

Un tenseur d’ordre N est de rang 1, s’il peut être écrit comme le produit tensoriel de

N vecteurs, c’est-à-dire,

X = a{1} ◦ a{2} ◦ · · · ◦ a{N}, (1.1)

avec (◦), le produit tensoriel. Cela signifie que chaque élément du tenseur est le produit

des éléments des vecteurs correspondants : xi1i2···iN = a
{1}
i1

a
{2}
i2
· · · a{N}

iN
. Dans le cas matri-

ciel on retrouve la relation, a{1} ◦ a{2} = a{1}a{2}T .

Le dépliement d’un tenseur est le processus qui permet de réordonner ou transformer

les éléments d’un tenseur en matrices. Le dépliement d’un tenseur X ∈ RI1×I2×···IN suivant

le nième mode est noté X(n) ∈ RIn×I2×···IN . Ainsi, dans [50], Kolda et Bader définissent

la matricisation ou dépliement du tenseur X telle que l’élément (i1, i2, · · · , iN) de X

corresponds à l’élément (in, j) de X(n) avec :

j = 1 +

N∑

k=1
k 6=n

(ik − 1)Jk avec Jk =

k−1∏

m=1
m6=n

Im.

Par exemple, un tenseur de taille 3×4×5 peut être arrangé ou transformé en une matrice

de taille 3 × 20 ou 4 × 15 ou encore 5 × 12 qui correspondent respectivement aux tailles

des matrices X(1), X(2) et X(3). La figure 1.2 permet d’illustrer le dépliement d’un tenseur

d’ordre 3 de taille I1 × I2 × I3 suivant les 3 modes.
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I3
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X(1)

X(2)
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I1

I1

I2

I3I3I3

I1 I1 I1

I3

I2

mode 1

mode 2

mode 3

X

X

X

I3

I1 I1

Figure 1.2 – Illustration du dépliement du tenseur X suivant les 3 modes.

Plusieurs produits matriciels sont utilisés pour représenter les opérations sur les ten-

seurs.

Le produit matriciel classique entre deux matrices A ∈ RI×K et B ∈ RK×J défini

selon :

AB =
K∑

k=1

ak ⊗ bk =
K∑

k=1

akb
T
k , (1.2)

permet de construire une matrice de dimension I × J .

Le produit de Kronecker entre deux matrices A ∈ RI×J et B ∈ RM×L, représenté par

le symbole (⊗), construit une matrice de taille (IM)× (JL) selon :

A⊗B =









a11B a12B · · · a1JB

a21B a22B · · · a2JB
...

...
. . .

...

aI1B aI2B · · · aIJB









(1.3)

= [a1 ⊗ b1 a1 ⊗ b2 a1 ⊗ b3 · · ·aJ ⊗ bL−1 aJ ⊗ bL] . (1.4)

Le produit de Kronecker de deux vecteurs a1 ∈ RI et b1 ∈ RJ donne : a1 ⊗ b1 =

[a11b1 a21b1 · · · aN1b1]
T ∈ RIJ .

Le produit de Khatri-Rao de deux matrices de même nombre de colonnes, représenté

par le symbole (⊙), est le produit de Kronecker entre les colonnes de ces matrices. Soient
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A et B deux matrices de tailles respectives N ×K et P ×K, leur produit de Khatri-Rao

noté par A⊙B de taille (NP )×K est défini par :

A⊙B = [a1 ⊗ b1 aF ⊗ bF · · · aK ⊗ bK ]. (1.5)

Le produit de Hadamard de deux ou plusieurs matrices/tenseurs de même taille,

représenté par (∗), est la matrice/tenseur où chaque coefficient et le produit terme à

terme de ces matrices/tenseurs. Ainsi dans le cas de deux matrices A et B de même taille

(I × J) on a :

A ∗B =










a11b11 a12b12 · · · a1Jb1J

a21b21
. . .

...
...

. . .
...

aI1bI1 aI2bI2 · · · aIJbIJ










(1.6)

Le produit n-mode d’un tenseur X ∈ RI1×I2×···×IN par une matrice U ∈ RJ×In noté

par X ×n U est un tenseur Y ∈ RI1×I2×···×In−1×J×In+1···×IN dont les entrées sont données

par :

yi1···in−1jin+1···iN =
In∑

in=1

xi1i2···iNujin.

Ce produit peut aussi être exprimé en termes de tenseurs dépliés :

Y = X ×n U ⇔ Y(n) = UX(n). (1.7)

1.1.2 Décompositions tensorielles

Les décompositions tensorielles ont pour origine les travaux de Hitchcock [54]. Elles se

sont ensuite développées dans le domaine de la psychométrie où les travaux de Cattell [55]

en 1944, Tucker dans les années 60, Carroll et Chang et Harshman [9, 56] dans les années

70 ont permis la construction des premiers modèles et algorithmes. Au cours des années

80, les premières applications en dehors du domaine de la psychométrie se développent

dans le domaine de la chimiométrie [14]. Ces dernières années, elles ont été utilisées pour

une variété d’applications telles que : le traitement du signal [18], [16], [17], la vision par

ordinateur [57], [58], l’analyse numérique [25], [26],[27], l’exploration de données [28], [29],

[30], l’analyse de graphes [31], [32], [33], les neurosciences [34], [35], [26].

Plusieurs types de décompositions tensorielles ont été proposés dans la littérature,

cependant, les plus populaires sont la décomposition CP (pour Canonique Polyadique

ou CANDECOMP-PARAFAC) proposée dans [9, 12, 13, 56] qui apparâıt comme un

cas particulier de la décomposition de TUCKER proposée dans [59, 60, 61, 62]. Ces

décompositions se définissent pour des tenseurs d’ordre N . Pour simplifier la présentation,

nous nous limitons aux tenseurs d’ordre 3.
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Décomposition de TUCKER

La décomposition de TUCKER consiste à décomposer un tenseur en un tenseur

cœur, de dimension réduite, multiplié par une matrice selon chacun des modes. Cette

décomposition est généralement utilisée pour l’estimation de sous-espace, la compression

et la réduction de dimension. Ainsi, la décomposition de TUCKER de X ∈ RI1×I2×I3,

il s’agit de trouver les matrices appelées facteurs, A{1} ∈ RI1×R1 ,A{2} ∈ RI2×R2 ,A{3} ∈

RI3×R3 et un tenseur cœur G ∈ RR1×R2×···×RN :

X = G ×1 A
{1} ×F A{2} ×3 A

{3} = JG;A{1},A{2},A{3}K. (1.8)

Un élément de X peut s’exprimer selon :

xi1i2i3 =

R1∑

r1=1

R2∑

r2=1

R3∑

r3=1

gr1r2r3 a
{1}
i1r1

a
{2}
i2r2

a
{3}
i3r3

.

La figure 1.3 illustre cette décomposition.

=

A{1}X

G

I1 × I2 × I3 I1 ×R1 R1 × R2 × R3

I3 ×R3

R2 × I2

A{3}

A{2}T

Figure 1.3 – Décomposition de TUCKER d’un tenseur d’ordre 3, X ∈ RI1×I2×···×IN

La décomposition de Tucker n’est pas unique. Lorsqu’on impose des contraintes d’or-

thogonalité sur les colonnes de A{1},A{2}, · · ·A{N}, cette décomposition est unique. Elle

est appelée décomposition en valeurs singulières d’ordre supérieur ou HOSVD (pour

higher-order singular value decomposition en anglais) d’après les travaux de L. D. La-

thauwer et al. [21]. La HOSVD peut être considérée comme une généralisation de la

décomposition en valeurs singulières au cas tensoriel (N ≥ 3). Cependant, elle ne généralise

pas la notion de rang en tant que nombre minimum de termes de rang 1. On appelle rang

multilinéaire de la HOSVD le triplet (R1, R2, R3).

Décomposition CP

La décomposition CP (DCP) est un cas particulier de la décomposition de Tucker,

avec un tenseur cœur G hyperdiagonal. Utilisée initialement en phonétique [9] et en psy-

chométrie [56], la décomposition CP a regagné de l’intérêt dans les années 2000 dans les do-

maines liés au traitement du signal et analyse de données [63]. Elle a également été utilisée
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dans plusieurs domaines : la neuroscience [64], la chimiométrie [15], les télécommunications

[65], la séparation de source aveugle [66].

La décomposition CP décompose un tenseur en une somme de tenseurs de rang 1. Elle

consiste à trouver les matrices A{1} ∈ RI1×K ,A{2} ∈ RI2×K ,A{3} ∈ RI3×K telles que :

X =
K∑

k=1

a
{1}
k ◦ a{2}

k ◦ a
{3}
k = JA{1},A{2},A{3}K, (1.9)

avec A{n} = [a
{n}
1 , a

{n}
F , · · · , a{n}

K ] et n,= 1, · · · , 3.

La décomposition CP (1.9) peut s’écrire comme :

xi1i2···iN =
K∑

k=1

a
{1}
i1k

a
{2}
i2k

a
{3}
i3k

.

La figure 1.4 donne une représentation graphique de la décomposition. CP

=

a
{3}
1

a
{2}
1

a
{1}
1 a

{1}
2

a
{2}
2

a
{3}
2

a
{1}
K

a
{2}
K

a
{3}
K

+ + · · ·+X

Figure 1.4 – Décomposition CP d’un tenseur d’ordre 3.

Le rang d’un tenseur X noté rang(X ) est le plus petit nombre K de tenseurs de

rang 1 ou composants dont la somme est égale à X ou le plus petit entier positif qui

permet de vérifier exactement (1.9). Au contraire de la HOSVD, des arguments théoriques

peuvent remettre en cause l’utilisation de la DCP en tant qu’outil qu’approximation. En

particulier, [53] montre qu’il s’agit d’un problème inverse mal posé mais qu’imposer une

structure particulière au tenseur (non-négativité, symétrie) permet de le rendre bien posé.

C’est un point important car il garantit qu’on peut choisir le rang de la décomposition en

fonction du niveau de détail souhaité : un faible nombre de composants révèle les structures

importantes tandis que l’utilisation d’un nombre élevé de composants permet de révéler

les détails. Le choix K équivaut à un problème d’optimisation dans lequel on recherche le

nombre minimal de composants qui expliquent au mieux la structure du tenseur pour un

niveau d’erreur donné. Déterminer le rang K d’un tenseur est un problème NP complet

[67].

La DCP de X (figure 1.4), peut être réécrite sous forme matricielle en utilisant le
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dépliement de X . Dans le cas d’un tenseur d’ordre 3, on a :

X(1) = A{1}(A{3} ⊙A{2})T , (1.10)

X(2) = A{2}(A{3} ⊙A{1})T , (1.11)

X(3) = A{3}(A{2} ⊙A{1})T , (1.12)

avec (⊙) le produit de Khatri-Rao.

Dans la suite du chapitre nous nous intéressons à la définition de décompositions ma-

tricielles et tensorielles de tableaux de données binaires qui sont le cœur de ce travail.

Cependant au préalable et afin d’alléger les notations et de s’affranchir des indices sur

A{1} et A{2}, nous procédons à un changement de notation et écrirons les produits ma-

triciels et décompositions tensorielles avec les symboles W, H, V. Ainsi, par exemple la

factorisation matricielle sera notée WHT et une DCP sera notée JW,H,VK.

1.2 Factorisation des matrices à valeurs binaires

Les données binaires sont de plus en plus présentes dans divers domaines. Elles peuvent

être soit générées par des processus ou phénomènes à deux états (et naturellement codées

sur les valeurs binaires {0, 1}), par exemple : des capteurs de proximité, des boutons-

poussoirs, des interrupteurs électriques, des réponses oui/non dans les enquêtes, etc., ou

obtenus artificiellement par une forte quantification (sur 1 bit) de données réelles.

Les techniques de quantification sur 1 bit et de compression sur 1 bit ont été initialement

développées pour accélérer les convertisseurs numériques (voir par exemple, [68], [69])

mais elles représentent en même temps une solution intéressante au problème de déluge

de données constaté ces dernières années dans de nombreux domaines d’application. En

spectroscopie, par exemple, un expert peut être plus intéressé par la présence/absence

d’un pic dans un spectre enregistré (ou séparé) à une longueur d’onde donnée, plutôt que

par l’amplitude réelle de ce pic.

Par conséquent, la Factorisation des Matrices Binaires (FMB) a récemment suscitée

beaucoup d’intérêt et a déjà été utilisée avec succès dans de nombreux domaines tels que

les télécommunications numériques [70], [5]. En effet dans [70], ils proposent une approche

de maximum de vraisemblance pour séparer et estimer de multiples signaux numériques

synchrones arrivant sur un réseau d’antennes. Dans [5], on utilise la factorisation d’une

matrice de données, pour séparer à l’aveugle de multiples sources binaires dans un même

canal de transmisssion.

Dans le domaine de la classification des réponses des gènes, les auteurs de [42] utilisent

cette méthode de factorisation pour sélectionner les groupes de gènes qui présentent des

comportements d’expression similaires dans un sous-ensemble d’échantillons appartenant

à des classes spécifiques telles que certains types de tumeurs, afin d’identifier les structures

locales des données de la matrice de micro-réseau [71]. Dans [72], ils appliquent la fac-
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torisation binaire au problème de classification des données de panier de supermarché et

à la classification de documents. Pour la classification du panier de supermarché, chaque

transaction peut être représentée sous la forme d’un vecteur binaire où chaque élément

indique si l’article ou le produit correspondant a été acheté ou non. Pour la classification

de documents, chaque document peut être représenté comme un vecteur binaire où chaque

élément indique si un mot ou un terme donné est présent ou non. Dans [2], ils appliquent

cette factorisation pour la découverte de motifs pour les images d’expression de gènes

de Drosophile. La factorisation est aussi utilisée pour l’extraction d’attributs discrets en

grande dimension [73], la reconstruction de caractères alpha-numériques aléatoirement

échantillonnés [74] ou dans les systèmes de recommandation [3].

L’objectif de cette section est de définir un produit matriciel permettant de représenter

une matrice X binaire (xij ∈ {0, 1}), comme produit de deux matrices selon :

X = W ⋄HT , (1.13)

où ⋄ représente un produit matriciel à préciser et K le rang de la décomposition.

En fonction de l’ensemble sur lequel est appliquée la décomposition, la factorisation et

son rang K peuvent être définis de différentes manières. Les sections suivantes analysent

différentes factorisations de matrices binaires et leurs rangs. On distingue deux types de

factorisations : celles qui utilisent des opérations définies sur les réels et celles à base

d’opérateurs logiques.

1.2.1 Factorisations sur l’ensemble des réels

La décomposition d’une matrice binaire en une somme de K matrices de rang 1 est

définie par :

X =

K∑

k=1

wkh
T
k , WHT . (1.14)

En fonction de l’ensemble sur lequel est défini wk et hk, le rang peut être défini de

différentes façons selon les contraintes imposées aux facteurs.

Si les éléments de wk et hk sont à valeurs réelles, le rang de la décomposition de (1.14)

correspond au rang réel classique que l’on notera rang
R
(X). La FMB de X et le rang réel

de cette factorisation matricielle peuvent être obtenus par des méthodes algébriques bien

connues telles que la décomposition en valeurs singulières. La décomposition réelle est

intéressante par le fait que de nombreuses méthodes de calculs efficaces. Cependant elle

ne préserve pas la binarité des matrices facteurs et conduit à des résultats qui sont souvent

difficiles à interpréter.

Si les éléments de wk et hk sont contraints à être non-négatifs, le problème (1.14)

se résume au problème de la Factorisation en matrices non-négatives (ou NMF pour

Nonnegative Matrix Factorisation en anglais) [7, 75] et son rang est le rang non-négatif,

représenté par rang
R+
(X). Cette décomposition ne préserve pas la binarité des matrices
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facteurs bien qu’elle ait déjà été utilisée dans ce cadre.

Si les éléments dewk et hk sont contraints à prendre des valeurs binaires, la décomposition

de (1.14) est connue comme la décomposition binaire de X et le rang correspondant est le

rang binaire [76] noté rang
{0,1}

(X). Dans ce cas, le rang binaire peut être interprété comme

le nombre minimal de rectangles dont ces éléments sont à valeurs 1, qui sont à supports

disjoints et dont l’union couvre de façon exacte le support X. Ce type de décomposition

préserve la nature binaire des résultats mais le nombre de termes de la décomposition est

souvent grand.

1.2.2 Factorisations booléennes

Une alternative permettant de préserver la nature binaire des matrices facteur est de

définir la multiplication de matrices à l’aide d’opération booléens. Ainsi la multiplication

s’assimile au ET logique, noté (∧) tandis que l’addition peut être remplacée par le OU

logique, noté (∨) ou par le OU Exclusif noté (⊕). On peut alors définir la Factorisation

Booléenne des Matrices Binaires (FBMB) selon [77, 78] :

xij =
K
∨
k=1

(wik ∧ hjk). (1.15)

En remarquant que dans le cas de données binaires, il y a équivalence entre le ET logique

et la multiplcation, c’est-à-dire : wik ∧ hjk = wikhjk, on écrire :

X =
K
∨
k=1

wkh
T
k , W ⋄HT , (1.16)

Une FBMB alternative utilise l’opérateur OU Exclusif [79, 80] et conduit à la définition

suivante :

X =
K
⊕
k=1

wkh
T
k , W ⊠HT . (1.17)

Exemple 1.2.1. ≪ Sommes ≫ de deux sources binaires corrélées

Cet exemple permet de mettre en évidence les différences entre les différents produits

matriciels (1.14), (1.16) et (1.17) sur un exemple simple correspondant à la superposition

de deux matrices de rang 1, que l’on désigne dans la suite par sources binaires. Si les

sources binaires sont à supports disjoints, on dit que les sources sont non-corrélées, tandis

que si elles sont à supports non disjoints, les sources sont dites corrélées. Dans le cas où

les sources sont non-corrélées, les 3 produits matriciels sont équivalents car ils fournissent

le même résultat. En revanche si les sources sont corrélées, les trois produits ne sont plus

équivalents. Le produit réel (1.14) fournit un résultat qui n’est pas une matrice binaire.
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Les produits booléens garantissent la binarité du produit mais le résultat est très différent.









1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









+









0 0 0 0

0 1 1 1

0 1 1 1

0 1 1 1









=









1 1 1 0

1 2 2 1

1 2 2 1

0 1 1 1

















1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









∨









0 0 0 0

0 1 1 1

0 1 1 1

0 1 1 1









=









1 1 1 0

1 1 1 1

1 1 1 1

0 1 1 1

















1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









⊕









0 0 0 0

0 1 1 1

0 1 1 1

0 1 1 1









=









1 1 1 0

1 0 0 1

1 0 0 1

0 1 1 1









1.2.3 Propriétés algébriques des produits booléens matriciels

Soient (Mb,⊕,⊠) l’ensemble des matrices binaires muni de l’opérateur d’addition (⊕)

et de l’opérateur de multiplication (⊠) et (Mb,∨, ⋄), l’ensemble des matrices binaires muni

de (∨) et (⋄). Les propriétés algébriques de ces deux ensembles sont rappelées ci-dessous.

Propriétés par rapport à l’addition

— Elément neutre de l’addition (∨) et (⊕)

La matrice nulle 0 ∈ Mb(N,P ) est l’ élément neutre par rapport à (∨) et (⊕),

c’est-à-dire : A ∨ 0 = A et A⊕ 0 = A

— Elément opposé de l’addition (∨) et (⊕)

∄ Ā (élément opposé deA) tel que : A∨Ā = 0, ∀A, Ā ∈Mb(N,P ). Seule la matrice

nulle est son propre opposé dans Mb(N,P ).

∃ Ā tel que : A⊕ Ā = 0, ∀A, Ā ∈ Mb(n, p), et dans ce cas, Ā = A.

— Associativité (∨) et (⊕)

C ∨ (A ∨B) = (C ∨A) ∨B

C⊕ (A⊕B) = (C⊕A)⊕B

— Commutativité de (∨) et (⊕)

A ∨ B = B ∨ A, ∀A,B ∈ Mb(N,P ), avec Mb(N,P ) qui repésente l’ensemble des

matrices de taille N × P .

A⊕B = B⊕A, ∀A,B ∈ Mb(N,P ).

(Mb,⊕) est un groupe commutatif. En revanche (Mb,∨) ne l’est pas. C’est un monöıde

commutatif.

Propriétés par rapport à la multiplication

— L’élément neutre de (⋄) et (⊠)

La matrice I ∈Mb(P, P ) est l’élément neutre (à droite) par rapport à (⋄) et ⊕) c’est-
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à-dire : A ⋄ I = A, ∀A ∈Mb(N,P ). De même, A⊠ I = A. De même I ∈Mb(N,N)

est l’élément neutre à gauche.

— Associativité du ≪ produit booléen ≫ (⋄) et (⊠)

C ⋄ (A ⋄B) = (C ⋄A) ⋄B, ∀A ∈Mb(N,P ), B ∈Mb(P,D), C ∈Mb(R,N).

C⊠ (A⊠B) = (C⊠A)⊠B, ∀A ∈Mb(N,P ), B ∈Mb(P,D), C ∈ Mb(R,N).

Donc, (Mb, ⋄) et (Mb,⊠) sont des monöıdes.

Distributivité

— C ⋄ (A ∨B) 6= (C ⋄A) ∨ (C ⋄B), ∀A,B ∈Mb(N,P ), C ∈Mb(R,N)

— C⊠ (A⊕B) = (C⊠A)⊕ (C⊠B), ∀A,B ∈Mb(N,P ), C ∈Mb(R,N)

la loi (⋄) n’est pas distributive par rapport à (∨), en revanche la loi (⊠) est distributive

par rapport à (⊕).

Comme (Mb,⊕) est un groupe commutatif, (Mb,⊠) est un monöıde et que la loi (⊠)

est distributive par rapport à (⊕), (Mb,⊕,⊠) est un anneau. Il possède des propriétés

similaires à l’anneau des matrices réelles. Ce n’est pas le cas pour (Mb,∨, ⋄) car (Mb,∨)

n’a pas d’élément opposé et la loi (⋄) n’est pas distributive par rapport à (∨). Le produit

matriciel booléen (⋄) en revanche est intéressant en termes de rang et d’interprétabilité.

1.2.4 Rang booléen

Le rang booléen d’une matrice binaire X [81] appelé aussi rang de Schein [82] que

l’on notera, rang
B
(X) peut être défini comme le nombre minimum de matrices de rang

1 (pas forcément à supports disjoints) dont l’union des supports est égal au support de

la matrice X. C’est donc le rang associé à la factorisation 1.16. Un intérêt important de

cette factorisation est que le rang booléen est toujours plus petit que les autres rangs

non-négatifs [83].

rang
B
(X) ≤ rang

R+
(X) ≤ rang

{0,1}
(X). (1.18)

A notre connaissance, il n’y a pas de relation prouvée entre le rang réel et le rang booléen.

Cependant nous n’avons pas réussi à trouver de décomposition de matrices binaires dont

le rang réel est inférieur au rang booléen. Le rang associé à la décomposition (1.17) est

noté rang⊕. A notre connaissance, il n’y a pas non plus de relation prouvée pour ce rang.

Pour illustrer les rangs associés aux différentes décompositions, nous proposons d’analyser

quelques exemples simples.

Exemple 1.2.2. Considérons la matrice binaire X ci-desssous, avec la partie grise qui

correspond aux éléments à 1 de la matrice et la partie coloriée en blanc où les éléments

de la matrice valent 0.
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= ∨

X X(1) X(2)

1 0

(a) Décomposition de X utilisant le produit booléen (⋄).

= ⊕ ⊕

= ⊕

X X(1) X(2) X(3)

⊕

= ⊕ ⊕

1 0

(b) Décomposition de X utilisant le produit booléen (⊠).

Figure 1.5 – Décomposition de deux sources corrélées avec les différents produits matri-
ciels booléens.

En observant les figures 1.5a et 1.5b, il apparâıt que le produit matriciel booléen (⋄),

permet de décomposer X de façon unique (c’est-à-dire qu’il existe une unique paire de

matricesW etH tel que :X = W⋄HT ), et que rang
B
(X) = 2. En revanche, le rang associé

au produit matriciel binaire (⊠) est rang⊕(X) = 3 et en plus, la décomposition n’est pas

unique. Il est possible cependant de trouver des exemples où rang⊕(X) < rang
B
(X).

Exemple 1.2.3. : Le premier exemple considère le cas de sources non-corrélées (à support

disjoint). Soit la matrice binaire de taille 4× 4 :

X =








1 1 0 0

1 1 0 0

0 0 1 1

0 0 1 1








. (1.19)

La décomposition de X en un nombre minimum de termes de rang 1 peut être exprimée
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comme :

X =









1 1 0 0

1 1 0 0

0 0 0 0

0 0 0 0









︸ ︷︷ ︸

X(1)

+









0 0 0 0

0 0 0 0

0 0 1 1

0 0 1 1









︸ ︷︷ ︸

X(2)

=









1 1 0 0

1 1 0 0

0 0 0 0

0 0 0 0









︸ ︷︷ ︸

X(1)

∨









0 0 0 0

0 0 0 0

0 0 1 1

0 0 1 1









︸ ︷︷ ︸

X(2)

En fait dans le cas de sources séparables toutes les factorisations sont équivalentes et

rang
B
(X) = rang⊕(X) = rang

R+
(X) = rang

{0,1}
(X). (1.20)

Exemple 1.2.4. Le second exemple considère le cas de sources corrélées. Soit la matrice

binaire de taille 3× 3 :

X =






1 1 0

1 1 1

0 1 1




 . (1.21)

Le rang réel de la matrice X est rang
R
(X) = 3, et les termes de rang 1 obtenus par SVD

sont donnés par :

X =






0.6036 0.8536 0.6036

0.8536 1.2071 0.8536

0.6036 0.8536 0.6036






︸ ︷︷ ︸

X(1)

+






0.5 0 −0.5

0 0 0

−0.5 0 0.5






︸ ︷︷ ︸

X(2)

+






−0.1036 0.1464 −0.1036

0.1464 −0.2071 0.1464

−0.1036 0.1464 −0.1036






︸ ︷︷ ︸

X(3)

.

Cette décomposition n’est pas unique, et il y a une infinité de décompositions qui per-

mettent de retrouver la matrice X avec un rang réel égal à 3. En outre, il est très difficile,

voire impossible, d’interpreter les sources X(k) à partir de la matrice binaire X. On ren-

contre la même difficulté avec la décomposition non-négative et le rang correspondant

rang
R+
, la seule différence est que les valeurs de X(k), k = 1, · · · , K sont non-négatives,

ce qui, en général, conduit à une décomposition ≪ plus interprétable ≫.

Le rang binaire de cette matrice X est rang
{0,1}

(X) = 3 et 2 exemples de décompositions
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sont données (il en existe d’autres) :

X =






1 0 0

1 0 0

0 0 0






︸ ︷︷ ︸

X(1)

+






0 1 0

0 1 0

0 1 0






︸ ︷︷ ︸

X(2)

+






0 0 0

0 0 1

0 0 1






︸ ︷︷ ︸

X(3)

=






1 1 0

0 0 0

0 0 0






︸ ︷︷ ︸

X(1)

+






0 0 0

1 1 1

0 0 0






︸ ︷︷ ︸

X(2)

+






0 0 0

0 0 0

0 1 1






︸ ︷︷ ︸

X(3)

.

Cette décomposition est évidemment plus interprétable, car elle préserve la nature bi-

naire des résultats cependant son rang est supérieur aux rangs réel et non-négatif et la

décomposition n’est pas unique.

En remplaçant la somme arithmétique (+) par l’opérateur logique (∨), on obtient

comme décomposition booléenne de X :

X =






1 1 0

1 1 0

0 0 0






︸ ︷︷ ︸

X(1)

∨






0 0 0

0 1 1

0 1 1






︸ ︷︷ ︸

X(2)

.

Le rang booléen de cette décomposition est rang
B
(X) = 2. De plus, la décomposition

booléenne est unique ce qui n’est pas le cas pour les autres décompositions.

Dans la suite de ce manuscrit , nous utiliserons comme modèle de factorisation (1.16)

pour les deux raisons suivantes : i) c’est, à notre sens la factorisation qui donne les résultats

les plus interprétables, ii) le rang de cette décomposition est souvent le plus faible.

1.3 Algorithmes de factorisation booléenne de ma-

trices binaires (FBMB)

1.3.1 Un panorama rapide des algorithmes de FMB

Au cours des deux dernières décennies, la majorité des résultats et des algorithmes pour

la FMB provenait des domaines des statistiques, de la science des données et de l’appren-

tissage. Cependant, deux des premiers algorithmes de factorisation matricielle dont les fac-

teurs sont binaires, sont issus du traitement du signal [70], [5], et ont été développés pour

la séparation de sources dans le domaine des télécommunications numériques. Néanmoins,

ces algorithmes considèrent le cas où un seul des deux facteurs (la matrice des sources) a

des entrées binaires {-1, +1}, alors que les données et l’autre facteur sont à valeurs com-

plexes. Une des premières méthodes de décomposition de matrices à valeurs binaires est

28



l’analyse en composantes principales logistiques (ou Logistic Principal Components Ana-

lysis (LPCA) en anglais)[36] qui utilise un modèle probabiliste pour les données. Basée sur

une méthode bien connue en statistique, à savoir la régression logistique, l’algorithme de

[36] a servi d’inspiration à plusieurs autres méthodes similaires, telles que celles proposées

dans [37], [38], [39], [40], [84]. Un problème étroitement lié au LPCA, qui a récemment

concentré des efforts de recherche, est la complétion de matrices binaires, où seul un sous-

ensemble des entrées de la matrice binaire observée est supposé connu ([85], [86], [87],

[88]).

Comme la FBMB est un problème NP-complet [83], diverses stratégies pour esti-

mer et extraire itérativement les termes de rang 1 (sources) de la matrice d’observation

ont été proposées. Notamment des approches de type glouton (ou gourmand) ([89], [73],

[90], [83], [44], [91]). Une autre façon de contourner l’aspect NP-complet du problème de

FMB est de relaxer ce problème sur l’orthant réel non-négatif ([92], [93], [42]). De cette

façon, le problème discret est transformé en un problème d’optimisation continue, avec

des contraintes qui forcent la binarité des résultats. Ces trois méthodes de FBMB uti-

lisent des approches algorithmiques différentes ; elles sont cependant toutes basées sur un

modèle de mélange utilisant le produit matriciel réel classique. Cela implique (comme ex-

pliqué dans la section suivante) que ces méthodes favorisent les décompositions en sources

décorrélées, car le produit réel pénalise fortement les facteurs ayant des supports qui se

chevauchent. Ceci représente un inconvénient majeur dans une grande classe d’applica-

tions où on cherche des comportements communs à plusieurs ≪ populations ≫. De plus,

en favorisant le non-chevauchement des sources, ces méthodes ont tendance à nécessiter

un rang de décomposition élevé pour la décomposition des matrices binaires : c’est une

caractéristique non souhaitable dans les applications d’approximation de rang faible et de

compression de données.

1.3.2 Formulation du problème FBMB

Considérons à présent le modèle de factorisation booléenne de rang K d’une matrice

à valeurs binaires. Dans le cas d’une factorisation exacte, cela s’exprime selon :

X = W ⋄HT =
K
∨
k=1

wk ◦ h
T
k . (1.22)

Supposons que ce modèle exact est corrompu par du bruit ou des erreurs. En fonction

de l’ensemble sur lequel la décomposition de la matrice binaire est effectuée, ce terme de

bruit peut prendre différentes formes. Pour la factorisation en matrices binaires réelles (les

éléments des facteurs wk et hk sont à valeur réelles), le terme de ≪ bruit ≫ est la matrice

N à valeurs réelles, utilisée classiquement dans la plupart des applications de traitement

du signal. Généralement, les entrées de N sont supposées être distribuées suivant une loi

gaussienne de moyenne nulle. Pour la décomposition non-négative, les entrées de N seront

réelles, non-négatives.
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Dans le cas de la décomposition de X en termes binaires, et en particulier pour la FBMB,

la matrice de ≪ bruit ≫, N, est supposée être la réalisation d’une variable aléatoire tirée

selon une loi binaire, par exemple une loi de Bernoulli, et que le modèle de dégradation

est le suivant :

X = W ⋄HT ⊕N. (1.23)

Cela signifie que les éléments à 1 de la matrice de bruit N changent les éléments corres-

pondants dans W⋄HT quelque soit leurs valeurs. La figure 1.6 ci-après, permet d’illustrer

l’ajout d’un bruit binaire dans la FBMB :

= ⊕

X W ⋄HT N

1 0

Figure 1.6 – Illustration du bruit binaire de la FBMB

Ainsi, le problème de FBMB approchée consiste à déterminer les matrices W et H

qui satisfont :

{W,H} = arg min
W,H

∥
∥X−W ⋄HT

∥
∥
2

F
. (1.24)

Il est à noter que, les données étant binaires, la norme de Frobenius dans (1.24) est

équivalente aux normes ℓ1 et ℓ0 et que toutes correspondent au cardinal du support de

la matrice en argument. Comme mentionné plus haut, le problème (1.24) est NP-complet

[83]. Ainsi, plusieurs stratégies ont été proposées dans la littérature afin de contourner

cette difficulté.

1.3.3 Approches par relaxation réelle de la FBMB

Plusieurs auteurs ([92], [93], [42]) ont proposé de remplacer le produit matriciel booléen,

(⋄), par le produit matriciel classique, ce qui revient à remplacer le problème (1.24) par

le problème suivant :

{W,H} = arg min
W,H∈{0,1}

‖X−WHT‖2F , (1.25)

où WHT est le produit matriciel réel classique. On parle alors de relaxation réelle de

(1.24) qui peut être abordé comme un problème d’optimisation avec contrainte, plus facile

à résoudre. Nous présentons dans la suite, les deux algorithmes de FBMB proposés dans

[92] qui sont basés sur l’approche de relaxation réelle non-négative, à savoir l’algorithme

PF (Penalty Function en anglais) et l’algorithme TH (THresholding en anglais).
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L’algorithme ≪ Penalty Function ≫ (PF) consiste à imposer la contrainte de binarité

par une fonction de pénalité (PF ) et utilise une descente de gradient avec une mise à jour

multiplicative similaire à la NMF [8], [7] pour minimiser la fonction de coût suivante :

J(W,H) =
∑

i,j

(
Xij − (WHT

)

ij
)2 +

1

2
λ
∑

i,k

(
W2

ik −Wik

)2
+

1

2
λ
∑

j,k

(
H2

jk −Hjk

)2
.

(1.26)

La contrainte de binarité sur H et W est imposée par les termes de pénalité H2
jk−Hjk et

W2
ik−Wik. Les étapes de l’algorithme PF sont données dans la table algorithmique 1. En

pratique, pour une convergence plus rapide de l’algorithme PF, W et H sont initialisées

avec le résultat de l’algorithme de NMF [8]. À l’étape 3, W et H sont normalisées afin de

forcer les valeurs de Wij et Hij à rester dans l’intervalle [0, 1].

Algorithm 1 : Penalty Function (PF)

Entrées X, K, ε, λ
Sorties : W, H
PAS 1 : Initialisation de W et H
PAS 2 : Normalisation
W←WD

−1/2
W D

1/2
H , avec DW = diag (max(w1),max(wF ), · · · ,max(wK))

H← HD
−1/2
H D

1/2
W , DH = diag (max(h1),max(hF ), · · · ,max(hK))

PAS 3 : Mise à jour W, H

Hjk ← Hjk

(XTW)jk + 3λH2
jk

((WHT )TW)jk + 2λH3
jk + λHjk

Wik ←Wik
(XH)ik + 3λW2

ik

((WHT )H)ik + 2λW3
ik + λWik

PAS 4 : Critère d’arrêt
if
∑

i,j

(
(H2

ij −Hij)
2 + (W2

ij −Wij)
2
)
< ε then

break
else

retourner à PAS 3
end if

L’algorithme ≪ THresholding ≫ (TH) proposé aussi dans [92] , est fondé sur une

procédure de seuillage des valeurs des matrices W et H. Le principe de cette méthode est

de trouver deux seuils w et h pour les deux matrices W et H qui minimisent le critère :

F (w, h) =
∑

i,j

(

Xij −
(
θ(W − 1N×K · w) · θ(H− 1M×K · h)

T
)

ij

)2

, (1.27)

où θ est la fonction de Heaviside appliquée élément à élément et 1N×K , la matrice de 1 de

taille N ×K. Pour des raisons d’implémentation, la fonction de Heaviside est approchée

par la fonction sigmöıde (1.28). Cette fonction est dérivable et possède un paramètre γ
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qui permet de régler la pente.

θ(x) ≈ φ(x) =
1

1 + e−γx
. (1.28)

L’algorithme TH est donné dans la table algorithmique 2.

Algorithm 2 : THresholding (TH)

Entrées : X, K, γ
Sorties : W, H
PAS 1 : Initialisation de W, H, h(0), w(0) et iter = 1
PAS 2 : Normalisation

W←WD
−1/2
W D

1/2
H , avec DW = diag (max(w1),max(wF ), · · · ,max(wK))

H← HD
−1/2
H D

1/2
W , DH = diag (max(h1),max(hF ), · · · ,max(hK))

PAS 3 : Calcul de la direction du gradient g(iter) de F (w, h)
PAS 4 : Sélectionner le pas de gradient α(iter)

PAS 5 : Mise à jour
w(iter) = w(iter−1) − α(iter)g(iter)(1)
h(iter) = h(iter−1) − α(iter)g(iter)(2)

if le critère d’arrêt est satisfait
W = θ(W − w(iter)) ; H = θ(H− h(iter)) ; break

else
iter ← iter + 1, retourner à PAS 3

end

Remarque : les problèmes (1.25) et (1.24) sont équivalents si les termes de rang 1

ont des supports disjoints. En fait, (1.25) résout le problème de la FMB binaire au lieu

de la FBMB. L’exemple suivant permettent d’illustrer le fait que ces approches peuvent

néanmoins aussi donner de bons résultats si la corrélation des sources n’est pas ≪ trop

forte ≫.

Exemple 1.3.1. Considérons la FBMB suivante :









1 1 1 0

1 1 1 0

1 1 1 1

0 0 1 1









︸ ︷︷ ︸

X

=









1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









︸ ︷︷ ︸

X(1)

∨









0 0 0 0

0 0 0 0

0 0 1 1

0 0 1 1









︸ ︷︷ ︸

X(2)

Cette décomposition de rang 2 est unique. Supposons maintenant que nous effectuons
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la décomposition avec un rang 2 de X en utilisant (1.25), alors dans ce cas nous obtenons :









1 1 1 0

1 1 1 0

1 1 1 1

0 0 1 1









︸ ︷︷ ︸

X

≈









1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









︸ ︷︷ ︸

X(1)

+









0 0 0 0

0 0 0 0

0 0 1 1

0 0 1 1









︸ ︷︷ ︸

X(2)

≈









1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









︸ ︷︷ ︸

X(1)

+









0 0 0 0

0 0 0 0

0 0 0 1

0 0 0 1









︸ ︷︷ ︸

X(2)

.

Dans ce cas, la ≪ vraie ≫ décomposition donne le même coût minimal (‖X−WHT‖2F=1)

que l’autre décomposition binaire, ce qui veut dire que l’algorithme sortira après conver-

gence l’une des deux décompositions de façon équivalente. Cependant, à mesure que la

corrélation des deux sources augmente, la ≪ vraie ≫ solution de la décomposition booléenne

de X ne correspond plus à un minimum de la fonction de coût (1.25), comme illustré par

l’exemple suivant :









1 1 1 0

1 1 1 1

1 1 1 1

0 1 1 1









︸ ︷︷ ︸

X

=









1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









︸ ︷︷ ︸

X(1)

∨









0 0 0 0

0 1 1 1

0 1 1 1

0 1 1 1









︸ ︷︷ ︸

X(2)

.

Dans ce cas, la ≪ vraie ≫ solution donnée par la FBMB, donne un coût ‖X−WHT‖2F=4,

alors que la décomposition ci-dessous :








1 1 1 0

1 1 1 1

1 1 1 1

0 1 1 1








︸ ︷︷ ︸

X

≈









1 1 1 0

1 1 1 0

1 1 1 0

0 0 0 0









︸ ︷︷ ︸

X(1)

+









0 0 0 0

0 0 0 1

0 0 0 1

0 0 0 1









︸ ︷︷ ︸

X(2)

,

génère un coût plus faible ‖X −WHT‖2F = 2. Par conséquent, dans ce cas, les algo-

rithmes fondés sur cette reformulation réelle du problème de la FBMB auront tendance

à privilégier la deuxième décomposition.

1.3.4 Algorithmes ≪ gloutons ≫ pour la FBMB

La deuxième stratégie utilisée pour contourner le problème NP-complet (1.24) consiste

à estimer et à soustraire itérativement les termes de rang 1 deX, de manière ≪ gloutonne≫.
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Plusieurs approches ont été proposées en utilisant différentes stratégies gloutonnes ([89],

[73], [90], [83], [44], [91]). Nous présentons ci-après deux algorithmes de ce type.

L’algorithme ASSO (ou ASSOciation rules algorithm en anglais) résout le problème

DBP (Discrete Basis Problem en anglais) a été introduit dans [83]. Il procède par déflation

et recherche à chaque itération le terme de rang 1 qui minimise le résidu. L’implémentation

de l’algorithme exploite la corrélation entre les colonnes de X à travers la notion d’as-

sociation entre les colonnes i et j définie par c(i ⇒ j,X) =
x
T
i xj

xT
i xi

. Ces associations sont

utilisées pour former des vecteurs candidats d’une base qui forment les colonnes de H, par

une sélection ≪ gloutonne ≫. Les principales étapes d’ASSO sont résumées dans la table

algorithmique 3.

Algorithm 3 : Asso

Entrées : X, K, τ ∈]0, 1], w+, w−

Sorties : W, H
PAS 1 : Calcul de la matrice d’association A

for i = 1, · · · ,M do
for j = 1, · · · ,M do

Aij = (c(j ⇒ i,X) ≥ τ)
end

end
PAS 2 : Construire de manière itérative W et H

H← [ ],W← [ ]
for k = 1, · · · , K do

{w,h} = cover ([H h], [W w],X, w+, w−)
H← [H h]
W← [W w]

end

Le paramètre τ contrôle le niveau de confiance qui permet d’inclure un attribut au

candidat du vecteur de base. Ainsi, à des valeurs différentes de τ on obtient différentes

matrices d’association A qui sont calculées comme dans le PAS 1 de l’algorithme 3. Cela

implique donc, différentes valeurs de la matrice H, puisque les valeurs de H dépendent

fortement de celles de la matrice d’association A. Ainsi, l’exemple ci-dessous nous permet

d’illustrer l’importance du paramètre τ dans cet algorithme.

Exemple 1.3.2. Considérons une matrice binaire de taille 3× 3 :

X =






1 1 0

1 1 1

0 1 1




 ; X(i⇒ j) =






1 1 1/2

2/3 1 2/3

1/2 1 1






A1 =






1 1 1

1 1 1

1 1 1






︸ ︷︷ ︸

τ=1/2

, A2 =






1 1 0

1 1 1

0 1 1






︸ ︷︷ ︸

τ=2/3

, A3 =






1 1 0

0 1 0

0 1 1






︸ ︷︷ ︸

τ=1
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On peut bien voir sur cet exemple que l’algorithme est très sensible aux différentes

valeurs du paramètre τ . La fonction de couverture (ou cover) est définie comme :

cover(H,W,X, w+, w−) = w+ | {(i, j) : Xij = 1, (W ⋄H)ij = 1} |

−w− | {(i, j) : Xij = 0, (W ⋄H)ij = 1} |,

et peut être interprétée comme le ≪ profit ≫ de décrire X par W et H.

L’algorithme FC (pour ≪ Formal Concept analysis ≫ en anglais) : il s’agit d’un autre

algorithme de type ≪ glouton ≫ proposé dans [78]. Il est basé sur l’analyse de concepts

formels (ou Formal Concepts Analysis (FCA) en anglais) ; un concept formel définit une

relation binaire entre un ensemble d’objets et un ensemble d’attributs. Ici, la matrice

des observations, X est interprétée comme une matrice objets-attributs, W et H sont

interprétées respectivement comme des matrices de facteurs objets et de facteurs attri-

buts. L’algorithme proposé est fondé sur un théorème indiquant que les décompositions

optimales de X (celles ayant un rang K minimum) sont celles où les facteurs sont des

concepts formels dans le sens de l’analyse de concepts formels.

Une reformulation ≪ signal ≫ de l’algorithme FC indique qu’il consiste à soustraire

itérativement de X, les sources (termes de rang 1), X(k), dont les supports ont un chevau-

chement maximal avec le support de X. Deux algorithmes sont proposés dans [78]. Le pre-

mier commence par calculer tous les concepts formels puis, à chaque itération, sélectionne

celui maximisant l’intersection avec X. Cet algorithme donne de bons résultats mais il

est inefficace pour les grands ensembles de données. Le deuxième algorithme (qui sera

utilisé pour la comparaison avec les algorithmes que nous proposons dans ce manuscrit),

utilise une stratégie plus efficace et construit progressivement les facteurs en ajoutant

séquentiellement des ≪ colonnes prometteuses ≫.

Toutes les approches ≪ gloutonnes ≫ présentées dans cette section utilisent des procédures

de déflation pour estimer de manière itérative les sources. Cette technique, tout comme

celle de la relaxation réelle non-négative, garantit une récupération ou reconstruction cor-

recte des ≪ vraies ≫ sources uniquement dans le cas non corrélé. Lorsque les sources sont

corrélées, leur capacité à récupérer les ≪ vraies ≫ sources, dépendra fortement du degré de

corrélation, ainsi que des paramètres de l’algorithme.
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1.4 Décomposition CP booléennes

1.4.1 Modèle BCP

Le problème considéré est donc la décomposition CP booléenne (DCPB) d’un tenseur

à valeurs binaires X d’ordre 3 selon le modèle :

X =
K
∨
k=1

(wk ◦ hk ◦ vk) = JW,H,VK . (1.29)

La DCPB des tenseurs binaires a été utilisée dans un certain nombres d’applications.

Ainsi, dans [44], les auteurs considèrent des données d’entrée contenant des informations

sur les étudiants et leur performance dans divers cours. La DCPB dans ce cas, peut aider

à révéler des facteurs importants décrivant les compétences communes des élèves dans

diverses conditions. La DCPB a aussi été appliquée dans les systèmes de recommandation

([94], [95]) pour lesquels on a des utilisateurs qui donnent des avis sur des films ou des

articles sur une journée, un mois ou une année. L’idée dans cette application est de

retrouver les utilisateurs qui regardent les mêmes films ou qui aiment les mêmes articles

sur un mois ou une année ce qui permettra de suggérer à certains utilisateurs d’un groupe,

les choses aimées par les autres membres de ce groupe.

Les algorithmes de DCPB qui ont été développés sont essentiellement des approches

gloutonnes : ils sont présentés dans la section 1.4.2. Cependant, nous reprenons un exemple

de [44] qui permet de bien illustrer l’intérêt d’une approche tensorielle.

Exemple 1.4.1. Un exemple d’application de la DCPB

AL CA CI BD RE

co cr as co au m
o

co cr as co au m
o

co cr as co au m
o

co cr as co au m
o

co cr as co au m
o

a 1 1 1 1 1 1 0 0 1 1 0 1 1 1 0 0 1 1 0 0 1 1 0 1 1 1 0 0 1 1
b 1 1 0 0 1 1 0 0 0 0 0 0 1 1 0 0 1 1 1 1 0 0 0 0 1 1 0 0 1 1
c 1 1 1 1 0 1 0 0 1 1 0 1 1 1 0 0 0 0 1 1 1 1 0 1 1 1 0 0 0 0
d 1 1 1 1 1 1 0 0 1 1 0 1 1 1 0 0 1 1 0 0 1 1 0 1 1 1 0 0 1 1
e 1 1 0 0 1 1 0 0 1 1 0 1 1 1 0 0 1 1 1 1 0 0 0 0 1 1 0 0 1 1
f 1 1 1 1 1 1 0 0 1 1 0 1 1 1 0 0 1 1 1 1 1 1 0 1 1 1 0 0 1 1
g 1 1 0 0 1 1 0 0 1 1 0 1 1 1 0 0 1 1 0 0 0 0 0 0 1 1 0 0 1 1
h 0 0 1 1 0 1 0 0 1 1 0 1 0 0 0 0 0 0 0 0 1 1 0 0 0 0 0 0 0 0

Table 1.1 – Tableau des compétences ou qualités des élèves dans divers cours

Le tableau 1.1 contient des informations sur les élèves et leurs performances dans divers

cours. Dans ce tableau, {a, b, c, d, e, f, g et h} représente les différents étudiants, {co, cr,

as, co, au, mo} est l’ensemble des qualités de ces étudiants : communication, créativité,

assiduité, concentration, autonomie et motivation et {AL, CA, CI, BD, RE} représente les

différents cours passés par les étudiants : algorithmes, calculs, circuits, bases de données
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et réseaux. Ces données peuvent être représentées par un tenseur X binaire d’ordre 3 de

dimension 8× 6× 5 qui est illustré dans la figure ci-après :

É
tu
d
ia
n
ts

C
ou
rs

Qualités

Figure 1.7 – Représentation du tenseur X .

On peut reconstruire exactement la matrice de données observées, X , avec un rang

booléen K = 3. On obtient ainsi comme matrices W, H et V :

W =



















1 0 1

0 1 1

1 1 0

1 0 1

0 1 1

1 1 1

0 0 1

1 0 0



















, H =














0 1 1

0 1 1

1 0 0

1 0 0

0 0 1

1 0 1














, V =











1 1 1

1 0 0

0 1 1

1 1 0

0 1 1











.

À partir des matrices W, H et V, on peut représenter sur la figure 1.8 les différents

tenseurs de rang 1 estimés pour extraire les comportements communs entre les différents

étudiants. Chaque ligne de cette figure représente le depliement des différentes sources

(ou tenseurs de rang 1) selon le mode représentant les différents cours.

Ainsi, la première source nous permet de dire que les étudiants a, c, d, f et h sont

assidus, concentrés, et motivés en algorithmes, calculs et en bases de données, la deuxième

source nous dit que les étudiants b, c, e et f ont une bonne communication et sont créatifs

en algorithmes, circuits, bases de données et réseaux, et enfin, la troisième source nous

permet de dire que les étudiants a, b, d, e, f, g ont une bonne communication et sont

créatifs, autonomes et motivés en algorithmes, circuits et réseaux.
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Figure 1.8 – Représentation des différents tenseurs de rang 1 estimés

1.4.2 Algorithmes de décomposition CP booléenne

Le problème de la DCPB (1.29) est d’estimer à partir d’un tenseur binaire X , trois

matrices W, H et V à valeurs binaires qui permettent de minimiser la fonction de coût

suivante :

{W,H,V} = arg min
W,H,V

∥
∥
∥
∥
X −

K
∨
k=1

wk ◦ hk ◦ vk

∥
∥
∥
∥

2

2

. (1.30)

Les expressions du modèle BCP correspondant aux 3 modes de dépliement du tenseur

binaire X sont données par :

X(1) = W ⋄ (V ⊙H)T , (1.31)

X(2) = H ⋄ (V ⊙W)T , (1.32)

X(3) = V ⋄ (H⊙W)T . (1.33)

(⋄) représente le produit booléen matriciel, et (⊙) représente le produit de Khatri-Rao

([96], [97]). Dans la littérature, deux algorithmes de type ≪ glouton ≫ ont été proposés

pour résoudre ce problème par Miettinen [45] et Belohlavek et Vychodil [44]. Les deux

approches reposent sur une approche de type ALS (Alternating Least Squares en anglais)

pour résoudre le problème de la DCPB. Ainsi, la méthode ALS procède à une estimation

alternée de W, H et V, i.e., en fixant à chaque fois deux matrices et en estimant la

troisième. L’algorithme BCP-ALS pour (Boolean CP Alternating least-squares en anglais)

est donné dans la table algorithmique 4.
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Algorithm 4 : BCP-ALS algorithm

Entrées : X , K
Sorties : W, H, V
PAS 1 : Initialisation de W, H et V

W← Asso
(
X(1), K

)

H← Asso
(
X(2), K

)

V← Asso
(
X(3), K

)

PAS 2 : Mise à jour de W, H et V
Répéter

W← UpdateFactor
(
X(1),W, (V⊙H)

)

H← UpdateFactor
(
X(2),H, (V⊙W)

)

V← UpdateFactor
(
X(3),V, (H⊙W)

)

Jusqu’à convergence

Dans la première partie de l’algorithme, on utilise l’algorithme ≪ Asso ≫ (voir algo-

rithme 3) pour initialiser des matrices W, H et V. Selon [83], c’est préférable à une

initialisation aléatoire qui converge généralement très rapidement vers un optimum local,

et est donc incapable d’échapper à de mauvaises solutions initiales. Cependant, comme

cette initialisation est déterministe, si l’algorithme ≪ Asso ≫ fournit une solution initiale

inadéquate, l’algorithme BCP-ALS retournera une solution incorrecte.

Dans la deuxième partie de l’algorithme (PAS 2), les facteurs sont mis à jour en utilisant

une heuristique ≪ gloutonne ≫. Par exemple pour la mise à jour de W, considérons chaque

colonne deX(1) séparément, et soit c une fonction telle que : c(i) = 0 si (w⋄(V⊙H))i = 1,

et w, la ième ligne de W avant la mise à jour. Nous pouvons maintenant faire la mise à

jour des éléments de w tel que cover(x, (w ⋄ (V ⊙H)), c) est maximal, avec la fonction

cover définie telle que :

cover(x, z, c) =
∑

i

(c(i)[xi = 1]− c(i)[xi = 0]) [zi = 1].

En répétant cela pour chaque ligne de W, nous obtenons la matrice de mise à jour (avec

H et V fixes, nous pouvons mettre à jour chaque ligne de W indépendamment). Cette

procédure est appelée UpdateFactor. Avec un tenseur de dimension N1 × N2 × N3, l’al-

gorithme BCP-ALS converge vers l’optimum local en N1N2N3 étapes dans la plupart du

temps, car il est garanti que chaque étape réduit les erreurs d’au moins 1 unité.

Dans le second algorithme de type ≪ glouton ≫, proposé dans [44], Belohlavek et Vy-

chodil résolvent le problème de la DCPB (1.30) en utilisant les concepts formels ([98],

[99]). Ainsi, ils proposent une décomposition de X qui consiste à trouver le minimum de

concepts formels qui couvrent le support de X . Cela revient à trouver une DCPB du ten-

seur binaire X en trois matrices binaires, une matrice de facteur d’objet W, une matrice

de facteur d’attribut H et une matrice de facteur de condition V ; le nombre de facteurs

est le rang booléen de la DCPB. Si on revient à l’exemple 1.4.1, les objets correspondent
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aux élèves, les attributs aux qualités des élèves et les conditions aux cours passés par les

élèves.

1.5 Conclusions

Dans ce chapitre, nous avons tout d’abord introduit les notions et opérations sur

les tenseurs et les décompositions tensorielles. Ensuite, nous avons étudié les algorithmes

existants de factorisation des matrices à valeurs binaires. Puisque le problème de la FBMB

est un problème NP-complet, des stratégies telles que la relaxation réelle du problème de

la FBMB sur l’orthant non-négatif et l’approche de type glouton ont été proposées pour

contourner ce problème. Cependant, ces algorithmes ne donnent pas de bons résultats

dans le cas de sources corrélées, car, dans le cas des algorithmes reposant sur la relaxation

réelle du problème de la FBMB, le produit matriciel classique utilisé n’est pas équivalent

au produit matriciel booléen, et dans le cas de l’approche de type glouton, les algorithmes

cherchent plutôt des sources décorrélées.

Nous avons aussi présenté et étudié les décompositions CP booléennes existantes . Ainsi,

nous avons remarqué d’une part qu’il n’y a pas beaucoup d’algorithmes de décompositions

de tenseurs binaires existants et la plupart de ces algorithmes sont de type glouton.

Ainsi, comme la plupart des algorithmes existants de la FBMB ne résolvent pas vraiment

le problème de la FBMB car les modèles sur lesquels reposent ces algorithmes ne sont pas

équivalents au modèle de la FBMB dans le cas de sources corrélées. Nous proposerons

dans la section suivante, un nouveau regard sur la décomposition de la matrice binaire

qui est équivalent au vrai modèle de la FBMB, même dans le cas corrélé.
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2.1 Principe de la FBMB par modèle de mélange

post non-linéaire

Dans cette section, nous proposons une nouvelle formulation du problème de FBMB

basée sur un modèle de mélange post non-linéaire [100]. Dans ce nouveau modèle, nous

préservons l’idée de [92], qui remplace le produit booléen matriciel (⋄) par le produit

réel classique avec des contraintes de binarité sur W et H mais nous introduisons une

fonction non-linéaire Φ. Cette fonction peut être toute fonction Φ(x), qui est égalé à 0

quand l’argument de cette fonction est inférieur ou égal à 0 (x ≤ 0), et qui est égale à

1 quand l’argument de cette fonction est supérieur ou égal à 1 (x ≥ 1). L’intérêt de ce

modèle est qu’il est équivalent à (1.16). Il apparâıt comme une relaxation réelle exacte de

la FBMB et à ce titre permet d’envisager le développement de méthode de factorisation

qui repose sur des techniques d’optimisation continue.

Nous avons choisi la fonction sigmöıde dans la figure 2.1, qui est continûment dérivable

et permet de garantir les contraintes sur la fonction non-linéaire Φ(x) lorsque le paramètre

γ qui permet de régler la pente de la sigmöıde, est suffisamment grand.

0 0.2 0.4 0.6 0.8 1
0

0.2

0.4

0.6

0.8

1
γ=10
γ=20
γ=40

Figure 2.1 – Fonction sigmöıde Φ(x) = 1
1+e−γ(x−0.5) .

Le modèle de mélange de la FBMB est donc donné par :

X = Φ
(
WHT

)
⊕N (2.1)

où Φ est appliquée élément à élément. Le problème inverse correspondant qu’on cherche
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à résoudre peut être formulé comme suit :

{W,H} = arg min
W,H∈{0,1}

‖X− Φ(WHT )‖2F . (2.2)

Ainsi, dans la prochaine section, nous allons étudier l’algorithme PNL-PF (pour Post

NonLinear Penalty Function en anglais) qui résout (2.2).

2.2 L’algorithme PNL-PF

Pour résoudre (2.2), nous proposons l’algorithme PNL-PF (pour Post NonLinear Pe-

nalty Function) fondé sur la méthode de descente de gradient avec une mise à jour multipli-

cative, similaire à l’algorithme PF présenté dans la section 1.3.2. Cet algorithme minimise

la fonction objective ci-après, G(W,H), qui est similaire à la fonction (1.26), à laquelle

nous avons intégré la fonction non linéaire Φ, pour garantir la binarité du produit matriciel

WHT .

G(W,H) =
1

2

∑

i,j

(
Xij − Φ(WHT )ij

)2
+

1

2
λ
∑

i,k

(
W2

ik −Wik

)2
+

1

2
λ
∑

j,k

(
H2

jk −Hjk

)2
.

(2.3)

Les étapes de l’algorithme proposé sont présentées dans la table algorithmique 5.

Algorithm 5 : Post NonLinear Penalty Function (PNL-PF)

Entrées : X, K, Nbiter, λ
Sorties : W, H
PAS 1 : Initialisation de W, H et iter = 0
PAS 2 : Normalisation

W←WD
−1/2
W D

1/2
H

H← HD
−1/2
H D

1/2
W

iter ← iter + 1
PAS 3 : Mise à jour de W, H

Hjk ← Hjk

(

X ∂
∂Hjk

Φ(WHT )
)

jk
+ 3λH2

jk

(
∂

∂Hjk
Φ(WHT )

)

jk
+ 2λHjk

3 + λHjk

Wik ←Wik

(

X ∂
∂Wik

Φ(WHT )
)

ik
+ 3λW2

ik
(

∂
∂Wik

Φ(WHT )
)

ik
+ 2λWik

3 + λWik

PAS 4 : Critère d’arrêt
if iter ≥ Nbiter ou G(W,H) < ǫ then
break

else
retourner au PAS 3

end if

Dans cet algorithme, l’initialisation et la normalisation se font comme dans l’algo-
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rithme PF. La dérivation et les étapes pour obtenir les règles de mise à jour de W et H

sont données dans l’annexe A.3.

Pour illustrer l’intérêt de cette approche, on considère quelques exemples simples et on

compare les résultats de l’algorithme PNL-PF avec ceux fournis par les algorithmes de

l’état de l’art 1.3.2. Lorsque les sources ne sont pas corrélées (Figure 2.2), tous les algo-

rithmes estiment correctement W et H. Cependant, lorsque les deux sources sont corrélées

(Figure 2.3), seul l’algorithme PNL-PF donne de bons résultats. L’algorithme PNL-PF

permet une reconstruction exacte de X avec 2 termes, alors que les algorithmes ASSO et

FC sont incapables de produire une décomposition de rang 2, reproduisant exactement

X. Ils nécessitent une décomposition de rang 3 pour expliquer correctement les données.

L’exemple de la figure 2.4 illustre le comportement de notre algorithme (PNL-PF) dans

le cas de 3 sources fortement corrélées. Nous pouvons observer que H est bien estimée et

X est bien reconstruite bien que W ne soit pas estimée de façon correcte. Cela signifie

qu’il existe un autre couple (W̄, H̄) différent du couple (W,H) qui permet de reconstruire

correctement X, i.e., X = W ⋄ HT = W̄ ⋄ H̄T . Le modèle n’est donc pas identifiable.

L’objet de la prochaine section est d’étudier l’identifiabilité de la FBMB et de donner une

condition nécessaire et suffisante d’identifiabilité pour le modèle X = W ⋄HT .
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Figure 2.2 – Cas de deux sources non corrélées (N = 80, M = 100, τ = 1( ASSO)).

2.3 Condition d’identifiabilité du modèle FBMB

Dans cette thèse, l’identifiabilité du modèle FBMB est comprise comme l’unicité de

la décomposition X = W ⋄HT , i.e., s’il existe un autre couple de matrices (W̄, H̄) qui

vérifie :
X = W ⋄HT = W̄ ⋄ H̄T , (2.4)

alors les couples (W,H) et (W̄, H̄) sont les mêmes, à une permutation des colonnes de

W et H près. Il faut noter que, dans le cas binaire, l’indétermination d’échelle, inhérente

dans la factorisation des matrices réelles, n’est pas présente.

Définition 2.3.1. (Identifiabilité partielle)

Le modèle (2.2) est partiellement identifiable si une ou plusieurs colonnes de W et (ou)

H peuvent être estimées de façon unique à partir de X.

Notons supp(x) = {i,xi 6= 0} le support du vecteur x et supp(X) = {(i, j),Xij 6= 0},
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Figure 2.3 – Cas de deux sources corrélées (N = 100, M = 80, τ = 1 (ASSO)).
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Figure 2.4 – Cas de trois sources corrélées (N = 80, M = 100).
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le support de la matrice X.

Théorème 2.3.1 (Identifiabilité partielle). La ℓième colonne de W, wℓ, peut être estimée

de façon unique à partir de X ssi : ∀ n ∈ {1, . . . , N} tel que wℓ(n) 6= 0, on a :

supp
(
enh

T
ℓ

)
6⊆

K
∪
k 6=ℓ

supp(X(k)),

avec en = [0, · · · , 1, · · · , 0]T , le nième vecteur de la base canonique de RN .

Démonstration. L’équation X = W ⋄HT peut être réécrite comme :

X =
K
∨
k=1

(wkh
T
k ) =

K
∨
k=1

X(k) =
K
∨
k 6=ℓ

X(k) ∨
(
wℓh

T
ℓ

)
. (2.5)

Supposons qu’il ∃ n ∈ {1, · · · , N} avec wℓ(n) 6= 0 tel que :

supp
(
enh

T
ℓ

)
⊆

K
∪
k 6=ℓ

supp(X(k)).

Alors, à partir de (2.5), nous avons :

supp(X) =
K
∪
k=1

supp(X(k)) =
K
∪
k 6=ℓ

supp(X(k)) ∪ supp(wℓh
T
ℓ ).

Comme wℓ(n) 6= 0, alors nous avons : wℓ = wℓ ⊕ en ∨ en, où (⊕) et (∨) représentent

respectivement les opérateurs logiques (OU-Exclusif) et (OU). Ainsi, nous pouvons écrire :

supp(X) =
K
∪
k 6=ℓ

supp(X(k)) ∪ supp((wℓ ⊕ en ∨ en)h
T
ℓ )

=
K
∪
k 6=ℓ

supp(X(k)) ∪ supp
(
(wℓ ⊕ en)h

T
ℓ

)
∪ supp

(
enh

T
ℓ

)
.

Comme supp
(
enh

T
ℓ

)
⊆

K
∪
k 6=ℓ

supp(X(k)), nous avons :

supp(X) =
K
∪
k 6=ℓ

supp(X(k)) ∪ supp
(
(wℓ ⊕ en)h

T
ℓ

)
⇔ X =

K
∨
k 6=ℓ

X(k) ∨ (wℓ ⊕ en)h
T
ℓ .

Comme wℓ 6= (wℓ⊕ en), cela signifie qu’il existe un autre w̄ℓ = wℓ⊕ en 6= wℓ qui satisfait

(2.4). Donc, wℓ ne peut pas être estimé de façon unique. Une condition similaire peut

aussi être dérivée pour les colonnes de H.

Intuitivement, le théorème 2.3.1 indique qu’un composant X(ℓ) = wℓh
T
ℓ peut être es-

timé de façon unique à partir de X si aucune de ses colonnes et aucune de ses lignes n’a

le support inclus dans l’union des supports de toutes les autres sources.

À partir du théorème 2.3.1, nous déduisons directement le corollaire suivant qui donne la

condition nécessaire et suffisante pour l’unicité de la décomposition booléenne de matrices

binaires.
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Corollaire 2.3.1 (Identifiabilité du modèle FBMB). Le modèle X = W ⋄HT est identi-

fiable ssi : ∀ k = 1, · · · , K, wk et hk peuvent être estimés de façon unique à partir de X,

i.e., le théorème (2.3.1) est vérifié pour toutes les colonnes de W et H.

Nous allons illustrer ce résultat sur l’identifibilité du modèle FBMB par l’exemple

suivant :

Exemple 2.3.1. : Considérons 3 matrices binaires de taille 6×6 et leur 3 termes de rang

1, i.e., X = X(1) ∨X(2) ∨X(3). Les supports de X(1),X(2),X(3) sont indiqués par les trois

rectangulaires de couleurs différentes.

(a) Sources non-corrélées (c) Sources corrélées(b) Sources corrélées

(Unique) (Unique) (Non unique)

1 1 1 1 0 0

1 1 1 1 1 0

1 1 1 1 1 1

1 1 1 1 1 1

0 0 1 1 1 1

0 1 1 1 1 1

1 1 1 0 0 0

0 0 1 1 1 1

1 1 1 0 0 0

0 0 1 1 1 1

1 1 1 1 1 0

0 0 0 1 1 1

1 1 0 0 0 0

0 0 0 0 1 1

1 1 0 0 0 0

0 0 1 1 0 0

0 0 1 1 0 0

0 0 0 0 1 1

A travers cet exemple, il apparâıt que le problème inverse (2.2) est en général, mal

posé car le modèle de la FBMB n’est pas toujours identifiable. Pour pallier ce problème,

nous devons rajouter un terme de régularisation. Dans la prochaine section, nous intro-

duisons l’algorithme C-PNL-PF (pour Constraint Post NonLinear Penalty Function en

anglais) qui intègre une contrainte supplémentaire favorisant la reconstruction de sources

de support maximum.

2.4 L’algorithme C-PNL-PF

Pour régulariser la décomposition PNL-PF, nous avons choisi de maximiser le support

des termes de rang 1 (X(k) = wkh
T
k ). Le choix de cette régularisation peut sembler ar-

bitraire mais il peut être justifié par le fait qu’il garantit la stabilité de la solution dans

un scénario où la taille du support des différentes sources ou termes de rang 1 évolue

lentement. Cela pourrait être par exemple, le cas pour les applications ≪ en ligne ≫, où

nous visons à adapter en temps réel les facteurs W et H, pour suivre les changements

dans la matrice de données X.

Pour illustrer ce point, considérons l’exemple suivant d’une FBMB avec 3 sources

non corrélées, comme illustré sur la figure 2.5. Dans ce cas, la décomposition est unique.

Supposons ensuite que la corrélation entre les sources 1 et 3 augmente progressivement

jusqu’à ce que leurs supports se chevauchent (figure 2.6). La décomposition reste unique, et

l’algorithme PNL-PF peut séparer les sources avec succès. Si nous continuons à augmenter

la taille du support des sources 1 et 3, la décomposition devient non-unique. La figure 2.7

illustre trois décompositions admissibles pour ce cas. On peut voir que la décomposition

50



qui préserve la continuité de la solution (la dernière) est celle qui maximise les supports

des termes de rang 1, ce qui justifie la contrainte. Cependant, en fonction de l’application

visée, cette contrainte pourrait être remplacée par une autre plus adaptée à la nature

particulière du phénomène étudié.

Ainsi, pour imposer cette contrainte de support maximum à la décomposition, nous

modifions la fonction coût (2.3) en incluant un terme supplémentaire qui permet de me-

surer la taille du support des termes de rang 1. Le problème d’optimisation s’écrit alors :

L(W,H) =
1

2

∑

i,j

(
Xij − Φ(WHT )ij

)2
+

1

2
λ
∑

j,k

(
H2

jk −Hjk

)2

+
1

2
λ
∑

i,k

(
W2

ik −Wik

)2
+ β

1

∑

k

(

∑

i,j

WikHjk

) (2.6)

L’algorithme PNL-PF avec la contrainte de support maximal appelé C-PNL-PF est

présenté dans la table algorithmique 6.

Algorithm 6 : Constraint Post NonLinear Penalty Function (C-PNL-PF)

Entrées : X, K, Nbiter, λ, β
Sorties : W, H
PAS 1 : Initialisation de W, H et iter = 0
PAS 2 : Normalisation

W←WD
−1/2
W D

1/2
H

H← HD
−1/2
H D

1/2
W

PAS 3 : Mise à jour de W, H

Hjk ← Hjk

(

X ∂
∂Hjk

Φ(WHT )
)

jk
+ 3λH2

jk + β

∑

k

(

∑

i

Wik

)

(

∑

k

(

∑

i,j

WikHjk

))2

(
∂

∂Hjk
Φ(WHT )

)

jk
+ 2λHjk

3 + λHjk

Wik ←Wik

(

X ∂
∂Wik

Φ(WHT )
)

ik
+ 3λW2

ik + β

∑

k

(

∑

j

Hkj

)

(

∑

k

(

∑

i,j

WikHjk

))2

(
∂

∂Wik
Φ(WHT )

)

jk
+ 2λWik

3 + λWik

iter ← iter + 1
PAS 4 : Critère d’arrêt
if iter ≥ Nbiter ou L(W,H) < ǫ then
break

else
retourner au PAS 3

end if

Les règles de mise à jour dans le pas 2 sont obtenues de la même manière que pour

l’algorithme PNL-PF.
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Figure 2.5 – Décomposition de 3 sources non-corrélées.
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Figure 2.6 – Unicité de la décomposition de 3 sources corrélées.
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Figure 2.7 – Non-unicité de la décomposition de 3 sources corrélées.
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La figure 2.8 compare les résultats des algorithmes PNL-PF et C-PNL-PF dans le cas

de trois sources corrélées qui ne satisfont pas les conditions d’unicité du théorème 2.3.1.

Nous pouvons observer que W et H sont correctement estimées avec C-PNL-PF, grâce à

la contrainte de support maximum, ce qui n’est pas le cas pour l’algorithme PNL-PF.
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Figure 2.8 – Comparaison des algorithmes PNL-PF et C-PNL-PF pour une
décomposition non-unique de 3 sources (N = 80, M = 100, β = 5× 105).

2.5 Simulations Numériques

Dans cette section, nous fournissons une analyse plus détaillée des performances des

algorithmes PNL-PF et C-PNL-PF proposés, par rapport à d’autres approches de factori-

sation binaire, à travers des simulations numériques. Les performances sont étudiées dans

le cas d’une factorisation exacte, puis dans le cas d’une factorisation bruitée.

2.5.1 Performances dans le cas exact

Nous commençons par évaluer les performances statistiques de ces algorithmes pour

des problèmes de factorisation exacte. Nous simulons une matrice de données de 120×150

de rang 5 ; chaque colonne de W et H suit une loi de Bernoulli avec le paramètre p (%)

représentant la probabilité des valeurs non nulles dans chaque colonne W et H. La qualité

de l’estimation est évaluée par le taux d’erreur d’estimation des colonnes de W et H

(moyenne [min, max]) sur 50 réalisations. Lorsque le paramètre de Bernoulli est petit, il

y a une forte probabilité que la corrélation (chevauchement) entre les sources soit faible.
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Lorsque p augmente, la corrélation des sources augmente. Les résultats indiqués dans le

tableau 2.1 correspondent à p = 25%, i.e., à des sources binaires faiblement corrélées.

Dans ce cas, les algorithmes (TH, PF, ASSO) donnent un faible taux d’erreur (< 2%)

avec un avantage à PF ; PNL-PF et C-PNL-PF donnent un taux d’erreur égal à 0%.

L’algorithme ASSO donne un taux d’erreur nul sur H mais n’estime pas correctement

W (le taux d’erreur sur W est égal à 1.41%, en moyenne), ce qui donne un taux moyen

d’erreur de reconstruction sur X égal à 1.82%. Cela n’est plus vrai quand p augmente ;

dans ce cas, la probabilité d’avoir des sources fortement corrélées est forte et seuls les

algorithmes C-PNL-PF et PNL-PF donnent de faibles taux d’erreur (tableau 2.2).

X W H
TH 1.41[0.08, 3.46] 0.70[0.01, 2.03] 0.61[0.0, 2.05]
PF 0.13[0.0, 0.49] 0.06[0.0, 0.27] 0.06[0.0, 0.29]

ASSO 1.82[0.0, 6.51] 1.41[0.0, 4.97] 0.0[0.0, 0,0]
PNL-PF 0.0[0.0, 0.0] 0.0[0.0 0.0] 0.0[0.0, 0.0]

C-PNL-PF 0.0 [0.0, 0.0] 0.0[0.0 0.0] 0.0[0.0, 0.0]

Table 2.1 – La moyenne, le minimum et le maximum du taux d’erreur d’estimation (en %)

de W et H et le taux d’erreur de reconstruction de X, pour p = 25%(N = 120, M = 150,

β = 5× 106).

X W H
TH 32.36[8.74, 49.48] 12.53[2.41, 19.60] 7.49[0.84, 14.09]
PF 32.96[12.20 52.15] 14.757[4.81, 23.04] 7.02[0.00, 15.67]

ASSO 22.09[3.97, 44.82] 8.51[2.00, 13.56] 1.98[0.00, 8.30]
PNL-PF 1.84[0.00, 7.08] 0.57[0.00, 7.08] 0.40[0.00, 1.65]
C-PNL-PF 1.68[0.00, 5.75] 0.50[0.00, 1.84] 0.36[0.00, 1.84]

Table 2.2 – La moyenne, le minimum et le maximum du taux d’erreur d’estimation (en %)

de W et H et le taux d’erreur de reconstruction de X, pour p = 60%(N = 120, M = 150,

β = 5× 106).

2.5.2 Performances dans le cas d’un bruit binaire

Nous étudions ensuite le comportement de nos algorithmes en présence de bruit binaire

qui correspond au modèle direct suivant : X = W ⋄HT ⊕N. La simulation du modèle

de mélange est réalisée de façon similaire au cas exact. La matrice de bruit N est une

matrice binaire aléatoire de la même taille que la matrice de données X qui suit une loi

de Bernouilli avec b, la probabilité d’avoir des 1. Le SNR binaire (SNRB) est défini come

le rapport entre ‖W ⋄HT‖2F and ‖N‖2F :

SNRB =

∥
∥W ⋄HT

∥
∥2

F

‖N‖2F

Nous calculons le taux moyen d’erreur d’estimation surH

(

ErrH =
‖H−Ĥ‖

2

F

MK
× 100(%)

)

,
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et surW

(

ErrW =
‖W−Ŵ‖

2

F

NK
× 100(%)

)

et le taux moyen d’erreur de reconstruction pour

X

(

ErrX =
‖X−X̂‖

2

F

NM
× 100(%)

)

sur 40 réalisations, en fonction du taux de bruit rajouté

b. W et H sont générées comme précédemment, en suivant une distribution de Bernoulli,

avec p, la probabilité d’avoir des 1 sur chaque colonne de W et H. On peut voir que,

lorsque les sources sont non corrélées, i.e., p = 0.25 ou 25% (figure 2.9), tous les algo-

rithmes, sauf ASSO, donnent des résultats satisfaisants pour un taux de bruit b < 0.26.

Il est à noter que jusqu’à cette valeur de b, le SNRB > 1 (voir tableau 2.3). Au-delà de

cette valeur, la ≪ puissance ≫ du bruit devient supérieure à la ≪ puissance ≫ du signal

(SNRB < 1), ce qui entrâıne une perte importante dans la structure des données.

Lorsque les sources sont fortement corrélées, (p = 60%) (Figure 2.10), les algorithmes

proposés, et en particulier C-PNL-PF, surpassent les autres. Il est à noter que dans le

cas corrélé, il y a une source supplémentaire d’erreurs provenant de la non-unicité de la

décomposition. Ce type d’erreur peut être géré par la contrainte de support maximale

introduite dans l’algorithme C-PNL-PF.

Une autre conclusion qui peut être tirée des simulations effectuées est que les approches de

type ≪ greedy ≫ comme ASSO, ne sont pas adaptées pour l’approximation de rang faible

de données binaires ≪ bruitées ≫. Elles ont été initialement conçues pour des applications

dans le cas exact.

b 0.04 0.08 0.12 0.16 0.2 0.24 0.26 0.28 0.32 0.36 0.40

SNRB 6.95 3.48 2.31 1.69 1.38 1.10 1.05 0.96 0.85 0.74 0.69

Table 2.3 – Le SNR binaire (SNRB) en fonction du taux de bruit rajouté b pour p = 25%.

2.6 La FBMB appliquée aux données Netflix

Cette section vise à évaluer le potentiel des algorithmes de factorisation proposés

(PNL-PF et C-PNL-PF) pour l’analyse de l’ensemble de données Netflix ([101], [102]).

Il est important de souligner que l’objectif n’est pas de proposer un nouveau système de

recommandation, mais plutôt d’évaluer :

1. le pouvoir explicatif des algorithmes de factorisation,

2. la capacité de prédiction du modèle de rang faible correspondant.

2.6.1 Données Netflix

Les données Netflix considérées sont constituées d’une matrice de 17770 utilisateurs

× 480189 films ; chaque utilisateur donne une note entre 1 et 5 aux films regardés, les

éléments nuls de la matrice indiquant les films non classés ou non regardées. Pour pouvoir

traiter les données dans un délai raisonnable, nous avons extrait une sous-matrice de

3000 × 5000 de la matrice d’origine. Puisque 98, 93% des données sélectionnées sont des
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Figure 2.9 – Erreur d’estimation sur W, H et de reconstruction sur X en fonction du taux
de bruit b, pour p = 25% (N = 80, M = 100, β = 10).
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Figure 2.10 – Erreur d’estimation sur W, H et de reconstruction sur X en fonction du taux
de bruit b, pour p = 60% (N = 80, M = 100, β = 6× 105).
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≪ 0 ≫, nous les densifions en sélectionnant les utilisateurs qui ont donné un nombre d’avis

plus grand que la moyenne, et les films qui ont plus de notes que la moyenne, ce qui donne

une matrice de 502 × 1528. Pour appliquer la FBMB à cette matrice à valeurs entières,

nous allons ≪ binariser ≫ cette matrice 502 × 1528 par seuillage, en mettant à ≪ 1 ≫ les

éléments (notes) de cette matrice strictement supérieurs à 3, et à ≪ 0 ≫ tous les autres.

La matrice binaire de taille réduite, notée X est ainsi représentée sur la figure 2.11a.

2.6.2 Capacité explicative des algorithmes FBMB

Dans cette section, nous étudions la capacité des différents algorithmes de FBMB

d’expliquer les données avec un rang faible. La figure 2.12 montre le taux d’erreur d’ap-

proximation défini comme :

Err(k) =
‖X− X̂(k)‖2F
‖X‖2F

× 100 %,

où X̂(k) représente une approximation binaire de X avec un rang k. On peut voir que

PNL-PF et C-PNL-PF expliquent 17,5% et 22% des données, respectivement avec un rang

de décomposition égal à 4, alors que les autres sont inférieurs à 14%. Ces valeurs peuvent

sembler faibles, au premier coup d’oeil, mais elles permettent de capturer la structure

cohérente principale des données, comme illustré sur la figure 2.11b. Pour les rangs de

décomposition supérieurs à 4, le taux d’erreur diminue plus lentement, ce qui indique qu’il

n’y a plus de structure significative dans les données. Comme révélé par la FBMB de X, il

y a principalement 4 groupes cohérents de (Utilisateurs, Films) dans les données analysées,

notés (U1, M1), (U2, M2), (U3, M3) et (U4, M4). Il est difficile d’analyser les relations

entre les groupes (chevauchement, structure) simplement en inspectant visuellement les

termes de rang 1. Il est possible de réarranger les lignes et les colonnes de la matrice de

rang 4 (figure 2.11b), pour obtenir une meilleure vue du chevauchement et de la structure

des différents groupes (voir la figure 2.13). Sur la base de cette nouvelle représentation, on

peut identifier les utilisateurs dont les opinions sont peu discriminantes (i.e., appartenant

à plusieurs groupes) et les utilisateurs qui sont beaucoup plus sélectifs. De plus, il est

possible d’identifier les films qui sont appréciés par une grande catégorie d’utilisateurs

(les films qui font le ≪ buzz ≫) et ceux qui sont spécifiques à un groupe.

2.6.3 Capacité de prédiction des préférences des utilisateurs

L’objectif de cette sous-section est double. Dans un premier temps, nous analysons la

validité des groupes d’utilisateurs extraits par l’algorithme C-PNL-PF. Deuxièmement,

nous étudions si ces groupes d’utilisateurs peuvent être utilisés pour prédire les préférences

de film d’autres utilisateurs, qui n’ont pas été pris en compte dans la phase d’apprentissage.

À cet égard, deux sous-matrices ont été extraites de la matrice de données X comme

suit : la matrice Xa = X(1:300,1:500) qui est utilisée pour étudier les groupes d’utilisateurs
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Figure 2.11 – Données Netflix binarisées et approximation de rang 4.w
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Figure 2.12 – Erreur d’approximation de X en fonction du rang k.
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|U1| |UF | |U3| |U4|
37 27 35 42

|U1 ∩ UF | |U1 ∩ U3| |U1 ∩ U4|
10 17 15

|UF ∩ U3| |UF ∩ U4| |U3 ∩ U4|
15 16 19

|U1 ∩ UF ∩ U3| |U1 ∩ UF ∩ U4|
17 9

|U1 ∩ U3 ∩ U4| |UF ∩ U3 ∩ U4|
6 10

|U1 ∩ UF ∩ U3 ∩ U4|
5

Table 2.4 – Le cardinal des groupes d’utilisateurs et de leurs intersections.

|M1| |MF | |M3| |M4|
394 518 277 166

|M1 ∩MF | |M1 ∩M3| |M1 ∩M4|
83 61 34

|MF ∩M3| |MF ∩M4| |M3 ∩M4|
66 77 44

|M1 ∩MF ∩M3| |M1 ∩MF ∩M4|
5 9

|M1 ∩M3 ∩M4| |MF ∩M3 ∩ U4|
6 21

|M1 ∩MF ∩M3 ∩M4|
3

Table 2.5 – Le cardinal des groupes de films et de leurs intersections.
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Figure 2.13 – Réorganisation de la matrice d’approximation de X (figure 2.11b) selon
les 4 groupes (utilisateurs, films) estimés.

et la matrice Xb = X(1:502,501:1528) qui est utilisée pour la validation et la prédiction.

L’apprentissage des groupes d’utilisateurs a été obtenu en effectuant une FBMB de rang

4 sur Xa. Une fois les groupes d’utilisateurs Ui, i = 1, · · · , 4 obtenus, nous estimons la

réponse moyenne de chaque groupe d’utilisateurs par rapport aux films comme :

mi = I

(

1

|Ui|

∑

k∈Ui

xb
(k:) > ρ

)

,

où I est la fonction indicatrice et 0 < ρ ≤ 1. Ici, nous définissons ρ = 0.7. Pour évaluer si

un utilisateur k a des préférences similaires à l’un des quatre groupes d’utilisateurs, nous

avons évalué sa corrélation avec la réponse binaire moyenne définie telle que :

Ck,i =

1028∑

j=1

Xb
k,j ∧mi.

La validation du groupe d’utilisateurs a été faite en examinant les valeurs de Ck,i,

pour k = 1, . . . , 300 tandis que la prédiction des préférences des utilisateurs a été faite

en comparant les valeurs de Ck,i pour k = 301, . . . , 502 à un seuil fixé à min
k∈Ui

(Ck,i). Pour

valider la capacité de prédiction des préférences des utilisateurs, les résultats ont été com-

parés à ceux obtenus en apprenant les groupes d’utilisateurs sur la matrice de données

Xc = X(1:502,1:500).

Les résultats sont présentés à la figure 2.14. Sur la colonne de gauche, nous avons

tracé les 4 termes de rang 1 appris sur X1 tandis que les diagrammes de la colonne

du milieu sont les Ck,i, i = 1, . . . , 4 correspondants. Les utilisateurs de chaque groupe

sont marqués par ≪ ◦ ≫ (k = 1, . . . , 300) et les utilisateurs affectés à un groupe sont

marqués par ≪ ∗ ≫(k = 301, . . . , 502). La colonne de droite correspond aux Ck,i, i =

1, . . . , 4 avec les groupes d’utilisateurs appris sur Xc marqués par ≪ ◦ ≫. Pour les groupes
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d’utilisateurs 1, 3 et 4, les résultats sont satisfaisants pour les aspects de validation et de

prédiction. En effet, pour la validation, presque tous les utilisateurs de ces groupes ont

une valeur de Ck,i élevée et seulement très peu d’utilisateurs d’un groupe différent ont

aussi un Ck,i élevé. Pour la prédiction, la plupart des utilisateurs affectés à un groupe sont

affectés au même groupe d’utilisateurs lorsque l’apprentissage est effectué sur Xc. Le cas

du groupe d’utilisateurs 2 est quelque peu différent. Bien que la validation de ce groupe

soit satisfaisante, il semble que la prédiction soit moins robuste. En effet, le second terme

de la figure 2.14 a une structure beaucoup plus verticale (par rapport aux autres termes

de rang 1), ce qui signifie que ce terme est plus approprié pour indiquer les films qui font

le ≪ buzz ≫ que le comportement des utilisateurs.
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Figure 2.14 – Validation et prédiction.
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2.7 Conclusion sur la FMBM

Dans cette section, nous avons introduit une nouvelle méthode pour la factorisa-

tion booléenne de matrices à valeurs binaires (FBMB) dans un cadre de séparation de

sources. La méthode proposée est basée sur un modèle de mélange post non-linéaire qui

est équivalent au modèle de mélange booléen lorsque les facteurs sont exactement binaires.

Ce modèle tient explicitement compte de la corrélation des sources et, par conséquent,

il donne des résultats plus interprétables dans le cas où les sources se chevauchent, par

rapport aux autres algorithmes de l’état de l’art. De plus, dans le cas corrélé, on obtient

avec ce modèle des approximations de matrices binaires plus précises par rapport aux

autres méthodes similaires, ce qui est une propriété hautement souhaitable dans de nom-

breuses applications de traitement de signal et de compression de données. Une condition

nécessaire et suffisante pour l’unicité de la FBMB a également été démontrée. L’approche

proposée a été comparée à travers des simulations numériques avec d’autres algorithmes

de l’état de l’art similaires et ses capacités explicatives et prédictives ont été illustrées sur

l’ensemble de données Netflix.
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Dans ce chapitre, nous généralisons l’approche pour la factorisation booléenne des

matrices binaires introduite dans le chapitre 2.1 au cas tensoriel, et plus précisément à la

Décomposition Canonique Polyadique Booléenne (DCPB) des tenseurs binaires d’ordre

trois.

Dans un premier temps nous nous intéressons à l’unicité de la DCPB et généralisons

la condition nécessaire et suffisante d’unicité introduite dans le chapitre 2 au cas tensoriel.

Nous introduisons ensuite une condition suffisante pour la décomposition booléenne des

tableaux de données binaires, plus facilement vérifiable pour des tableaux multidimension-

nels que la condition nécessaire et suffisante. Cette condition est fondée sur une notion

nouvelle d’indépendance booléenne des vecteurs binaires, que nous introduisons également

dans ce chapitre.

Dans la deuxième partie du chapitre nous proposons un premier algorithme pour

l’estimation de la DCPB comme une extension directe de l’algorithme matriciel PNL-PF.

Un deuxième algorithme fondé sur une approche de type AO-ADMM (pour Alternating

optimization - Alternating Direction Method of Multiplier en anglais), plus efficace d’un

point de vue calculatoire, est ensuite proposé. Cet algorithme est mieux adapté au cas

des décompositions multidimensionnelless et peut facilement se généraliser aux tenseurs

d’ordre plus grand que 3. Ces algorithmes seront ensuite comparés en simulations avec

des approches similaires de l’état de l’art et testés sur des données réelles.

3.1 Unicité de la décomposition canonique polyadique

booléenne

Considérons la DCPB ci-dessous :

X =
K
∨
k=1

(wk ◦ hk ◦ vk) = JW,H,VK , (3.1)

avec W = [w1 · · ·wK ], H = [h1 · · ·hK ] et V = [v1 · · ·vK ] et (◦) qui représente le produit

tensoriel.

On dira que la DCPB est unique (ou que le modèle DCPB associé est identifiable) si

pour toute autre décomposition X =
q
W̄, H̄, V̄

y
= JW,H,VK, les triplets (W̄, H̄, V̄)

et (W,H,V) sont les mêmes, à une permutation conjointe des colonnes de W, H et V

près. Comme dans le cas matriciel, l’indétermination d’échelle n’existe pas dans le cas des

tenseurs binaires.

Un premier résultat d’unicité pour la DCPB peut être obtenu en appliquant directe-

ment la condition nécessaire et suffisante d’unicité des décompositions booléennes matri-

cielles 2.3.1, démontrée au chapitre précédent, aux trois dépliements du tenseur binaire X

(voir (3.12), (3.13), (3.14)). Il en résulte que le ℓième terme de rang 1 de la décomposition :

X (ℓ) = wℓ ◦ hℓ ◦ vℓ est identifiable si et seulement si les trois conditions ci-dessous sont

satisfaites conjointement :
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∀ n ∈ {1, . . . , N} avec wℓ(n) 6= 0 on a : supp
(
en(vℓ ⊗ hℓ)

T
)
6⊆

K
∪
k 6=ℓ

supp
(
wk(vk ⊗ hk)

T
)
,

∀m ∈ {1, . . . ,M} avec hℓ(m) 6= 0 on a : supp
(
em(vℓ ⊗wℓ)

T
)
6⊆

K
∪
k 6=ℓ

supp
(
hk(vk ⊗wk)

T
)
,

∀ p ∈ {1, . . . , P} avec vℓ(p) 6= 0 on a : supp
(
ep(hℓ ⊗wℓ)

T
)
6⊆

K
∪
k 6=ℓ

supp
(
vk(hk ⊗wk)

T
)
,

avec en, em et ep qui représentent respectivement le nième, mième et pième vecteur des

bases canoniques de RN , RM et RP . En repassant au formalisme tensoriel, la condition

d’unicité suivante est obtenue :

Théorème 3.1.1 (Condition nécessaire et suffisante d’unicité partielle). Le ℓième terme

de rang 1 X (ℓ) = wℓ ◦hℓ ◦vℓ de la DCPB X =
K
∨
k=1

(wk ◦ hk ◦ vk) peut être estimé de façon

unique à partir de X ssi :







∀ n ∈ {1, . . . , N}, on a : supp (en ◦ hℓ ◦ vℓ) 6⊆
K
∪
k 6=ℓ

supp (wk ◦ hk ◦ vk) ,

∀m ∈ {1, . . . ,M}, on a : supp (wℓ ◦ em ◦ vℓ) 6⊆
K
∪
k 6=ℓ

supp (wk ◦ hk ◦ vk) ,

∀ p ∈ {1, . . . , P}, on a : supp (wℓ ◦ hℓ ◦ ep) 6⊆
K
∪
k 6=ℓ

supp (wk ◦ hk ◦ vk) ,

avec en, em et ep qui représentent respectivement le nième, mième et pième vecteur des bases

canoniques de RN , RM et RP .

Comme pour les matrices, le support d’un tenseur binaire est défini selon : supp(X ) =

{(i, j, t), tel que xijt 6= 0}.

En d’autres mots, le théorème 3.1.1 dit que X (ℓ) peut être estimé de façon unique

à partir de X si aucune tranche horizontale, latérale ou frontale du tenseur X (ℓ) n’est

incluse dans l’union des supports des autres termes de rang 1. Cette condition, bien

qu’intéressante d’un point point de vue théorique, est d’une utilité pratique assez limitée,

car difficile à verifier. C’est pour cette raison que, par la suite, nous démontrons une

condition d’unicité suffisante plus facile à vérifier dans la pratique.

Afin d’exprimer cette condition dans un language similaire à celui utilisé dans l’algèbre

linéaire et multilinéaire classique, nous introduisons, dans la section suivante, un forma-

lisme vectoriel fondé sur une nouvelle notion, celle d’indépendance booléenne des vecteurs

à valeurs binaires.
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3.1.1 Indépendance booléenne et rang booléen d’une famille de

vecteurs binaires

Une analogie intéressante peut être établie entre les notions bien connues d’indépendance

linéaire et de rang d’une famille de vecteurs à valeurs réelles et des concepts similaires

pour les vecteurs à valeurs binaires, dans le cadre booléen. Ces nouveaux concepts ser-

viront à formuler des conditions d’unicité pour la décomposition booléenne en termes de

rang 1 des tenseurs binaires, qui sont similaires d’un point de vue formel aux conditions

d’unicité pour les tenseurs à valeurs réelles.

Définition 3.1.1 (Dépendance booléenne des vecteurs à valeurs binaires). Considérons

une famille de K vecteurs binaires Y = {y1,y2, · · · ,yK}. On dit qu’un vecteur binaire

non nul u est booléennement dépendant des vecteurs dans Y si :

u∨(
K
∨
k=1

yk) =
K
∨
k=1

yk, (3.2)

On notera u
B
∼{y1,y2, · · · ,yK}. Dans le cas contraire, nous dirons que u est booléennement

indépendant de Y et nous noterons u
B
≁{y1,y2, · · · ,yK}.

Il est facile de montrer que la définition (3.2) est équivalente à

supp(u) ⊆
K
∪
k=1

supp(yk). (3.3)

Il faut noter que, contrairement à la dépendance linéaire classique, la dépendance booléenne

est asymétrique, i.e., u
B
∼y n’implique pas forcément y

B
∼u.

Définition 3.1.2 (Famille booléenne libre). Nous dirons qu’une famille de vecteurs bi-

naires Y = {y1,y2, · · · ,yK} forme une famille booléenne libre si :

∀ℓ ∈ {1, . . . , K}, nous avons yℓ
B
≁Y {−ℓ}, (3.4)

avec Y {−ℓ} l’ensemble des vecteurs de Y privé de l’élément yℓ.

Cette définition nous amène naturellement à la définition du rang booléen d’une famille

de vecteurs binaires.

Définition 3.1.3 (Rang booléen des colonnes d’une matrice binaire). Soit {x1, · · · ,xk}

la famille de vecteurs binaires formée par l’ensemble des colonnes d’une matrice X =

[x1, · · · ,xk]. Nous définissons le rang booléen des colonnes de X, noté rg
B
(X), comme

étant le nombre maximum de vecteurs qu’on peut extraire de {x1, · · · ,xk} de manière à

former une famille booléenne libre.

Il faut noter que, contrairement au cas classique des vecteurs à valeurs réelles, le

rang booléen des colonnes d’une matrice binaire X est différent du rang booléen de la

décomposition booléenne de X, noté rang
B
(X), définie dans la section 1.2.4. Cela est

illustré par l’exemple ci-dessous :
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Exemple 3.1.1. Soit la matrice à valeurs binaires X =






1 0 1

1 1 0

0 1 1




,

Il est facile de vérifier que rang
B
(X) = 3 6= rg

B
(X) = 2.

Cependant, pour une factorisation booléenne X = W ⋄HT , on peut démontrer une

relation d’inégalité entre le rang booléen de la décomposition de X et le rang booléen des

colonnes de ses facteurs W et H.

Proposition 3.1.1. Considérons la FBMB de X donnée par : X = W ⋄HT , alors nous

avons :

rang
B
(X) ≥ max (rg

B
(W), rg

B
(H)) . (3.5)

Démonstration. Soit W = [w1 · · ·wK ] et H = [h1 · · ·hK ] et soit max (rg
B
(W), rg

B
(H)) =

R avec R ≤ K. Alors, il existe R valeurs kr ∈ {1, · · · , K} tel que :

∀ r ∈ {1, · · · , R}, on a wkr
B
≁W {−kr} ou hkr

B
≁H{−kr},

ce qui équivaut à dire que :

∀ r ∈ {1, · · · , R}, on a







wkr ∨ ( ∨
k 6=kr

wk) 6= ( ∨
k 6=ℓ

wk)

ou

hkr ∨ ( ∨
k 6=kr

hk) 6= ( ∨
k 6=kr

hk)

.

Alors nous pouvons écrire que : ∀ r ∈ {1, · · · , R}, wkrh
T
kr
∨ ( ∨

k 6=kr
wkh

T
k ) 6= ( ∨

k 6=kr
wkh

T
k ).

Il existe donc au moins R termes de rang 1 dont le support n’est pas inclus dans l’union

des supports des autres termes de rang 1, ce qui équivaut à dire que rang
B
(X) ≥ R.

L’exemple suivant illustre ce résultat.

Exemple 3.1.2. Soit X = W ⋄HT avec X =











1 0 0 0

0 1 1 1

1 1 0 0

0 1 1 1

1 0 1 1











, W =











1 0 0

0 1 1

1 1 0

0 1 1

1 0 1











et

H =









1 0 0

0 1 0

0 0 1

0 0 1









. On peut vérifier que rg
B
(W) = 2 et rg

B
(H) = 3.

Nous avons donc : rang
B
(X) ≥ max (rg

B
(W), rg

B
(H)) = 3.
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3.1.2 Conditions suffisantes d’unicité

Dans cette section, nous allons tout d’abord démontrer des conditions suffisantes d’uni-

cité pour la FBMB : X = W ⋄HT en utilisant le nouveau formalisme introduit dans la

section précédente.

Théorème 3.1.2 (Unicité partielle de la décomposition X = W ⋄HT ). Soit la factori-

sation booléenne de la matrice binaire X donnée par X = W ⋄HT =
K
∨
k=1

wkh
T
k . Si

wℓ
B
≁W {−ℓ},

où W {−ℓ} représente l’ensemble des vecteurs colonne de W privé de la colonne wℓ, alors

hℓ peut être estimé de façon unique à partir de X.

Démonstration. Supposons que hℓ ne peut pas être estimé de façon unique à partir de X.

Alors il ∃ X̄(ℓ) = wℓh̄
T
ℓ 6= X(ℓ) = wℓh

T
ℓ avec h̄ℓ = hℓ∨h 6= hℓ tel que :

X = ∨
k 6=ℓ

X(k) ∨X(ℓ) = ∨
k 6=ℓ

X(k) ∨ X̄(ℓ) (3.6)

À partir de (3.6) nous pouvons écrire :

X =
K
∨
k=1

wkh
T
k = wℓh

T
ℓ ∨( ∨

k 6=ℓ
wkh

T
k ) = wℓh̄

T
ℓ ∨( ∨

k 6=ℓ
wkh

T
k )

= wℓ(hℓ ∨ h)T∨( ∨
k 6=ℓ

wkh
T
k ) = wℓh

T
ℓ ∨wℓh

T∨( ∨
k 6=ℓ

wkh
T
k ) (3.7)

Comme h
B
≁hℓ, l’equation (3.7) implique :

wℓh
T∨( ∨

k 6=ℓ
wkh

T
k ) = ( ∨

k 6=ℓ
wkh

T
k ),

ce qui équivaut à :

wℓ ∨ ( ∨
k 6=ℓ

wk) = ( ∨
k 6=ℓ

wk) et h ∨ ( ∨
k 6=ℓ

hk) = ( ∨
k 6=ℓ

hk).

La première égalité est équivalente à wℓ
B
∼W {−ℓ}, ce qui termine la démonstration.

De façon similaire on peut démontrer que wℓ est unique si hℓ
B
≁H{−ℓ}. Une conséquence

directe de ce théorème est donnée par la proposition suivante :

Proposition 3.1.2. La ℓième source dans la décomposition de X, X(ℓ) = wℓh
T
ℓ peut être

estimée de façon unique à partir de X si wℓ
B
≁W {−ℓ} et hℓ

B
≁H{−ℓ}.

Ce résultat, démontré dans le cas matriciel, peut être utilisé pour déduire une condition

suffisante d’unicité dans le cas tensoriel. Avant de donner cette condition, nous avons
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besoin du résultat suivant sur l’indépendance booléenne du produit de Kronecker des

vecteurs binaires.

Lemme 3.1.1. Soit H = [h1 · · ·hK ] et V = [v1 · · ·vK ], deux matrices de vecteurs bi-

naires. Si hℓ
B
≁H{−ℓ} ou vℓ

B
≁V {−ℓ}, alors (vℓ ⊗ hℓ)

B
≁(V ⊙H){−ℓ}, avec (V ⊙ H){−ℓ} l’en-

semble des vecteurs colonne de la matrice V ⊙H privé du vecteur vℓ ⊗ hℓ.

Démonstration. Supposons que hℓ
B
≁ ∨

k 6=ℓ
hk, alors nous pouvons décomposer hℓ selon hℓ =

h ∨ h̄, avec h
B
∼ ∨

k 6=ℓ
hk et h̄

B
≁ ∨

k 6=ℓ
hk. On pourra donc écrire :

(vℓ⊗hℓ)∨[ ∨
k 6=ℓ

(hk⊗vk)] = [vℓ⊗(h∨h̄)]∨[ ∨
k 6=ℓ

(hk⊗vk)] = (vℓ⊗h)∨(vℓ⊗h̄)∨[ ∨
k 6=ℓ

(hk⊗vk)].

Comme ∨
k 6=ℓ

(hk⊗vk)∨(vℓ⊗h̄) 6= ∨
k 6=ℓ

(hk⊗vk)⇒ (vℓ⊗hℓ)∨[ ∨
k 6=ℓ

(hk⊗vk)] 6= ∨
k 6=ℓ

(hk⊗vk),

ce qui termine la démonstration.

Théorème 3.1.3 (Unicité partielle du modèle X =
K
∨
k=1

(wk ◦ hk ◦ vk)). Considérons la

DCPB de X donnée par X =
K
∨
k=1

(wk ◦ hk ◦ vk) = JW,H,VK. Si






wℓ
B
≁W {−ℓ} et hℓ

B
≁H{−ℓ}

ou

wℓ
B
≁W {−ℓ} et vℓ

B
≁V {−ℓ}

ou

hℓ
B
≁H{−ℓ} et vℓ

B
≁V {−ℓ}

,

alors la ℓième source X (ℓ) = wℓ ◦ hℓ ◦ vℓ peut être estimée de façon unique à partir de X .

Démonstration. Si on applique le résultat de la proposition 3.1.2 aux dépliements du

tenseur X suivant les 3 modes (voir (3.12), (3.13), (3.14)), on obtient que le terme X (ℓ)

est identifiable si :

wℓ
B
≁W {−ℓ} et (vℓ ⊗ hℓ)

B
≁(V ⊙H){−ℓ} (3.8)

ou

hℓ
B
≁H{−ℓ} et (vℓ ⊗wℓ)

B
≁(V ⊙W ){−ℓ} (3.9)

ou

vℓ
B
≁V {−ℓ} et (hℓ ⊗wℓ)

B
≁(H ⊙W ){−ℓ}. (3.10)

En appliquant le lemme 3.1.1 aux trois équations ci-dessus, on obtient directement la

condition d’unicité.
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Naturellement, on dira que DCPB est unique si la condition du théorème 3.1.3 est

satisfaite pour tous les termes de rang 1 : X (ℓ) = wℓ ◦ hℓ ◦ vℓ, avec ℓ = 1, . . . , K. Cela

permet de formuler la condition d’unicité en termes de rang colonne des matrices des

facteurs.

Corollaire 3.1.1 (Condition suffisante pour l’unicité de la DCPB). La DCPB donnée

par :

X =
K
∨
k=1

(wk ◦ hk ◦ vk)

est unique si






rg
B
(W) = K et rg

B
(H) = K

ou

rg
B
(W) = K et rg

B
(V) = K

ou

rg
B
(H) = K et rg

B
(V) = K

.

Ce corollaire dit que, s’il existe au moins deux matrices facteur de X de rang colonne

plein, alors la DCPB de X est unique.

Les figures 3.1 et 3.2 permettent d’illustrer la condition du corollaire 3.1.1 sur un

tenseur X de taille 10×8×6. Ainsi, dans la figure 3.1, nous pouvons voir que la condition

du corollaire est vérifiée, car nous avons rg
B
(W) = K = 3 et rg

B
(H) = K = 3. Par contre

dans la figure 3.2, ce corollaire n’est pas vérifié car nous avons rg
B
(W) = 2, rg

B
(H) = 2

et rg
B
(V) = 1. Dans ce cas, on arrive à trouver un autre triplet {W̄, H̄, V̄} 6= {W, H,

V} qui vérifie :

X = JW,H,VK =
q
W̄, H̄, V̄

y
.

Néanmoins, le corollaire 3.1.1 est une condition suffisante. Nous pouvons la relaxer en

utilisant les partitions des matrices facteurs.

Ainsi, à partir des conditions (3.8), (3.9), (3.10) nous pouvons écrire que si

∀ℓ ∈ {1, · · · , K},







wℓ
B
≁W {−ℓ} et (vℓ ⊗ hℓ)

B
≁(V ⊙H){−ℓ}

ou

hℓ
B
≁H{−ℓ} et (vℓ ⊗wℓ)

B
≁(V ⊙W ){−ℓ}

ou

vℓ
B
≁V {−ℓ} et (hℓ ⊗wℓ)

B
≁(H ⊙W ){−ℓ}

,

alors la DCPB de X est unique. Si on écrit ces conditions en termes de rang colonne, on

obtient que la décomposition est unique si :
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1 2 3
W

2

4

6

8

10
1 2 3

H

2

4

6

8
1 2 3

V

2

4

6
20 40
X(1)

2

4

6

8

10

1 2 3
W̄

2

4

6

8

10
1 2 3

H̄

2

4

6

8
1 2 3

V̄

2

4

6
20 40
X̄(1)

2

4

6

8

10

Figure 3.1 – Décomposition unique de X .
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2

4

6
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1 2 3
W̄

2

4

6

8
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1 2 3

H̄

2

4

6

1 2 3
V̄

1

2

3

4

5

10 20 30
X̄(1)

2

4

6

8

10

Figure 3.2 – Décomposition non-unique de X .

73









rg
B
(W) = K et rg

B
(V ⊙H) = K

ou

rg
B
(H) = K et rg

B
(V ⊙W) = K

ou

rg
B
(V) = K et rg

B
(H⊙W) = K

.

En s’appuyant sur le lemme 3.1.1, nous pouvons donner la condition ci-dessous sur les

partitions de H et V, pour que le produit de Khatri-Rao V ⊙H soit de rang plein.

Lemme 3.1.2 (Condition sur H et V pour que rg
B
(V ⊙H) = K). Soient H et V deux

matrices binaires de taille respective M×K et P×K. Si, après une éventuelle permutation

conjointe des colonnes de H et V, il existe une partition H = [H1|H2] et V = [V1|V2]

avec H1 et V1 de tailles respectives M ×K1 et P ×K1, et H2 et V2 de tailles respectives

M × (K −K1) et P × (K −K1), alors rg
B
(V ⊙H) = K si :







∀ k1 ∈ {1, · · · , K1}, hk1
B
≁H{−k1} et ∀ k2 ∈ {K1 + 1, · · · , K}, vk2

B
≁V {−k2}

ou

∀ k1 ∈ {1, · · · , K1}, vk1
B
≁V {−k1} et ∀ k2 ∈ {K1 + 1, · · · , K}, hk2

B
≁H{−k2}

.

En d’autres termes, le lemme 3.1.2 dit que si, pour i, j ∈ {1, 2}, i 6= j, chacune des

colonnes de Hi et chacune des colonnes de Vj est booléennement indépendante respecti-

vement des autres colonnes de H et des autres colonnes de V, alors V ⊙H est de rang

colonne plein.

Cela nous permet de donner une autre condition suffisante d’unicité de la DCPB,

moins forte que la condition du théorème 3.1.3.

Théorème 3.1.4 (Condition suffisante d’unicité de la DCPB fondée sur les partitions).

Soit la DCPB : X = JW,H,VK. Si






rg
B
(W) = K, etH etV vérifient le lemme 3.1.2

ou

rg
B
(H) = K, etV etW vérifient le lemme 3.1.2

ou

rg
B
(V) = K, etH etW vérifient le lemme 3.1.2

,

alors la décomposition est unique.

Démonstration. La démonstration de ce théorème découle immédiatement de l’application

du lemme 3.1.2 à la condition d’unicité sur les dépliements, i.e.,
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rg
B
(W) = K et rg

B
(V ⊙H) = K

ou

rg
B
(H) = K et rg

B
(V ⊙W) = K

ou

rg
B
(V) = K et rg

B
(H⊙W) = K

.

L’exemple suivant permet d’illustrer le fait que la condition du théorème 3.1.4 est

moins forte que celle du théorème 3.1.1 .

Exemple 3.1.3. Considérons X = JW,H,VK, avec une décomposition de rang K = 4

tel que :

W =














1 0 0 0

0 0 0 1

1 1 0 1

0 0 1 0

0 1 0 0

1 0 1 1














, H =











1 1 1 1

1 0 0 0

0 1 0 0

0 1 1 1

1 1 0 1











, V =









0 0 1 0

0 0 0 1

1 1 1 0

0 1 0 1









.

Alors nous avons : rg
B
(W) = 4, rg

B
(H) = 2 et rg

B
(V) = 2.

La condition du théorème 3.1.1 n’est pas vérifiée dans ce cas. Par contre, le théorème 3.1.4

est vérifié car, si on considère les deux partitions (rouge et bleu), chacune des colonnes

en rouge de H1 est booléennement indépendante des autres colonnes de H et chacune des

colonnes en bleu de V2 est booléennement indépendante des autres colonnes de V. La

décomposition est donc unique.

3.2 Algorithmes de DCPB par modèle de mélange

post non-linéaire

3.2.1 Modèle de mélange post non-linéaire de la DCPB

Le problème de la DCPB est de retrouver, à partir d’un tenseur à valeurs binaires

X , trois matrices à valeurs binaires W, H et V, solution du problème de minimisation

suivant :

{W,H,V} = arg min
W,H,V∈{0,1}

‖X − JW,H,VK‖22 . (3.11)

Les algorithmes développés pour réaliser la DCPB reposent sur une procédure de mi-

nimisation alternée qui s’apparente aux méthodes de moindres carrés alternées (ALS)
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[13, 75]. Par dépliement du tenseur binaire X suivant les trois modes, la DCPB (3.11)

peut s’exprimer selon :

X(1) = W ⋄ (V ⊙H)T , (3.12)

X(2) = H ⋄ (V ⊙W)T , (3.13)

X(3) = V ⋄ (H⊙W)T . (3.14)

En adoptant le modèle de mélange post non-linéaire proposé dans la section 2.1, on peut

réécrire (3.12), (3.13) et (3.14) selon :

X(1) = Φ
(
W(V ⊙H)T

)
, (3.15)

X(2) = Φ
(
H(V ⊙W)T

)
, (3.16)

X(3) = Φ
(
V(H⊙W)T

)
. (3.17)

Le problème 3.11 est résolu par minimisation alternée selon la procédure itérative :

Répéter

W = argmin
W∈{0,1}

∥
∥X(1) − Φ

(
W(V⊙H)T

)∥
∥
2

F

H = argmin
H∈{0,1}

∥
∥X(2) − Φ

(
H(V⊙W)T

)∥
∥
2

F
(3.18)

V = argmin
V∈{0,1}

∥
∥X(2) − Φ

(
V(H⊙W)T

)∥
∥
2

F

jusqu’à convergence

Deux algorithmes sont proposés : le premier, appelé T-PNL-PF pour Tensor Post Non-

Lineair Penalty Function repose sur une méthode de descente de gradient avec une mise

à jour multiplicative similaire à l’approche PNL-PF présentée à la section 2.2. Le second

repose sur une approche de type AO-ADMM [103, 104] que l’on spécialise au cas de la

DCPB.

3.2.2 L’algorithme T-PNL-PF

Les fonctions de coût associées à chaque sous-problème de (3.18) sont remplacées par

les fonctions de coût pénalisées suivantes :

J1(W) =
1

2

∥
∥X(1) − Φ

(
W(V⊙H)T

)∥
∥
2

F
+

λ

2
‖W −W ∗W‖2F (3.19)

J2(H) =
1

2

∥
∥X(2) − Φ

(
H(V ⊙W)T

)∥
∥
2

F
+

λ

2
‖H−H ∗H‖2F (3.20)

J3(V) =
1

2

∥
∥X(3) − Φ

(
V(H⊙W)T

)∥
∥
2

F
+

λ

2
‖V −V ∗V‖2F (3.21)
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avec (⊙) qui représente le produit de Khatri-Rao et (∗) le produit de Hadamard. Les

termes de régularisation de la forme ‖W −W ∗W‖2F permettent d’imposer la contrainte

de binarité des matrices facteur. Le calcul des règles de mise à jour multiplicatives est

similaire à celui de PNL-PF et conduit à l’algorithme T-PNL-PF qui est donné dans la

table algorithmique 7.

Algorithm 7 : Tensor-Post NonLinear-Penalty Function (T-PNL-PF)

Entrées : X , K, Nbiter, ε

Sorties : W, H, V

PAS 1 : Initialisation de W, H, V et iter = 0

PAS 2 : Normalisation
W = Φ(W), H = Φ(H), V = Φ(V)

PAS 3 : Mise à jour de W, H, V

Wik ←Wik

(

X(1)
∂

∂Wik
Φ
(

W (H⊙V)T
))

ik
+ 3λW2

ik
(

∂
∂Wik

Φ
(

W (H⊙V)T
))

ik
+ 2λWik

3 + λWik

Hjk ← Hjk

(

X(2)
∂

∂Hjk
Φ
(

H (V ⊙W)T
))

jk
+ 3λH2

jk

(
∂

∂Hjk
Φ
(

H (V ⊙W)T
))

jk
+ 2λHjk

3 + λHjk

Vℓk ← Vℓk

(

X(3)
∂

∂Vℓk
Φ
(

V (H⊙W)T
))

ℓk
+ 3λV2

ℓk
(

∂
∂Vℓk

Φ
(

V (H⊙W)T
))

ℓk
+ 2λVℓk

3 + λVℓk

PAS 4 : Critère d’arrêt

X̂ =
K
∨
k=1

wk ◦ hk ◦ vk

if iter≥Nbiter or ‖X − X̂‖2F +
∑

i,k

(
W

2
ik −Wik

)2
+
∑

j,k

(

H
2
jk −Hjk

)2
+
∑

ℓ,k

(

V
2
ℓ,k −Vℓ,k

)2
<ε

then
break

else
iter ← iter + 1
retourner au PAS 3

end if

L’initialisation de l’algorithme influe sur la qualité de l’estimation. De façon analogue

au cas de PNL-PF, nous avons choisi d’initialiser W, H et V avec la NTF (Non-negative

Tensor Factorization) [105] qui, en général, fournit une meilleure solution qu’une initiali-

sation aléatoire. Dans l’étape de normalisation, nous utilisons la fonction sigmöıde pour

imposer aux valeurs de Wij, Hij et Vij d’être comprises dans l’intervalle [0, 1]. Le pa-
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ramètre γ de la sigmöıde augmente en fonction du nombre d’itération selon une règle

déterministe : γ(i+1) = αγ(i), α > 1. La valeur de α a été fixé empiriquement à 1.04.

3.2.3 L’algorithme BT-ADMM

Le second algorithme proposé s’inspire de [104] où à chaque itération, chacun des

sous-problèmes de (3.18) est résolu par une approche de type ADMM (Alternating Di-

rection Method of Multipliers). Nous utilisons l’algorithme ADMM pour résoudre chaque

sous-problème de 3.18. Ainsi, l’algorithme ADMM permet de résoudre des problèmes

d’optimisation pouvant être écrits sous la forme :

min
x,z

f(x) + g(z)

s.c.Ax+Bz = c, (3.22)

en itérant les étapes de mise à jour suivantes :

x← argmin
x

f(x) +
ρ

2
‖Ax+Bz− c+ u‖2F ,

z← argmin
z

g(z) +
ρ

2
‖Ax+Bz− c+ u‖2F

u← u+ (Ax+Bz− c) (3.23)

où u est une version mise à l’échelle des variables duales correspondant à la contrainte

d’égalité Ax +Bz = c, et ρ est choisi par l’utilisateur pour garantir la convergence. Les

détails de l’algorithme ADMM et l’analyse de ses propriétés sont donnés dans [103]. La

convergence de l’algorithme ADMM est garantie uniquement dans le cas convexe. Si l’on

revient au problème de la DCPB, l’introduction de la fonction non-linéaire Φ fait perdre

à chaque sous-problème la propriété de convexité et par suite la convergence de chaque

sous-problème ne peut pas être garantie.

Considérons le problème de minimisation de la fonction coût :

min
W

J1(W) =
1

2

∥
∥X(1) − Φ

(
W(V ⊙H)T

)∥
∥
2

F
+

λ

2
‖W −W ∗W‖2F .

En introduisant la variable auxiliaire W̄, on peut le réécrire sous la forme :

min
W,W̄

1

2

∥
∥
∥X(1)− Φ

(

W̄ (V ⊙H)T
)∥
∥
∥

2

F
+

λ

2
‖W −W ∗W‖2F (3.24)

s.c. W = W̄,
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qui correspond exactement à un problème de la forme (3.22) dont la solution est obtenue

en itérant les étapes de mise à jour :

W̄← argmin
W̄

1

2

∥
∥
∥X(1) − Φ

(

W̄ (V ⊙H)T
)∥
∥
∥

2

F
+

ρ

2

∥
∥W − W̄ +A

∥
∥2

F
(3.25)

W← argmin
W

λ

2
‖W −W ∗W‖2F +

ρ

2

∥
∥W − W̄ +A

∥
∥2

F
(3.26)

A = A+W − W̄. (3.27)

Compte tenu de la présence de la fonction non-linéaire Φ, la minimisation du premier

terme (3.25) n’admet pas de solution explicite. L’idée est de procéder à une approxima-

tion quadratique locale de
∥
∥
∥X(1) − Φ

(

W̄ (V ⊙H)T
)∥
∥
∥

2

F
en utilisant un développement de

Taylor au premier ordre de la fonction sigmöıde Φ selon : Φ(y) ≈ Φ(y0)+
∂Φ(y)
∂y

∣
∣
∣
y0
(y−y0).

Or

∂Φ(y)

∂y
=

∂

∂y

(
1

1 + e−γ(y−0.5)

)

=
γe−γ(y−0.5)

(1 + e−γ(y−0.5))2

=
γ

1 + e−γ(y−0.5)

(

1−
1

1 + e−γ(y−0.5)

)

= γ

(
1

1 + e−γ(y−0.5)

)(
1 + e−γ(y−0.5) − 1

1 + e−γ(y−0.5)

)

=
γe−γ(y−0.5)

(1 + e−γ(y−0.5))2

= γ Φ(y) (1− Φ(y))

En reportant cette expression dans le développement de Taylor, on obtient :

Φ(y) ≈ Φ(y0)− γΦ(y0)(1− Φ(y0))y0 + γ
(
Φ(y0)− Φ(y0)

2
)
y

En reportant cette expression dans
∥
∥
∥X(1) − Φ

(

W̄ (V ⊙H)T
)∥
∥
∥

2

F
, on obtient :

∥
∥
∥X(1) − Φ

(

W̄ (V ⊙H)T
)∥
∥
∥

2

F
≈
∥
∥X(1) −Ew − Fw ∗ (W̄(V ⊙H)T )

∥
∥
2

F

avec

Ew = Φ
(

W̄ (V ⊙H)T
)

− γΦ
(

W̄ (V ⊙H)T
)

∗
(

1− Φ
(

W̄ (V ⊙H)T
))

∗
(

W̄ (V ⊙H)T
)

Fw = γ
(

Φ
(

W̄ (V ⊙H)T
)

− Φ
(

W̄ (V ⊙H)T
)

∗ Φ
(

W̄ (V ⊙H)T
))

Notons que les expressions de Ew et Fw sont obtenues avec la valeur de W̄ obtenue à

l’itération précédente et doivent être considérées comme des constantes. Ainsi on obtient

une forme explicite pour W̄ solution de (3.25) (voir annexe A.4) :

W̄←

((
(X(1) − Ew) ∗ Fw

)
(V ⊙H)

)
+ ρ (W +A)

((Fw ∗ Fw) ((V ⊙H) ∗ (V ⊙H))) + ρ1
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W est obtenue avec une mise à jour multiplicative. La minimisation du problème

(3.26) admet donc une solution explicite :

W←W − αiter

(
λ
(
W − 3W2 + 2W3

)
+ ρ

(
W − W̄ +A

))

En procédant de même pour H et V on obtient l’algorithme BT-ADMM donné dans

la table algorithmique 8.

L’initialisation et la normalisation de l’algorithme BT-ADMM se font comme dans

l’algorithme T-PNL-PF, i.e., l’initialisation avec les résultats de la NTF [105] et la nor-

malisation avec la fonction sigmöıde Φ. Egalement, le paramètre γ qui permet de régler la

pente de la fonction sigmöıde augmente avec le nombre d’itérations. Dans cet algorithme

Nbiter représente le nombre d’itération de la procédure de minimisation alternée tandis

que Nbinterne représente le nombre d’itérations de chaque procédure ADMM.

Le choix du paramètre ρ influe fortement sur la convergence de l’algorithme. Pour

illustrer ce point, considérons l’exemple suivant. Le tenseur X =
K
∨
k=1

wk ◦hk◦vk est obtenu

en tirant wk, hk et vk (k = 1, · · · , K) selon une loi de Bernoulli de paramètre p = 0.6.

La figure 3.3 montre le taux d’erreur de reconstruction de X (ErrorX) en fonction du

paramètre ρ. Le taux d’erreur de reconstruction est défini par :

ErrorX =

∥
∥
∥X(1) − X̂(1)

∥
∥
∥

2

F

N(1)M(1)

, (3.28)

avec N(1) et M(1) le nombre de lignes et de colonnes de X(1). Nous pouvons observer que

seules les grandes valeurs de ρ permettent de garantir la convergence de l’algorithme.

Dans la suite la valeur de ρ est prise égale à 109.
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Algorithm 8 : BT-ADMM

1: Entrées : X , K, Nbiter , Nbinterne, ρ, λ, ε

2: Sorties : W, H, V

3: PAS 1 : Initialisation de W, H, V, W̄, H̄ et V̄

4: PAS 2 : Normalisation de W̄, W, H̄, H, V̄ et V
5: for t = 1 : Nbiter do

6: Mise à jour de W̄ et W
7: for t1 = 1 : Nbinterne do
8: E

w = Φ
(
W̄ (V ⊙H)

)
− γΦ

(
W̄ (V⊙H)

) (
1−Φ

(
W̄ (V ⊙H)

)) (
W̄ (V ⊙H)

)

9: F
w = γ

(

Φ
(
W̄ (V ⊙H)

)
−
(
Φ
(
W̄ (V ⊙H)

))2
)

10: W̄←
(((X(1)−E

w)∗Fw)(V⊙H))+ρ(W+A)

((Fw∗Fw)((V⊙H)∗(V⊙H)))+ρ1

11: W←W − αiter

(
λ
(
W − 3W2 + 2W3

)
+ ρ

(
W − W̄ +A

))

12: A = A+W − W̄

13: end for

14: Mise à jour de H̄ et H
15: for t2 = 1 : Nbinterne do
16: E

h = Φ
(
H̄ (V ⊙W)

)
− γΦ

(
H̄ (V ⊙W)

) (
1− Φ

(
H̄ (V⊙W)

)) (
H̄ (V ⊙W)

)

17: F
h = γ

(

Φ
(
H̄ (V⊙W)

)
−
(
Φ
(
H̄ (V ⊙W)

))2
)

18: H̄←
(((X(2)−Eh)∗Fh)(V⊙W))+ρ(H+B)

((Fh∗Fh)((V⊙W)∗(V⊙W)))+ρ1

19: H← H− αiter

(
λ
(
H− 3H2 + 2H3

)
+ ρ

(
H− H̄+B

))

20: B = B+H− H̄

21: end for

22: Mise à jour de V̄ et V
23: for t3 = 1 : Nbinterne do
24: E

v = Φ
(
V̄ (H⊙W)

)
− γΦ

(
V̄ (H⊙W)

) (
1− Φ

(
V̄ (H⊙W)

)) (
V̄ (H⊙W)

)

25: F
v = γ

(

Φ
(
V̄ (H⊙W)

)
−
(
Φ
(
V̄ (H⊙W)

))2
)

26: V̄←
(((X(3)−Ev)∗Fv)(H⊙W))+ρ(V+C)

((Fv∗Fv)((H⊙W)∗(H⊙W)))+ρ1

27: V← V − αiter

(
λ
(
V − 3V2 + 2V3

)
+ ρ

(
V − V̄+C

))

28: C = C+V − V̄

29: end for

30: W̄ = Φ(W̄), H̄ = Φ(H̄), V̄ = Φ(V̄), W = Φ(W), H = Φ(H), V = Φ(V)

31: PAS 4 : critère d’arrêt

32: X̂ =
K
∨
k=1

wk ◦ hk ◦ vk

33: if ‖X − X̂‖2 +
∑

i,k

(
W

2
ik −Wik

)2
+
∑

j,k

(

H
2
jk −Hjk

)2
+
∑

ℓ,k

(

V
2
ℓ,k −Vℓ,k

)2
< ε then

34: break
35: end if
36: end for
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Figure 3.3 – Taux d’erreur de reconstruction de X en fonction du paramètre ρ (N = 12,
M = 9, P = 7, K = 3, Nbiter = 100, Nbinterne = 10) pour p = 0.6

3.3 Simulations numériques

Dans cette section, nous étudions le comportement de nos algorithmes à la présence

de bruit binaire. Lors des simulations, le modèle direct ci-après est utilisé :

Xn =
K
∨
k=1

wk ◦ hk ◦ vk ⊕N = X ⊕N ,

où N représente le tenseur de bruit binaire. Ainsi, N est la réalisation d’une variable de

Bernoulli de paramètre b. Dans ces simulations, nous évaluons l’erreur de reconstruction

sur X définie précédemment (3.28) et l’erreur d’estimation sur W, H et V (ErrorW−H−V )

définie selon :

ErrorW−H−V =

‖W−Ŵ‖
2

F

N×K
+
‖H−Ĥ‖

2

F

M×K
+
‖V−V̂‖

2

F

P×K

3

en fonction du taux de bruit rajouté (b) sur 50 réalisations. Chaque colonne de W, H et

V est générée comme précédemment, selon une loi de Bernoulli de paramètre p.

Dans ces simulations nous comparons les performances des algorithmes proposés (T-

PNL-PF et BT-ADMM) avec les algorithmes de type ≪ glouton ≫ (BCP-ALS et T-FC)

présentés dans la section 1.4.2.

Deux cas sont considérés : celui où les sources sont non ou peu corrélées (figures 3.4

et 3.5), i.e. p = 0.3 et le cas de sources corrélées (figures 3.6 et 3.7), i.e, p = 0.65.

Dans le cas non corrélé (p = 0.3), nos algorithmes donnent un taux d’erreur d’esti-

mation plus faible jusqu’à un taux de bruit b ≤ 0.25 (figure 3.4) et un taux d’erreur de

reconstruction plus faible jusqu’à b < 0.3 (figure 3.5). Ceci peut s’expliquer par le choix

du modèle de mélange post non-linéaire utilisé dans nos algorithmes. On peut également
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remarquer qu’il y a une dégradation forte des performances lorsque b > 0.1. Ceci s’ex-

plique par le fait que lorsque chaque colonne de W, H et V est tirée selon une loi de

Bernoulli, le tenseur résultant est creux (il y a un grand nombre de valeurs nulles). En

effet chaque terme de rang 1 correspond à la réalisation d’une variable de Bernoulli de

paramètre 0.33 = 0.0027 ce qui est très faible par rapport à b = 0.1.

Dans le cas corrélé (p = 0.65), nous pouvons observer que nos algorithmes donnent

un taux d’erreur de reconstruction, particulièrement un taux d’erreur d’estimation plus

faible jusqu’à un taux d’erreur rajouté b = 0.30. En reprenant le même raisonnement

que précédemment, chaque terme de rang 1 correspond à la réalisation d’une variable de

Bernoulli de paramètre 0.653 = 0.275 soit 100 fois plus que pour le cas p = 0.3.

Nous pouvons remarquer que les algorithmes de type ≪ glouton ≫ donnent de bons

résultas dans le cas d’une factorisation exacte. Il faut noter aussi qu’au delà de b = 0.25

et b = 0.3 pour respectivement p = 0.3 et p = 0.65, nous obtenons des résultats similaires

car à partir de cette valeur, le bruit binaire détruit la structure de rang faible de X .
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Figure 3.4 – Taux de reconstruction de X en fonction du taux de bruit rajouté b (N = 20,
M = 30, P = 10, K = 3, ρ = 109) pour p = 0.3
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Figure 3.5 – Taux d’estimation de W H et V en fonction du taux de bruit rajouté b
(N = 20, M = 30, P = 10, K = 3, ρ = 109) pour p = 0.3
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Figure 3.6 – Taux de reconstruction de X en fonction du taux de bruit rajouté b (N = 20,
M = 30, P = 10, K = 3, ρ = 109) pour p = 0.65
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Figure 3.7 – Taux d’estimation de W H et V en fonction du taux de bruit rajouté b
(N = 12, M = 9, P = 7, K = 3, ρ = 109) pour p = 0.65

3.4 Application à des données réelles

3.4.1 Données

Dans cette section, nous exploitons un ensemble de données qui décrit des interactions

dans une école primaire (composée de 5 niveaux d’études) à Lyon en octobre 2009 en

utilisant des capteurs de proximité qui détectent les relations de face à face (appelées

contacts ici) des personnes qui les portent [106]. La population de l’école est composée

de 241 enfants âgés de 6 à 12 ans, organisée en 10 classes (ou 5 niveaux) et 10 ensei-

gnants ; seuls 232 élèves ont participé à cette étude (voir tableau 3.1). Ainsi, cet ensemble

de données présente des structures attendues (classes) mais également des structures po-

tentielles moins visibles. Cela apparâıt donc comme un ensemble de données idéal pour

évaluer l’efficacité des algorithmes de DCPB.

Niveaux d’études 1 2 3 4 5 Enseignants
Classes 1A 1B 2A 2B 3A 3B 4A 4B 5A 5B enseignants

Nombre d’individus 23 25 23 26 23 22 21 23 22 24 10

Table 3.1 – Le nombre d’élèves de chaque classe et de enseignants qui ont participé à
l’étude
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Les contacts sont enregistrés toutes les 20 secondes et un contact est établi entre deux

personnes sur un intervalle de 20 secondes s’il y a un échange d’au moins 1 paquet radio

pendant cet intervalle. Tant que leurs dispositifs RFID continuent à échanger au moins un

paquet, pour chaque intervalle de 20 secondes, le contact est maintenu ; dans le cas où il

n’y a pas d’échange radio sur un intervalle de 20 secondes, le contact est considéré comme

rompu. Les données ont été collectées sur deux jours, de 8h45 à 17h20 le premier jour, de

8h30 à 17h05 le deuxième jour, et seules les interactions qui ont eues lieu dans les locaux

de l’école (cours de récréation, salles de cours, escaliers et la cantine) ont été détectées.

Les cours commencent à 8h30 et se terminent à 16h30. Il y a deux pauses (récréations) de

20 à 25 minutes vers 10h30 et 15h30 et la pause repas entre 12h et 14h. Puisque la cour de

recréation et la cantine n’ont pas assez de capacité pour accueillir tous les élèves au même

moment, seules deux ou trois classes ont des pauses (récréations) en même temps et le

déjeuner est pris en deux tours consécutifs. Ces données qui représentent les interactions

entre les personnes (élèves et enseignants) de cette étude pendant 2 jours peuvent être

représentées par le tenseur ci-après :

É
lè
ve
s

Él
èv
es

Temps

Figure 3.8 – Représentation du tenseur de données

Dans la littérature, ces données ont été analysées par factorisation en tenseurs non-

négatifs (FTN) [107]. Ils montrent que la FTN est capable de récupérer la structure des

classes. En particulier, ils montrent que les composantes ou sources de rang 1 peuvent être

validées soit en tant que classes scolaires connues, soit en termes de modèles d’activités

corrélées. Dans notre cas, nous appliquerons la DCPB à ces données afin de détecter les

comportements communs des élèves d’une même classe ou de classes différentes pendant

les moments de cours, repas, recréation, etc.

3.4.2 Capacité explicative des algorithmes DCPB

Pour appliquer la DCPB à ces données, nous allons réduire la dimension du tenseur

X . Pour cela, nous découperons l’axe du temps en tranches de 10 minutes, ce qui nous

donnera un tenseur X de taille 242× 242× 105. Pour chaque tranche de 10 minutes ℓ, si

l’individu i a au moins un contact avec l’individu j alors xijℓ=1, sinon 0. Ensuite, nous

considérerons qu’un individu i est toujours en contact avec lui même, ce qui revient à dire

que xiiℓ = 1, ∀i = 1, · · · , 242.
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Dans un premier lieu, nous ferons l’étude sur la première journée uniquement et en-

suite sur la deuxième journée pour voir si nous arrivons à retrouver des comportements

similaires lors de deux journées. Nous noterons respectivement X1 et X2, les tenseurs de

données de la première et de la deuxième journée.

Pour commencer l’étude sur la première journée, nous déterminons le rang booléen de

la décomposition de X1 qui permet de retrouver les comportements les plus représentatifs.

Pour cela, nous traçons l’erreur de reconstruction de X1, définie comme dans (3.28), en

fonction du rang booléen K de la décomposition de X1. A partir l’analyse de la courbe

de la figure 3.9, nous considérons un rang égal à 15 car au-delà, le taux d’erreur diminue

moins vite, ce qui indique une perte importante de structure dans les données.
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Figure 3.9 – Erreur d’approximation de X1 en fonction du rang booléen K

Pour cette décomposition booléenne de X1 avec un rang K = 15, nous représentons les

différentes sources (ou tenseurs de rang 1) pour détecter des comportements similaires sur

les individus lors de la première journée. Puisque ces tenseurs sont symétriques, (i.e., si on

pose X1 = JW1,H1,V1K alors nous avons ici W1 = H1), nous représenterons seulement

les contacts actifs entre les individus en fonction du temps pour chaque source de rang 1,

i.e., w1 en fonction de h1, pour les 15 sources.

La figure 3.10 représente les différentes sources (ou tenseurs de rang 1) obtenus après

décomposition de X1. Comme dans [107] et [106], nous arrivons à voir dans la figure

3.10, qu’au cours de la journée, il y a plus de contacts entre les élèves d’une même classe

qu’entre ceux de classes différentes (voir sources 1, 3, 4, 5, 6, 7, 8, 10, 11, 12, 13 et 15).

Dans certaines de ces sources ou classes, il est possible d’identifier les enseignants qui

interviennent dans ces classes. C’est le cas des sources 1, 3, 7, 8, 10 et 13 où on arrive à
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identifier les enseignants qui interviennent pendant toute la journée respectivement dans

les classes 1B, 5B, 2B, 3A, 2A et 5A (les dernières lignes). Dans les sources 1, 5 et 11,

nous avons, d’une part les contacts entre les élèves de la classe 1B, et d’autre part, dans

les source 1 et 11 on peut voir aussi les contacts entre les élèves de cette classe, avec leurs

enseignants. Dans la source 5, nous pouvons, par exemple, detecter les élèves très peu en

contact avec leur professeur. Cependant, les élèves qui sont en contact dans la source 5

ne sont pas les mêmes que ceux de la source 11. En effet, nous avons dans cette classe

2 groupes d’élèves qui ont des comportements différents par rapport à leur professeur au

cours de la journée. La source 2 nous permet de dire que la plupart des élèves des classes de

5ième (5A et 5B) ont plus d’affinité (contacts) entre eux qu’avec les autres classes pendant

les pauses de la première journée. Ainsi nous pouvons voir qu’ils sont ensemble pendant

la pause de 10h30 et de midi.

Puisque les enfants des plus petites classes d’une part (de 1ière à la 3ième) et ceux des plus

grandes classes d’autre part (de 4ième à la 5ième) prennent la pause de midi ensemble (selon

[106]), nous pouvons observer dans la source 9 et 14 des contacts entre certains élèves de

ces classes pendant la pause de midi.

Le tableau 3.2 représente les relations (notamment le nombre de contacts) entre les

différentes classes et entre les classes et les enseignants de cette étude [106]. À partir

de ce tableau, nous pouvons valider les comportements (sources) obtenus par la DCPB

lors de la première journée. Ainsi, la diagonale de ce tableau nous permet de valider les

résultats obtenus sur les sources 1, 3, 4, 5, 6, 7, 8, 10, 11, 12, 13 et 15, qui stipulent que les

contacts sont plus présents entre les individus d’une même classe. Egalement, le nombre

de contacts entre les individus de la classe 1B (voir colonne 2 de ce tableau) et le fait

que les enseignants ont plus de contacts avec la classe 1B qu’avec les autres classes (voir

dernière colonne de ce tableau) font qu’on a plus de comportements différents entre les

individus de la classe 1B (voir sources 1, 5 et 11). Il faut noter aussi qu’on arrive bien

à identifier les enseignants qui ont plus de contacts avec les classes. Enfin, notre analyse

nous a permis de dire que les élèves des petites classes (1 à 3) ont plus de contacts entre

eux qu’avec les élèves des grandes classes.

Nous allons maintenant passer à la décomposition booléenne de X2, i.e., l’étude sur

la deuxième journée afin de voir si nous arrivons à retrouver les mêmes comportements

entre les élèves d’une même classe ou/et ceux de classes différentes. Les tenseurs de rang

1 obtenus par la DCPB sur X2, avec le même rang que précédemment, sont représentés

dans la figure 3.11. Ainsi, nous arrivons à retrouver le premier résultat de la première

journée, i.e., il y a plus de contacts entre les élèves d’une même classe (voir sources 1,

3, 4, 5, 6, 7, 8, 10, 11, 14 et 15) qu’entre classes différentes. Ensuite nous retrouvons des

comportements différents entre les élèves de la classe 1B (sources 6 et 7). Aussi, nous

arrivons bien à identifier la plupart des enseignants qui ont plus de contacts avec les

classes, notamment ceux des classes 5A, 2B, 1B, 2A, 4A (voir respectivement sources 1,

5, 7, 10 et 14). Egalement, on retrouve les contacts (comportements communs) entre les
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Figure 3.10 – Représentation des différentes sources ou tenseurs de rang 1 de X1
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Classes 1A 1B 2A 2B 3A 3B 4A 4B 5A 5B Profs
1A 4505 1051 594 625 560 286 83 160 57 105 149
1B 1051 9756 502 632 269 207 551 161 448 386 1084
2A 594 502 5401 1583 657 360 77 56 76 30 586
2B 625 632 1583 6270 712 373 119 36 41 54 508
3A 560 269 657 712 5537 2076 77 163 109 82 414
3B 286 207 360 373 2076 5926 248 193 154 219 282
4A 83 551 77 119 77 248 4496 828 351 745 382
4B 160 161 56 36 163 193 828 2843 119 346 168
5A 57 448 76 41 109 154 351 119 4913 1968 372
5B 105 386 30 54 82 219 745 119 1968 5025 273

Profs 149 1084 586 508 414 282 382 168 372 273 101

Table 3.2 – Tableau récapitulatif des contacts entre les classes pendant les 2 journées

élèves des petites classes et entre ceux des grandes classes pendant les pauses (voir sources

2, 9, 12 et 13).
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Figure 3.11 – Représentation des différentes sources ou tenseurs de rang 1 de X2
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3.5 Conclusion de la DCPB

Nous avons introduit dans ce chapitre deux nouveaux algorithmes reposant sur le

modèle de mélange post non-linéaire. Dans le premier algorithme, nous étendons l’al-

gorithme de type multiplicatif proposé pour le cas matriciel au cas multidimensionnel

et dans le deuxième algorithme, nous proposons un nouvel algorithme s’appuyant sur

une stratégie de type AO-ADMM. Ces algorithmes sont comparés avec ceux de l’état de

l’art. Nous avons constaté que les algorithmes proposés donnent de meilleurs résultats

notamment dans le cas bruité. Nous avons aussi donné et démontré des conditions d’iden-

tifiabilité pour la DCPB. Ces résultats sont à notre connaissance totalement originaux et

montrent que l’organisation de données binaires en tableaux multidimensionnels présente

un réel intérêt puisque l’on pourra dans une grande majorité des cas, avoir des garanties

sur le résultat fourni par la décomposition. L’application de la DCPB à des données réelles

a permis d’illustrer cet intérêt sur un exemple réel.
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Conclusion

Un premier apport de ce travail est de fournir des conditions d’identifiabilité des

modèles de factorisation booléennes de matrices et tenseurs binaires. Ce type de résultats

est important car il permet de donner des garanties sur les résultats de décompositions.

A notre connaissance, ce travail est le premier à aborder cette problématique. Nous avons

notamment pu montrer qu’une FBMB pouvait être unique sous des faibles contraintes. Ce

résultat est à opposer au cas de la factorisation de matrices réelles. Le cas de décomposition

CP booléenne est similaire et montre que l’unicité est garantie sous des conditions moins

strictes que la décomposition CP réelle. Ainsi, il est possible d’avoir l’unicité de la décomposition

CPB même en présence de facteurs colinéaires sur un des modes alors que cela est impos-

sible dans le cas réel.

Un second apport de cette thèse est de proposer un nouveau modèle de mélange post

non-linéaire pour la factorisation booléenne de matrices et tenseurs binaires. Ce modèle

est équivalent au modèle de décomposition booléennes de tableaux binaires. Il peut être

vu comme une relaxation réelle exacte du problème booléen qui permet le développement

de méthodes de décomposition efficace. En particulier, dans le cas matriciel, il a conduit à

proposer différents algorithmes (PNL-PF et C-PNL-PF) dont l’efficacité a été vérifiée sur

des données réelles et simulées et qui donnent par ailleurs de meilleurs résultats surtout

dans le cas de sources corrélées. Dans le cas tensoriel, deux algorithmes ont également

été proposés (T-PNL-PF et BT-ADMM) qui, de façon similaire au cas matriciel, ont des

performances qui surpassent celle de l’état de l’art.

Les perspectives ouvertes par ce travail sont nombreuses. A très court terme, les

méthodes développées dans ce travail seront intégrées dans un démonstrateur développé

en Python et destiné à l’analyse des données d’un système de production de grande di-

mension. A titre d’exemple, les algorithmes de factorisation booléennes matricielles ont

d’ores et déjà été implantés et permettent le traitement de matrices de très grande taille

(5000×5000) avec 16 initialisations NMF différentes en moins de 2 minutes. Une poursuite

de ce travail est relative au développement de systèmes de recommandation s’appuyant

sur les méthodes développées. Un autre aspect concerne le développement d’algorithmes

aptes à traiter les flux de données en lignes. Ce travail ouvrent également des pistes de re-

cherche pour l’analyse de données à valeurs discrètes : peut-on étendre les décompositions

booléennes à ce type de données ? Comment définir les opérations matricielles et tenso-

rielles permettant de bien prendre compte ce type de situations.
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Annexe A

Une annexe

A.1 Calcul des règles de mise à jour de W et H pour

l’algorithme PF

Dérivation de J(W,H) (2.3) par rapport à H :

∂J(W,H)

∂Hjk
= −

∑

j,k

(

Xij −
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·
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Une simple mise à jour additive pour H ou W qui réduit la distance au carré peut

être écrite comme :

Hjk ← Hjk − αHjk

∂
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J(W,H)
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←

Hjk

γ





(

e−γ·((WHT )−0.5)
(

1+e−γ·((WHT )−0.5)
)3

)T

W





jk

+ 2λHjk
3 + λHjk

107



Ainsi, nous obtenons comme règles de mise à jour sur H :

Hjk ← Hjk

γ
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En inversant les rôles de W et H, nous pouvons facilement obtenir les règles de mise

à jour sur W :
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A.2 Calcul des règles de mise à jour de W et H pour

l’algorithme TH

Dans le PAS 3 de l’algorithme TH, la première composante du gradient g(iter) est défini

comme :

g(iter)(1) =
∂F (w, h)

∂w
=

∂
∑

i,k

F (w, h)

∂W̃ik

.
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La deuxième composante de g(iter) peut être définie comme :
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Dans le PAS 4 α(iter) peut être sélectionné pour minimiser F (w, h).
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A.3 Calcul des règles de mise à jour de W et H pour

l’algorithme PNL-PF

Dérivation de G(W,H) (2.3) par rapport à H :
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Une simple mise à jour additive pour H ou W qui réduit la distance au carré peut

être écrite comme :
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Ainsi, nous obtenons comme règles de mise à jour sur H :

Hjk ← Hjk

γ

((

Xe
−γ·((WH

T )−0.5)

(1+e−γ·((WHT )−0.5))
2

)T

W

)

jk

+ 3λH2
jk

γ





(

e−γ·((WHT )−0.5)
(

1+e−γ·((WHT )−0.5)
)3

)T

W





jk

+ 2λHjk
3 + λHjk
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m

Hjk ← Hjk

(

X ∂
∂Hjk

Φ(WHT )
)

jk
+ 3λH2

jk

(
∂

∂Hjk
Φ(WHT )

)

jk
+ 2λHjk

3 + λHjk

En inversant les rôles de W et H, nous pouvons facilement obtenir les règles de mise

à jour sur W :

Wik ←Wik

γ

((

Xe
−γ·((WH

T )−0.5)

(1+e−γ·((WHT )−0.5))
2

)

H

)

ik

+ 3λW2
ik

γ

((

e−γ·((WHT )−0.5)

(1+e−γ·((WHT )−0.5))
3

)

H

)

ik

+ 2λWik
3 + λWik

m

Wik ←Wik

(

X ∂
∂Wik

Φ(WHT )
)

ik
+ 3λW2

ik
(

∂
∂Wik

Φ(WHT )
)

ik
+ 2λWik

3 + λWik
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A.4 Calcul des règles de mise à jour sur W̃, W, H̄,

H, V̄, V pour l’algorithme BT-ADMM

— Dérivation de J1(W̄) =
∥
∥X(1) −Ew − Fw ∗ (W̄(V ⊙H)T )

∥
∥2

F
+ ρ

2

∥
∥W − W̄ +A

∥
∥2

F

par rapport à W̄

Pour faciliter l’écriture sur les dérivations, on pose X = X(1), H = V ⊙ H et

Y = X(1) − Ew alors nous pouvons écrire :

∂J1(W̄)

∂W̄mn

=
∑

i,j

(
Yij − Fw

ij(W̄HT )ij
) ∂

∂W̄mn

(

Yij − Fw
ij

∑

k

W̄ikHkj

)

+ρ
∑

i,k

(
Wik − W̄ik +Aik

) ∂

∂W̄mn

(
Wik − W̄ik +Aik

)

=
∑

j

(

Ymj − Fw
mj

∑

n

W̄mnHnj

)

(
−Fw

mjHjn

)
− ρ
∑

m,n

(
Wmn − W̄mn +Amn

)

=
∑

j

(

−(YmjF
w
mj)Hnj + Fw

mj
2
∑

n

W̄mn(Hnj)
2

)

− ρ
∑

m,n

(
Wmn − W̄mn +Amn

)

= −
(
(Y ∗ Fw)HT

)

mn
+
(

(Fw ∗ Fw) (H ∗H)T
)

mn
W̄mn+ ρW̄mn− ρ (Wmn +Amn)

En remplaçant Y et H par leur expression on obtient :

W̄←

((
(X(1) − Ew) ∗ Fw

)
(V ⊙H)

)
+ ρ (W +A)

((Fw ∗ Fw) ((V ⊙H) ∗ (V ⊙H))) + ρ1

Si nous faisons les mêmes dérivations sur H̄ et V̄ nous obtenons les règles de mise

à jour sur H̄ et V̄.
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3.1 Décomposition unique de X . . . . . . . . . . . . . . . . . . . . . . . . . . . 73
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20, M = 30, P = 10, K = 3, ρ = 109) pour p = 0.3 . . . . . . . . . . . . . 83

3.5 Taux d’estimation de W H et V en fonction du taux de bruit rajouté b
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3.1 Le nombre d’élèves de chaque classe et de enseignants qui ont participé à
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Résumé

Cette thèse aborde le problème de la décomposition booléenne des tableaux multidimensionnels de

données binaires par modèle de mélange post non-linéaire. Dans la première partie, nous introduisons une

nouvelle approche pour la factorisation booléenne en matrices binaires (FBMB) fondée sur un modèle de

mélange post non-linéaire. Contrairement aux autres méthodes de factorisation de matrices binaires exis-

tantes, fondées sur le produit matriciel classique, le modèle proposé est équivalent au modèle booléen de

factorisation matricielle lorsque les entrées des facteurs sont exactement binaires et donne des résultats

plus interprétables dans le cas de sources binaires corrélées, et des rangs d’approximation matricielle

plus faibles. Une condition nécessaire et suffisante d’unicité pour la FBMB est également fournie. Deux

algorithmes s’appuyant sur une mise à jour multiplicative sont proposés et illustrés dans des simula-

tions numériques ainsi que sur un jeu de données réelles. La généralisation de cette approche au cas

de tableaux multidimensionnels (tenseurs) binaires conduit à la factorisation booléenne de tenseurs bi-

naires (FBTB). La démonstration de la condition nécessaire et suffisante d’unicité de la décomposition

booléenne de tenseurs binaires repose sur la notion d’indépendance booléenne d’une famille de vecteurs.

L’algorithme multiplicatif fondé sur le modèle de mélange post non-linéaire est étendu au cas multidi-

mensionnel. Nous proposons également un nouvel algorithme, plus efficace, s’appuyant sur une stratégie

de type AO-ADMM (Alternating Optimization -ADMM). Ces algorithmes sont comparés à ceux de l’état

de l’art sur des données simulées et sur un jeu de données réelles.

Mots clés : factorisation de matrices binaires, factorisation de tenseurs binaires, produit matriciel

booléen, rang booléen

Abstract

This work is dedicated to the study of boolean decompositions of binary multidimensional arrays using a

post nonlinear mixture model. In the first part, we introduce a new approach for the boolean factorization

of binary matrices (BFBM) based on a post nonlinear mixture model. Unlike the existing binary matrix

factorization methods, the proposed method is equivalent to the boolean factorization model when the

matrices are strictly binary and give thus more interpretable results in the case of correlated sources and

lower rank matrix approximations compared to other state-of-the-art algorithms. A necessary and suffi-

cient condition for the uniqueness of the BFBM is also provided. Two algorithms based on multiplicative

update rules are proposed and tested in numerical simulations, as well as on a real dataset. The gener-

alization of this approach to the case of binary multidimensional arrays (tensors) leads to the boolean

factorisation of binary tensors (BFBT). The proof of the necessary and sufficient condition for the boolean

decomposition of binary tensors is based on a notion of boolean independence of binary vectors. The

multiplicative algorithm based on the post nonlinear mixture model is extended to the multidimensional

case. We also propose a new algorithm based on an AO-ADMM (Alternating Optimization-ADMM)

strategy. These algorithms are compared to state-of-the-art algorithms on simulated and on real data.

Keywords: binary matrix factorization, binary tensor factorization, boolean matrix product, boolean

rank
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